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Wykaz symboli, oznaczen i akronimow
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RL — Reinforcement Learning

RPRO — Reference Points Realization Optimization
SI — Sztuczna Inteligencja

SOM - Self-Organizing Map

SRI — Stanford Research Institute






1. Wprowadzenie

Niniejsza rozprawa doktorska stanowi monotematyczny cykl publikacji naukowych
dotyczacych aplikacji metod sztucznej inteligencji ze szczegdlnym uwzglednieniem
algorytmu uczenia si¢ ze wzmocnieniem. Praca osadzona jest w dyscyplinie Informatyka
Techniczna 1 Telekomunikacja, a cze§¢ omdéwionych prac porusza tematyke sterowania
zwigzang z dyscypling Automatyka, Elektronika, Elektrotechnika i1 Technologie
Kosmiczne. Praca jest podzielona na dwie glowne gatezie tematyczne: zadania
przetwarzania obrazu oraz zadania sterowania. Pierwsza z nich dotyczy przetwarzania
danych wizualnych z propozycja algorytmu wykrywania gestOw poprzez czasowg
segmentacje strumienia wideo. W drugiej gatezi skupiono si¢ na sterowaniu dynamikag
ruchu wrzeciona maszyny sterowanej numerycznie (ang. Computer Numeric
Control — CNC). Artykuly ujete w cyklu zostaty zebrane na diagramie przedstawionym
na Rys. 1. Kolorem niebieskim oznaczono tematyke¢ badan, natomiast zielone pola
zawierajg tytuly prac oméwionych w dalszej czesci niniejszej dysertacji. Wigksza czes¢
opisanych badan zostata zaprezentowana w trakcie migdzynarodowych konferencji

naukowych.

Aplikacje metod sztucznej

inteligencji ze szczegdlnym

uwzglednieniem algorytmu
uczenia sie ze wzmochieniem

Zadania przetwarzania obrazu Zadania sterowania

Rys. 1 Artykuty ujete w cyklu [opracowanie wiasne]



W sktad niniejszej rozprawy doktorskiej wchodzi szes¢ publikacii:

[A-1]

[A-2]

[A-3]

[A-4]

[A-5]

[A-6]

Kalandyk, D. (2021). Rozdzial monografii ,,Nowoczesne technologie —
strategie, rozwigzania i perspektywy rozwoju. Tom 1” pt. ,,Wykorzystanie
algorytméw uczenia si¢ ze wzmocnieniem do przetwarzania obrazow”,
str. 180-223; http://bc.wydawnictwo-tygiel.pl/publikacja/1A77370A-0E87-
0A33-F834-334902710840; wktad: 100%, (autor korespondencyjny)

Kalandyk, D. (2021). Reinforcement learning in car control: A brief survey.
2021 Selected Issues of Electrical Engineering and Electronics (WZEE),
1-8. https://doi.org/10.1109/WZEE54157.2021.9576838; wkiad: 100%;

(autor korespondencyjny)

Kalandyk, D., Kwiatkowski, B., & Mazur, D. (2023, August). Application
of Mamdani Fuzzy Logic Inference System to Optimise CNC Machine
Motion Dynamics. In 2023 IEEE International Conference on Fuzzy
Systems (FUzZz) (pp. 1-4). IEEE.
https://doi.org/10.1109/FUZZ52849.2023.10309802; wktad 70%; liczba
punktow czerwiec 2023: 140; liczba punktow lipiec 2024: 70;

(autor korespondencyjny)

Kalandyk, D., Kwiatkowski, B., & Mazur, D. CNC Machine Control Using
Deep Reinforcement Learning. Bulletin of the Polish Academy of Sciences
Technical Sciences, €148940-e148940.
https://doi.org/10.24425/bpasts.2024.148940;  wklad  33.3%; liczba
punktéw: 100; IF: 1.2; CS: 2.8

Kalandyk, D., & Kapuscinski, T. (2024). Temporal signed gestures
segmentation in an image sequence using deep reinforcement learning.
Engineering Applications of Artificial Intelligence, 131, 107879.
https://doi.org/10.1016/j.engappai.2024.107879; wklad 90%; liczba
punktow: 140; IF: 8.0; CS: 12.3; (autor korespondencyjny)

Kalandyk, D., Kwiatkowski, B., & Mazur, D. Calculating G-Code for CNC
machine using the Mamdani Fuzzy Logic Inference System. Archives of
Control Sciences, artykul przyjety do publikacji, wktad 33.3%; liczba
punktow: 100; IF: 1.2; CS: 2.7; (autor korespondencyjny)
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Pig¢ z posrdd szesciu prac zostato opublikowanych w bazach SCOPUS oraz Web Of
Science. Wszystkie prace zostaty opublikowane w latach 2021-2024. Sumaryczny Impact
Factor (zgodnie z rokiem ukazania si¢ publikacji) wynosi 11.6, sumaryczny wskaznik
Cite Score wynosi 20.5, a liczba punktow MNiSW (punktacja czasopism naukowych

zgodnie z aktualnym wykazem MNiSW) wynosi 510.

1.1. Motywacja oraz stan wiedzy

Sztuczna Inteligencja (SI) jest definiowana' jako zdolno$¢ maszyn do wykazywania
ludzkich umiejetnosci m.in.: wnioskowania, uczenia si¢, planowania, czy nawet
kreatywnos$ci. Poczatki Sztucznej Inteligencji przypadaja na 1950 rok, kiedy to jej
prekursor oraz pionier w dziedzinie komputerdw i logiki Alan Turing przedstawit artykut
pt. ,,Computing Machinery and Intelligence” , w ktorym postawit bardzo ogoélne, lecz
kluczowe pytanie: ,,Czy maszyny moga mysle¢?”. Mozna powiedzie¢, ze tym samym
rozpoczal on pewna epoke w dziejach $wiata. Sam termin Sztuczna Inteligencja
formalnie pojawil sie sze$¢ lat pozniej, tj. w 1956 roku na konferencji w Dartmouth?,
ktora zorganizowato czterech naukowcow: John McCarthy, Marvin Minsky, Nathaniel

Rochester oraz Claude Shannon.

Jednym z pierwszych sukceséw na polu ,,mys$lacych maszyn” byt program o nazwie
ELIZA @‘ utworzony przez Josepha Weizenbauma w 1966 roku, ktéry poprzez analize
stow kluczowych oraz kontekstu wypowiedzi potrafit sprawi¢ wrazenie rozmowy
z cztowiekiem. Jego celem byla pomoc w terapii osobom z zaburzeniami psychicznymi.
Niespelna trzy lata pozniej Instytut Badan Stanford (ang. Stanford Research
Institute - SRI’) zbudowal pierwszego autonomicznego robota o nazwie Shakey*.
Autonomia robota byla okre§lona poprzez jego mozliwo$ci percepcji rzeczywistosci,
umiej¢tnos¢ planowania trasy pomigdzy kolejnymi punktami, anawet zdolnos¢
do reorganizacji obiektow w przestrzeni, w ktorej si¢ poruszal. Rozwoj badan nad
SI nie hamowat, co potwierdza system ekspercki o nazwie MYCIN , stworzony
w 1973 roku przez Edwarda Shortliffe. Zadaniem tego systemu byta pomoc lekarzowi
w identyfikacji rodzaju bakterii wywolujacych chorobe krwi, a takze dobraniu
okreslonego antybiotyku. System sktadat si¢ z okoto 600 regul, operujacych na

! https://www.europarl.europa.eu/topics/pl/article/20200827STO85804/sztuczna-inteligencja-co-to-jest-i-
jakie-ma-zastosowania

2 https://home.dartmouth.edu/

3 https://www.sri.com/

4 http://ai.stanford.edu/users/nilsson/OnlinePubs-Nils/shakey-the-robot.pdf
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odpowiedziach z okolo 50-60 pytan zadanych lekarzowi opisujacych stan pacjenta.
Jego najwigkszymi zaletami, poza krotkim czasem odpowiedzi, byta mozliwo$¢ dziatania
w sytuacji braku cze$ci informacji oraz mozliwo$¢ uzasadnienia udzielonej odpowiedzi.
W tym samym czasie Seppo Linnainmaa zaproponowat efektywne wykorzystanie reguty

tancuchowej Leibniza, tworzac szeroko znang metode wstecznej propagacji’.

W kolejnych latach, dzigki rozwojowi technologii umozliwiajacej prowadzenie
zdecydowanie bardziej ztozonych obliczen, mozna byto obserwowa¢ wzmozony rozwoj
algorytméw sztucznej inteligencji i ich zastosowan. W latach 90-tych firma IBM®
zaprezentowata komputer o nazwie Deep Blue®, ktory byt w stanie wygraé partie szachow
z 6wczesnym mistrzem $wiata Garrym Kasparovem. Jednostka liczyla 32 procesory
zdolne wykona¢ niespelna 1.4 mld operacji zmiennoprzecinkowych na sekundg
(ang. Floating Point Operations Per Second — flops), co przektadalo si¢ na ewaluacje
okoto 200 miIn ustawien figur na planszy. Innymi badaniami, ktére prekurowaty
pbézniejsza $ciezke rozwoju dziedziny, byty te dotyczace autonomicznych pojazdow
do transportu ludzi. Pierwszym systemem byt ALVINN @\ zaproponowany w 1988 roku
przez Deana A. Pomerleau na konferencji Advances in Neural Information Processing
Systems. Waznym punktem na osi czasu mozna réwniez okresli¢ powstanie algorytmu

NETtalk’, autorstwa Lindy Watson M Jego zadaniem bylo przetwarzanie tekstu
pisanego na mowe. Stanowito to kolejny krok w stron¢ usprawnienia interakcji pomiedzy
czlowiekiem a maszyng. Ostatnim przywoltanym przykladem niech bedzie sie¢
LeNet-5 @ stuzaca do rozpoznawania cyfr na czekach bankowych. Yan LeCun, ktory
opracowat tg architekture, zapoczatkowat tym samym dynamiczny rozwdj sieci

splotowych (ang. Convolutional Neural Network — CNN) stosowanych dzi$ szeroko.

Lata 2000-2020 mozna okresli¢ jako nastepny etap rozwoju Sztucznej Inteligencji jako
dziedziny. Podobnie jak wczes$niej rozwoj technologii, w tym przypadku ogromnych baz
danych (ang. Big Data), umozliwit utworzenie wielu coraz lepiej dziatajacych rozwigzan.

Wisrdd osiagniec tego etapu mozna wyrdznic:

1) Rozwdj projektow autonomicznych robotdw i pojazdow — w roku 2000

w muzeum Miraikan® firma Honda prezentuje humanoidalnego robota o nazwie

5 Linnainmaa, S. (1970). The representation of the cumulative rounding error of an algorithm as a Taylor
expansion of the local rounding errors (Doctoral dissertation, Master’s Thesis (in Finnish), Univ. Helsinki).
6 https://www.ibm.com/history/deep-blue

7 http://www.ntalk.de/Nettalk/en/

8 https://www.miraikan jst.go.jp/en/
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ASIMO? (ang. Advanced Step in Innovative Mobility), ktory mial byé krokiem
w kierunku utworzenia robotycznego asystenta zycia codziennego. Robot miat
mozliwo$¢ poruszania si¢ w przod, do tytu oraz na boki, a takze potrafit planowac
tras¢ w inteligentny sposob. Jego atutem byto rowniez posiadanie wyswietlacza
imitujgcego ludzka twarz oraz wydawanie réznych dzwigkoéw, dzigki czemu dos¢
tatwo bylo mu nawigza¢ kontakt z czlowiekiem. Nacisk na analiz¢ j¢zyka
naturalnego oraz zrozumienie kontekstu wypowiedzi potozyta firma IBM®, ktére;
komputer o nazwie Watson'® pokonat w 2011 roku w teleturnieju Jeopardy!!!
wszystkich konkurentow. Trzecim przykladem jest autonomiczny samochdd
o nazwie Stanley'? skonstruowany w 2005 przez zesp6t Stanford Racing Team.
Wygral on 6wczesng edycje zawodéw The Grand Challenge!® znanych tez jako
DARPA Challenge, przejezdzajac jako pierwszy az 132 mile kalifornijskiej
pustyni w czasie 6 godzin i1 54 minut. Cato$¢ trasy zostata pokonana bez zadne;j

pomocy cztowieka, co przenosito odpowiedzialno$¢ za manewry oraz nawigacje¢

na robota.

2) Dynamiczny rozwo6j modeli klasyfikatorow opartych na giebokich sieciach
konwolucyjnych — zostal on rozpoczgty w 2012 roku na konferencji Advances
in Neural Information Processing Systems, gdzie Alex Krizhevsky, Ilya Sutskever
oraz Geoffrey E. Hinton zaproponowali architekture sieci o nazwie AlexNet Irl]‘
Jej zadaniem byto klasyfikowanie okoto 1.3 mln zdje¢ wysokiej rozdzielczosci
ze zbioru LSVRC-2010 ImageNet'* [8]. Docelowa liczba klas, ktore miaty by¢
rozrdzniane, wynosita 1000. Zaproponowana sie¢ neuronowa liczylta tacznie 500
tys. neuronow oraz okoto 60 mln wspdtczynnikéw poddawanych optymalizacji.
Byla ona rozszerzeniem wcze$niej wspomnianej architektury LeNet-5. Réznice
stanowita zarowno zmiana funkcji jadra warstwy puli ze Sredniej na maksimum,
jak rowniez dotozenie trzech nastepujacych po sobie warstw konwolucyjnych.
Dwa lata p6zniej w 2014 roku zaproponowana zostata sie¢ GoogleNet @\ oparta
o tak zwane jednostki Inception module . Ich wyréznikiem jest jednoczesne

uzyskanie informacji z obrazu przy pomocy warstw konwolucyjnych o réznym

? https://global.honda/en/robotics/asimo/

10 https://www.ibm.com/watson

! https://www.jeopardy.com/jeoparday

12 https://cs.stanford.edu/group/roadrunner/stanley.html

13 https://www.darpa.mil/about-us/timeline/-grand-challenge-for-autonomous-vehicles
!4 https://www.image-net.org/
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3)

rozmiarze filtra, ktore w nastepnym kroku sg taczone jako kolejne kanaty obrazu
wyjsciowego. W tym samym roku Karen Simonyan oraz Andrew Zisserman
wprowadzajg architekture sieci o nazwie VGGNet @ Jej zalozenia polegaja na
wielokrotnym powtorzeniu grup warstw, z ktorych kazda sktada z dwoch lub
trzech warstw konwolucyjnych o rozmiarze filtra 3x3, a na kofncu umieszczona
jest warstwa puli o funkcji jadra maksimum. Warstwy konwolucyjne kazdej
kolejnej z grup zwracaja coraz glebsze wyjscie, zaczynajac od glgbokosci 64
a konczac na glebokosci 512. Po pieciu takich grupach wystepuja dwie warstwy
w peli pofaczone o duzej liczbie neurondéw, a cata sie¢ konczy si¢ warstwa
Softmax. Ostatnim przykladem w tej grupie jest architektura o nazwie ResNet
@‘ przedstawiona w 2015 roku na konferencji Computer Vision and Pattern
Recognition przez Kaiming He, Xiangyu Zhang, Shaoqing Ren oraz Jian Sun. Jest
to architektura oparta na rezyduach, ktore sg zdefiniowane jako grupy dwoch
lub trzech warstw konwolucyjnych o odpowiednio dobranych parametrach.
Waznym aspektem dzialania tej sieci jest tez dodawanie wejscia danego
rezyduum do jego wyjscia. Na przestrzeni lat powstaly kolejne rozszerzenia oraz
modyfikacje tej architektury mianowicie: ResNet-18, ResNet-34, ResNet-50,
ResNet-101 oraz ResNet-152. Ich nazwy wskazujg zwigkszajaca si¢ sumaryczng
liczbe wszystkich warstw. Dodatkowo kolejne architektury majg odpowiednio
zwigkszone liczby filtréw w kolejnych warstwach. Wymienione architektury
w oryginale lub z pewnymi modyfikacjami sg szeroko stosowane we wszelkich
zadaniach zwigzanych z przetwarzaniem obrazow, @‘ takich jak:

klasyfikowanie obrazéw retinopatii cukrzycowe;j \[14]

EEG pod katem choroby epileptycznej @

, klasyfikowanie zapiséw

, rozpoznawanie choréb kur ,

monitorowanie jakosci produktow zywnosciowych \[17]

arabskich pisanych odrecznie E

, rozpoznawanie stow

, kontrola jako$ci dzialania linii

produkcyjne;j \[19], autonomiczne sterowanie pojazdami \[20]\ oraz automatyczne

wykrywanie przeszkod na drodze [21]

, Tozpoznawanie uszu [22], wykrywanie

1 lokalizowanie obiektéw na zdjeciach \[23][24]

1251

, czy nawet wykrywanie gestow

Wprowadzenie asystentow gltosowych — oprogramowanie rozpoznajace mowe
naturalng w jezyku angielskim oraz wykonujace odpowiednie zadania przypisane
do konkretnych komend, ktére z czasem byto rozwijane, by analizowa¢ réwniez

kontekst wypowiedzi 1 wys$wietla¢c odpowiednie informacje zgodnie
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z wprowadzonym glosowo zapytaniem. Najbardziej popularnymi rozwigzaniami
sg: Siri!®> zaproponowana przez firme Apple®, GoogleNow!'® zwany tez Google
Assistant zaprojektowany przez firme Google®, a takze Alexa!” oferowana przez

firme Amazon®.

4) Generatywne  Sieci  Adwersaryjne  (ang.  Generative  Adversarial

Networks [26]

- GANs) — zostaty zaproponowane przez lana Goodfellow’a oraz
jego wspotpracownikow w 2014 roku. Gléwna zasada dzialania opiera si¢ na
dwoch konkurujacych ze sobg sieciach — jednej zwanej generatorem,
odpowiedzialnej za tworzenie probek w jak najwigkszym stopniu podobnych do
danych rzeczywistych oraz drugiej, zwanej dyskryminatorem, ktorej zadanie
polega na rozpoznaniu, czy przedstawione dane sg rzeczywiste, czy tez zostaly
spreparowane. Sita tego rozwigzania polega na tworzeniu dwodch rozwigzan

jednoczesnie, przy czym postep jednej z sieci napgdza rozwdj drugiej.

5) Glgbokie wuczenie si¢ ze wzmocnieniem (ang. Deep Reinforcement
Learning - DRL) — algorytm, ktory zostat rozpropagowany szczegélnie dzigki
pracy zespotu Google DeepMind. W 2015 roku opublikowat on prace, w ktorej
wykorzystal wspomniany algorytm do nauki podejmowania decyzji w trakcie
rozgrywki dla 49 gier platformy Atari @ Wczesniej podejmowali oni juz
podobne proby @‘ Uczenie si¢ ze wzmocnieniem (ang. Reinforcement
Learning - RL) jest oparte na paradygmacie zaktadajacym wykorzystanie do
nauki niegotowych odpowiedzi, ktorych powinien nauczy¢ si¢ algorytm, lecz
raczej sygnatu wartosciujacego odpowiedzi algorytmu. Dzigki takiemu podejsciu
jest on w stanie nauczy¢ si¢ takiego sposobu podejmowania decyzji, ktory bedzie
lepszy od tego zaproponowanego przez eksperta. Sam paradygmat zaklada
istnienie agenta dziatajacego w pewnym S$rodowisku, mogacego podejmowac
interakcje z tym $rodowiskiem, otrzymujac przy tym pewne informacje zwane
sygnalem wzmocnienia. Istota algorytmu glebokiego uczenia si¢ ze
wzmocnieniem polega na wykorzystaniu glebokiej sieci konwolucyjnej jako
funkcji analizujacej aktualny stan §rodowiska, w ktorym aktualnie znajduje si¢
agent. Podej$cie to pozwolilo autorom na utworzenie systemu osiagajacego

poziom rozgrywki gracza ludzkiego lub niekiedy przewyzszajacy go. Z biegiem

15 https://www.apple.com/siri/
16 https://assistant.google.com/
17 https://alexa.com/

=15 -



6)

czasu algorytm z sukcesem zostat rowniez zastosowany w trudniejszym zadaniu
jakim jest granie w gre typu FPS (ang. First Player Shooter) @\ Samo uczenie
si¢ ze wzmocnieniem i jego glebokie odmiany zostaly z powodzeniem

zastosowane do wielu zadan, [31][32]\ jak np.: usuwanie szumow oraz napisow

z obrazdéw przy pomocy algorytmu PixelRL , poprawianie koloréw obrazu

[34]

sledzenie obiektow [37][38]}, czy rozpoznawanie zachowan @‘

, aktywne wykrywanie obiektow zwyklych @\ oraz polaczonych \[36]

M

Algorytmy grupy Alpha — zostaty zaprojektowane przez zespot DeepMind,
a pierwszym z nich jest AlphaGo'® opublikowany w 2015 roku, ktéremu udalo si¢
pokona¢ mistrza §wiata w grze Go. Bylo to duze osiggnigcie, szczeg6lnie z uwagi
na fakt ogromnej ztozono$ci gry mimo jej pozornej prostoty — liczba mozliwych
uktadéw na planszy to 1017°. Poczatkowo autorzy uczyli model prowadzenia
rozgrywki w sposob podobny do ludzkich graczy @‘ Dalsza nauka modelu byta
prowadzona poprzez rywalizacje algorytmu z samym sobg @\ Rozwigzanie
opierato si¢ na wykorzystaniu potencjatu algorytmu glebokiego uczenia si¢ ze
wzmocnieniem oraz zaawansowanych algorytméw przeszukiwania. Dwa lata
p6zniej w 2017 roku zespot ten opublikowat rozwigzanie AlphaZero.!?, Byto ono
jeszcze bardziej skuteczne w grze Go [42], a ponadto potrafito wygrywac takze
w grze w szachy. Pokonato ono wowczas mistrza z roku 2016, czyli algorytm
Stockfish®® oraz Shogi, czyli japonska wersje szachow, w ktorej pokonato
dotychczas najlepszy algorytm o nazwie Elmo. Dodatkowo waznym aspektem
jest rowniez odkrycie nowych mozliwosci prowadzenia rozgrywki, jak np.
utrzymywanie krola w centrum planszy (gra w Shogi), co poczatkowo wzbudzato
zdziwienie profesjonalnych graczy, ale przy utrzymaniu odpowiedniej strategii
pozwolito na zwigkszenie szans na zwycigstwo. Trzeci przyktad nie odnosi si¢ juz
do problemu opracowania strategii wygrywajacej w grze planszowej, lecz zgota
innego tematu, jakim jest przewidywanie struktury czasteczek biatkowych.
System nosi nazwe AlphaFold?!. Jest to niezwykle osiggniecie utatwiajace,

miedzy innymi, opracowywanie nowych lekow.

13 https://deepmind.google/technologies/alphago/

19 https://deepmind.google/discover/blog/alphazero-shedding-new-light-on-chess-shogi-and-go/
20 https://stockfishchess.org/

2! https://deepmind.google/discover/blog/putting-the-power-of-alphafold-into-the-worlds-hands/
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Omowione rozwigzania to tylko niewielki wycinek osiggnig¢ dziedziny, jaka jest
Sztuczna Inteligencja oraz jej praktycznych zastosowan. Niniejsza praca jest wynikiem
inspiracji tymi osiggni¢ciami i chgcig rozwoju istniejacych metod. Cel ten wydaje si¢ by¢
realny, biorgc pod uwage ogromng liczbe potencjalnych mozliwosci zastosowania

istniejgcych oraz nowych metod.

1.2. Hipoteza badawcza oraz cele pracy

Glownym celem pracy jest przedstawienie mozliwosci aplikacji metod sztucznej
inteligencji ze szczegdlnym uwzglednieniem algorytmu uczenia si¢ ze wzmocnieniem.

Opierajac si¢ na tym zalozeniu sformutowano nastepujaca hipotezg badawcza:

Mozliwa  jest  aplikacja  rozmych  metod  sztucznej  inteligencyji,
a w szczegolnosci algorytmu uczenia si¢ ze wzmocnieniem, zarowno do zadan
przetwarzania obrazu, jak i do zadan sterowania, celem uzyskania rezultatow

nie gorszych niz przy pomocy innych metod znanych z literatury.

W celu potwierdzenia postawionej hipotezy sformulowano nastepujace zadania

szczegblowe:

Zadanie 1. Studia literaturowe dotyczace wykorzystania algorytmu uczenia si¢
ze wzmocnieniem do:
a) rozwigzywania zadan przetwarzania obrazow,

b) rozwigzywania zadan sterowania.

Zadanie 2. Zebranie niezbednych danych oraz utworzenie zbioru pozwalajacego na
trenowanie oraz weryfikowanie poprawnos$ci dzialania badanych metod:
a) do zadania wykrywania gestow,

b) do zadania sterowania dynamika ruchu wrzeciona maszyny CNC.

Zadanie 3. Zaproponowanie metody pozwalajacej na:
a) czasowg segmentacj¢ ciggltego strumienia gestow,
b) optymalizacje sterowania dynamikg ruchu wrzeciona maszyny CNC
z wykorzystaniem logiki rozmytej,
c) optymalizacj¢ sterowania dynamika ruchu wrzeciona maszyny CNC

z wykorzystaniem paradygmatu uczenia si¢ ze wzmocnieniem.
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Osiggniecie celu dysertacji polegato na realizacji wyszczegolnionych zadan,
ktére wymagaly: pozyskania, przetworzenia 1 analizy danych, sformutowania
odpowiednich pomniejszych celow, wyboru i wykorzystania odpowiednich narzedzi
informatycznych, implementacji oraz weryfikacji proponowanych rozwigzan, a takze

interpretacji wynikéw oraz sformutowania wnioskow.

2. Aplikacje metod sztucznej inteligencji ze szczeg6lnym
uwzglednieniem algorytmu uczenia si¢ ze wzmocnieniem

Rozdzial ten przedstawia zaproponowane przez autora aplikacje metod sztucznej
inteligencji ze szczegdlnym uwzglednieniem algorytmu uczenia si¢ ze wzmocnieniem.
W poszczegdlnych podrozdzialach opisano kolejno przeprowadzony przeglad
powigzanej literatury, ktora stanowita inspiracje wilasnych pomystow autora. Dalej
przedstawiono propozycj¢ autorskiej metody czasowe] segmentacji strumienia gestow
w postaci wideo. Poruszono rowniez tematyke optymalizacji dynamiki pracy maszyny
CNC z wykorzystaniem zaréwno systemu opartego na logice rozmytej, jak i systemu

bazujacego na paradygmacie uczenia si¢ ze wzmocnieniem.

2.1. Uczenie si¢ ze wzmocnieniem w zadaniach przetwarzania obrazu

Zagadnienie przetwarzania obrazOw jest aktualnie niemal nieodzownym elementem
ogromnej czegsci systemow komputerowych. Jak juz wspomniano, informacje zapisane
w obrazie oraz umiejetnos¢ ich odczytania, a takze wnioskowania na ich podstawie
pozwalaja na tworzenie rozwigzan ulatwiajgcych zycie codzienne. Na przyktad
wykonanie zdjecia w aplikacji po wykryciu u$miechnigtej twarzy bez potrzeby
korzystania z przycisku na ekranie. Bezposrednio wplywaja one takze na sferg
biznesowa, gdzie przyktadem moze by¢ uwierzytelnianie przy pomocy twarzy. Natomiast
w sferze gospodarczo-produkcyjnej najbardziej popularnym zastosowaniem jest szeroko
rozumiany monitoring hal produkcyjnych oraz magazynéw obejmujacy zaréwno zwykty
dozor terenu zaktadu, jak rowniez samg analize jako$ci dziatania linii produkcyjne;j,
czy jakosci gotowych produktow. Realizujac przeprowadzono analize
literatury pod katem zastosowania algorytmu uczenia si¢ ze wzmocnieniem do realizacji
szeroko rozumianych zadan przetwarzania obrazu. Wyrdzniono trzy gtéwne kategorie
istniejacych rozwigzan, z ktorych kazda zawiera kilka wezszych podkategorii
realizowanych przez wyspecjalizowane algorytmy stuzagce konkretnemu zadaniu. Podziat

przedstawia si¢ nastgpujaco:
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1) Modyfikacja obrazu — rozumiana jako ingerencja w konkretne piksele obrazu.
Kategoria zawiera algorytmy realizujace zadania takie jak:
a) redukcja szumow:

1. poprzez budowanie tancucha roéznego rodzaju przeksztatcen
obrazu ,

ii. z wykorzystaniem algorytmu PixelRL, gdzie modyfikacja
konkretnych pikseli obrazu jest realizowana przez przypisanych do
nich agentow ,

b) korekcja kolorow:

1. uwzgledniajaca kolejne modyfikacje calego obrazu przez agenta
dysponujacego analizg kontekstu dzieki sieci glebokiej VGG16
oraz informacjg o kolorach obrazu na podstawie histogramu @\

1i. oparta o ustalenie wartos$ci parametrow wejsciowych do procesu
przetwarzania obrazu w programach Adobe Lightroom® oraz

Adobe Photoshop® @

¢) odzyskiwanie blokow:
1. rozumiane jako rekonstrukcja obrazow pochodzacych z tomografii
komputerowej z wykorzystaniem algorytmu Alternating Direction

Method of Multipliers \[45]\ lub algorytmu Magnetic Resonance
Imaging @

il. rozumiane jako usuwanie napisOw zastaniajacych obraz

>

z wykorzystaniem wspomnianej wezesniej metody PixelRL ,
d) wyostrzanie obrazéw oparte na metodzie PixelRL wykorzystujacej
mozliwo$ci algorytméw: Enhanced Deep Super-Resolution network,

Enhanced Super-Resolution Generative Adversarial Network oraz

9

Progressive Perception-Oriented Network @
e) scalanie obrazéw w programie Adobe Photoshop®, gdzie zadaniem
zaproponowanego przez autoréow algorytmu byl odpowiedni dobor

parametréw procesu blendowania .

2) Detekcja oraz $ledzenie obiektow — algorytmy realizujace jedno z zadan:

a) detekcja obiektow:

1. przy zatozeniu podziatu obrazu na okreslong liczbe sektoréw @

2

ii. poprzez modyfikacj¢ rozmiaru oraz potozenia ramki okalajgcej

obiekt [35],
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1ii. z przyspieszeniem wyszukiwania poprzez odpowiedni dobor

kolejnych punktow skupienia na obrazie \[50]

iv. przy pomocy dwoch wspoélpracujacych agentdéw wykrywajacych
obiekty potaczone @

b) sledzenie obiektow:

M

i. W oparciu o procesy decyzyjne markowa [37]‘
ii. poprzez modyfikacj¢ rozmiaru oraz polozenia ramki okalajacej
obiekt do momentu osiggni¢cia odpowiedniego poziomu pewnosci

agenta @‘

iii. na podstawie uaktualniania mapy ciepta wskazujacej przekonanie

agenta o miejscu przebywania obiektu \[SJ\
3) Ro&zne — zadania bardziej ztozone:
a) rozpoznawanie gestow @\ 1 zachowan @ z wykorzystaniem obrazow
pochodzacych z kamery szerokokatnej zapewniajacej kontekst sceny oraz
kamery o wysokiej jakosci obrazu analizujacej konkretne czesci postaci,

b) rozpoznawanie twarzy na podstawie sekwencyjnego poréwnania klatek

dwoch materiatow wideo \[53]

M

c) szeroko rozumiane zadania sterowania:
i. utrzymywanie pojazdu w obrebie drogi z wykorzystaniem

samoorganizujacych si¢ map (ang. Self-Organizing Maps - SOM)

w celu analizowania obrazu z kamery czotowej @

>

ii. osigganie strategii wygrywajacej w 49 grach platformy Atari

poprzez odpowiednig imitacje¢ ruchdéw drazka sterujacego @

>

1il. sterowanie czasem otwarcia przestony oraz parametrem ISO

poprzez zarzadzanie wartoscig ekspozycji w celu uzyskania

zadanego przez uzytkownika efektu wizualnego \[55]

o

d) ekstrakcja istotnych klatek filmu w celu przewijania w przod materiatu

wideo @

2

e) rekonstrukcja sceny 3D z wykorzystaniem sieci MVCNN, SSCNet oraz
2DCNN [57].

Przeprowadzona analiza przytoczonych prac pozwolita na zapoznanie si¢ z ré6znymi
podejéciami do zastosowania paradygmatu uczenia si¢ ze wzmocnieniem. Szczegdlng

inspiracjag do tworzenia wilasnych rozwigzan staty si¢ prace \[33][38][27]\. Na ich
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przyktadzie zauwazono, ze wykorzystujgc algorytm uczenia si¢ ze wzmocnieniem,
mozna zdecydowanie podnie$¢ poziom interpretowalnosci dziatan podejmowanych przez
zaproponowany system oraz utatwi¢ proces ich wizualizacji. Algorytm ten jest rowniez
wzglednie prosty w implementacji, co sprawito, ze doczekat si¢ wielu realizacji
w roznych jezykach programowania. W pewnych warunkach proces jego nauki moze
przebiega¢ zdecydowanie bardziej efektywnie, co wyraza si¢ poprzez szybsze osiggnigcie
zadowalajacego rozwigzania. Dodatkowym atutem jest rowniez mozliwos¢ jego
zastosowania w sytuacji braku klasycznych danych wuczacych w postaci par
(przyktad, pozadana odpowiedz) — do nauki wystarczy mu sygnal warto$ciujacy podjeta
akcje, ktéry moze by¢ nawet odsunigty w czasie. Analiza wykazata rowniez rosngce
zainteresowanie paradygmatem uczenia si¢ ze wzmocnieniem, co mozna zaobserwowac
na Rys. 2. zaczerpni¢tym z . Nie do pominigcia jest takze interdyscyplinarny
charakter analizowanych prac, ktore poruszaja aspekty z zakresu: fotografii, grafiki

komputerowej, bezpieczenstwa, socjologii, psychologii czy robotyki.

Uczenie sie ze wzmochieniem do przetwarzania obrazow

A

‘. Modyfikacja obrazu ‘ ‘ Detekcja oraz Sledzenie obiektow ‘ ‘ Inne ‘
I Redukcja szuméw || 2018 - [6] | ‘ Detekeja obiektéw H 2012 -[13] ‘ (" Rozpoznawanie | | 1996 - [20] ‘
g i S > . h A, twi —_—
| 2019-15] | | 2015-pa] | = ?‘:eas';:iw arzv. || 1997-121] |
| Korekcja koloréw || 2018-[7] | |“£J | 2017-122] |
" (e— \ 2017 - [16] ‘ g
| 2019 - [5] | - ‘ Sterowanie ‘ ‘ 1995 —[23] |
| 2020-18] | | Sledzenie oblektow | 2015-[19] | | 2015-(2a] |
l Odzyskiwanie blokéw H 2018-[9] | | 20175119481 ‘ | 2019-[25] ‘
|.. Fap-lal | ~ Ekstrakcja | 2018-[25] |
() ‘ istotnych ramek ‘ T —
(e | Fima
|. Wyostrzanie | | 2020-[11] ] l Rekonstrukcja ‘ - 2019-[27) |
: > sceny 3D )
| Scalanie || 2018-[12] |

Rys. 2 Zestawienie przeanalizowanych prac uwzgledniajace date publikacji [A-1]

Udziatl wlasny autora niniejszej rozprawy doktorskiej w przygotowaniu pracy
wynosit 100% 1 polegal na: analizie badanych prac, opracowaniu wynikéw oraz redakcji
tresci pracy. Wprowadzona systematyka pozwolila na zidentyfikowanie potencjalnych
obszarow rozwoju dziedziny, natomiast praca w kole naukowym Interakcji Cztowiek-

Komputer GEST oraz ch¢¢ odpowiedzi na zapotrzebowanie otoczenia spotecznego
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zorientowaly dalsze prace w kierunku propozycji rozwigzania realizujgcego wykrywanie

gestow jezyka migowego.

2.2. Czasowa segmentacja strumienia gestow

Od ponad 25 lat zadanie automatycznego interpretowania ludzkich gestow w celu
rozwijania integracji ludzi z ré6znymi systemami komputerowymi stanowito wyzwanie

dla wielu badaczy. Wyrdzni¢ mozna nastgpujacy podziat tematyczny badan:

1) Zliczanie palcow dtoni — gléwnym zadaniem jest poprawne zidentyfikowanie

liczby widocznych (wyciggnigtych) palcow dtoni w celu podjecia na tej podstawie

odpowiedniej akcji. Przyktadem moze by¢ praca @, ktorej autorzy chcieli
uzyskac¢ informacje o gescie wykonywanym przez osob¢ prowadzacg samochdd,

w celu wykonania przypisanej do danego gestu akcji.

2) Rozpoznawanie statycznych gestow dloni — zadanie to polega na rozpoznaniu
pokazywanego gestu na podstawie zdjecia badz wybranej klatki filmu wideo.

Wymieni¢ mozna tutaj dwa przyktady. Pierwszym z nich jest proba utworzenia

systemu analizy gestu w czasie rzeczywistym \[59]

, drugim natomiast jest
wykorzystanie  ukrytych modeli Markov’a (ang. Hidden Markov
Model - HMM) [60].

3) Rozpoznawanie dynamicznych gestow dtoni — zadanie polegajace na rozpoznaniu
pokazywanego gestu na podstawie filmu wideo. Mozna tutaj wymieni¢ szereg

istotnych prac prezentujacych rézne podejscia do tego zadania: system dziatajacy

W czasie rzeczywistym \[61]

, system sterowania grg komputerowa przy pomocy
gestow, system wykorzystujacy splotowa rekurencyjng sie¢ neuronowg
(ang. Convolutional ~Recurrent Neural Network - CRNN) w polaczeniu

z jednostkami Long Short-Term Memory (LSTM) @

, system oparty o kamery
typu RGB-D oraz algorytm k-najblizszych sgsiadow (ang. k-Nearest
Neighbours — k-NN) w potaczeniu z algorytmem Dynamic Time Warping (DTW)
iHMM  [63]

, atakze prace wykorzystujace algorytm wuczenia si¢
ze wzmocnieniem 64]‘ oraz jego modyfikacje w postaci glebokiego uczenia si¢

ze wzmocnieniem. (ang. Deep Reinforcement Learning - DRL) @\

Na przestrzeni kolejnych lat rozwoju dziedziny szeroko pojetego rozpoznawania gestow

powstaty prace przegladowe analizujace konkretne jej aspekty. Ogolng analize problemu
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przedstawili autorzy . Kolejno w pracach @‘ (2007), oraz @‘ (2012) zostaty
przeanalizowane metody rozpoznawania statycznych gestow dloni. Duzo bardziej
obszerng analize, bo nie kilkunastu, lecz niespeina 90 prac, zaprezentowano rok pdzniej

w . W nastgpnych latach powstaly kolejne prace analizujace nowo powstale

, ktore

algorytmy, jak np. @ Na szczeg6lng uwage zashuguja tez prace @ oraz @
oprocz analizy samych algorytméw do rozpoznawania statycznych gestéw dloni
zawieraja takze podsumowanie informacji o dostgpnych bazach danych do nauki tych
algorytmoéw. W 2021 roku opublikowano natomiast kompleksowa analize @\ zarbwno
wspomnianych algorytmoéw, jak i1 baz danych. Jej dodatkowym atutem, oprocz analizy
ponad 200 prac, jest rowniez usystematyzowanie zagadnien zwigzanych z procesem
rozpoznawania gestoOw statycznych oraz dynamicznych. Problematyka rozpoznawania
dynamicznych gestéw dtoni réwniez byta szeroko analizowana. Podczas, gdy jedni
autorzy skupiali si¢ na analizie algorytmow rozpoznawania gestow jezyka migowego w
kontekscie aplikacji mobilnych @
[76]

, kolejni rozwazali aspekt zlozono$ci obliczeniowe;j

, a inni skupiali si¢ na analizie metod opartych na uczeniu sieci glebokich [77].
Podobnie duzym zainteresowaniem cieszyla i nadal cieszy si¢ tematyka tworzenia

odpowiednich i coraz bardziej bogatych w réznego rodzaju gesty baz danych \[78]\.

Przeprowadzenie analizy wspomnianych prac przegladowych pozwolito na dostrzezenie
pewnych zaleznosci, ktére zostaty opisane w publikacji . Zidentyfikowano dwa
gltowne podej$cia do zadania rozpoznawania gestow dynamicznych. Pierwsze z nich
skupia si¢ na rozpoznawania wyodrebnionych wczes$niej gestow (ang. Isolated Sign
Language Recognition), natomiast drugie polega na analizie kolejnych klatek filmu oraz
jednoczesnym wykryciu i klasyfikacji danego gestu (ang. Continuous Sign Language
Recognition). Metody nalezace do pierwszej grupy osiggaja zdecydowanie wyzsze
wyniki poprawnosci klasyfikacji od tych z grupy drugiej, natomiast nalezy w tym miejscu
stwierdzi¢ fakt, ze w codziennym Zyciu osoby postugujace si¢ jezykiem migowym nie
wstrzymuja ruchéw po kazdym znaku, lecz ich ruchy ptynnie przechodza z jednego
w drugi. Jest to problem koartykulacji obecny tez w zadaniu analizy mowy ludzkie;.
Autor niniejszej pracy zauwazyt tez, ze wszystkie dostepne bazy danych wydaja si¢
w ogole nie uwzglednia¢ tego zjawiska, co jest widoczne w sposobie tworzenia etykiet
kolejnych klatek nagran w tych bazach. Kierujac si¢ checig utworzenia potaczenia migdzy
obiema grupami algorytmow i umozliwienia nauki rozpoznawania gestow na podstawie

danych oczyszczonych ze zbednego w jego przekonaniu szumu informacyjnego
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wywolanego przez zjawisko koartykulacji, autor w artykule [A-5] zaproponowat metode

zdolng do czasowej segmentacji strumienia wideo.

W pierwsze] kolejnosci nalezalo przygotowaé¢ dedykowang pod katem nowego
rozwigzania baz¢ danych. Do tego celu wykorzystano baz¢ danych przygotowanag
w Katedrze Informatyki 1 Automatyki Politechniki Rzeszowskiej we wspolpracy
z Podkarpackim  Stowarzyszeniem  Gluchych rozszerzajac  ja o odpowiednio
przygotowane etykiety okreslajgce miejsce wystepowania gestow (wartos¢ 1) oraz
miejsce wystepowania przejs¢ badz przerw w pokazywaniu gestow (wartos$¢ 0). Nagrania
byly realizowane przez cztonkow stowarzyszenia pod opieka zawodowych thumaczy. Do
nagran wykorzystano kamere Microsoft Kinect Xbox One 2.0 dziatajaca z klatkarzem
rownym 29.98. W ten sposob uzyskano odpowiednie serie zdje¢ RGB-D o rozdzielczosci
1920x1080 pikseli zapisanych w formacie JPEG. Wspomniane adnotacje wykonano przy
pomocy oprogramowania ELAN??, Ostateczna forma bazy danych zawierata nagrania 33
sekwencji gestow (zwanych rowniez wyrazeniami) wykonywanych 5-krotnie przez

3 osoby.

Stage 1 Stage 2 Stage 3 Stage 4 Stage 5

Cut desired part . . - .

(pos_y; pos_x; heigth; width) Convert RGB to GS

imgradient("Sobel") |[f+1 — Ifl
E 3 » 3 B »
> P »
: L]

A: (250; 700; 750; 700) ® . Only magnitudes .
e B: (250; 800; 750; 550) s e : b4
- C: (225; 700; 750; 700) - . . n
1920x1080x3 WxHx3 WxHx1 WxHx1 WxHx1
(RGB) (RGB) (GS) (GS, UINTS8) (GS, UINTS8)
Stage 5 Stage 6 Stage 7 Stage 8

. Scale down to . .
if empty(l) then delete | 224x224x1 Normalize
& >[5 d d
> > g
. . (0-256) >> (0-1) .
Ll L] L]
Ll L] .
WxHx1 WxHx1 224x224x1 224x224x1
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Rys. 3 Schemat przetwarzania wideo przez algorytm GSADGM |[A-5]

W kolejnym kroku autor niniejszej pracy na podstawie wykonanej analizy danych

zdefiniowal szereg czynnikéw majacych wplyw na przetwarzanie strumienia wideo

22 Max Planck Institute for Psycholinguistics, The Language Archive,
Nijmegen, The Netherlands (https://archive.mpi.nl/tla/elan)
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mogacych potencjalnie utrudnia¢ zadanie rozpoznawania gestow. Byly to: mozliwos¢
zbieznosci koloru skory lub wtosow z elementami tta badz garderoby osoby pokazujace;j
gesty, cienie wywotane roznym sposobem oswietlenia, a takze sama jasno$¢ obrazu.
Chcac zminimalizowaé potencjalne negatywne efekty wywotane tymi czynnikami,
a takze dazac do zmniejszenia wymiarowos$ci przetwarzanych danych, autor niniejszej
pracy zaproponowal autorski algorytm wstgpnego przetwarzania materialu wideo
o nazwie Gray Scale Absolute Difference Gradient Method (GSADGM). Kolejne kroki
jego dziatania oraz rozmiar danych w kazdym z etapéw (Stage 1 — Stage 8) zostaly

zobrazowane na Rys. 3.

W pierwszym kroku bedacym przej$cie z etapu pierwszego (Stage 1) do etapu drugiego
(Stage 2) kazda z klatek filmu jest kadrowana w celu odrzucenia zbgdnych informacji
oraz zapewnienia centralnego ustawienia postaci w kadrze. P6zniej (przejscie Stage 2 —
Stage 3) klatki te s3 konwertowane do odcieni szarosci. Dzigki takiemu dziataniu zyskuje
si¢ minimum 3-krotne zmniejszenie wielkosci danych bez utraty istotnych informacji.
Nastepnie (przejscie Stage 3 — Stage 4) obliczane sg gradienty pomiedzy pikselami kazdej
klatki, a do dalszych obliczen pozostawia si¢ tylko informacj¢ o ich wielko$ciach.
W kolejnym kroku (przejscie Stage 4 — Stage 5) obliczana jest warto$¢ bezwzgledna
zréznicy miedzy kolejnymi klatkami kazdego z filmoéw. Tak uzyskane obrazy
sa weryfikowane — jezeli sg catlkiem czarne (wszystkie piksele sa rowne 0), to sa one
usuwane (przej$cie Stage 5 — Stage 6). Nastepnym krokiem jest skalowanie obrazow do
wymiaréw umozliwiajacych podanie ich do zaprojektowanej sieci gtebokiej (przejscie
Stage 6 — Stage 7). Ostatnim krokiem jest normalizacja wartosci pikseli w celu stabilizacji
procesu nauki (przejscie Stage 7 — Stage 8). Opisany proces pozwala na uzyskanie
informacji o ruchu postaci, redukujac potencjalne negatywne efekty wywotlane przez
wspomniane wczesniej czynniki. Na Rys. 4 zostala przedstawiona przyktadowa
sekwencja klatek stanowigcych dane wejSciowe przekazane do zaproponowanego
algorytmu. Rys. 5 prezentuje natomiast przykladowy rezultat dziatania

zaproponowanego algorytmu. Dla poprawy czytelnosci przyktadowe dane wyjsciowe

zostaly przedstawione w postaci negatywu.

Rys. 4 Przyktadowy strumien danych wejsciowych dla algorytmu GSADGM [[A-5]
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Rys. 5 Przyktadowy strumien danych wyjsciowych dla algorytmu GSADGM przedstawiony
w negatywie dla poprawy czytelnosci [A-5]

Nastepnym krokiem w trakcie projektowania rozwigzania byto zaproponowanie modelu
sieci neuronowej oraz sposobu jej nauki. Autor niniejszej pracy zdecydowal sie¢
wykorzysta¢ potaczenie glgbokich sieci konwolucyjnych ze wzgledu na ich mozliwosci
analizy skomplikowanych danych wielowymiarowych oraz algorytm uczenia si¢
ze wzmocnieniem,  adoktadnie  jego  odmiany zwanej  Double  Deep
Q-Learning (DDQN) , ktora jest szeroko stosowana w literaturze dla zapewnienia
poprawy zbiezno$ci 1 stabilno$ci procesu nauki. W pracy przebadane zostato
siedem autorskich architektur, z ktérych czes¢ byta wzorowana na modelu ResNet. Autor
przyjat, ze analiza jednego filmu zawierajacego sekwencj¢ gestow bedzie okreslata ramy
epizodu. Agent w kazdym kroku epizodu korespondujacym z klatkg filmu moze
podejmowacé jedng z dwoch akcji bedaca decyzja, czy w danej klatce trwa gest
(etykieta 1), czy nie (etykieta 0). Jako obserwacje pochodzace ze srodowiska posiada on
zestaw przygotowanych wczesniej klatek filmu. Warto zauwazy¢, ze liczba krokow
w epizodzie jest uzalezniona od dtugosci filmu i odpowiednio pomniejszona w zaleznosci
od wielkosci zestawu klatek, ktéry moze obserwowac¢ agent. Diagram przedstawiajacy

symbolicznie opisang sytuacje zostal zamieszczony na Rys. 6.

Frame number 1 2 3 4 5 6 7 M

Input frames .—

Segmentation
output (labels)

Rys. 6 Schemat wiedzy i dziatan agenta [A-5]

Jako sygnal wartos$ciujacy akcje podejmowane przez agenta zdecydowano si¢ zastosowac
nastgpujaca zalezno$¢: ,Jezeli agent w danej klatce wybral etykiete zgodng
z informacjami zawartymi w bazie, wtedy otrzymuje wzmocnienie rowne 0.0, natomiast
w przypadku biednej decyzji otrzymuje on kar¢ w postaci wzmocnienia o wartosci -0.2”.

W ramach koncowej obrobki wyznaczonych przez agenta etykiet kierujgc si¢ analizg
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uzyskanych wynikow zdecydowano si¢ przebada¢ wplyw trzech zaproponowanych
filtréw oraz metod¢ glosowania oparta na algorytmie lasu drzew. Zastosowanie obu
metod jednocze$nie zapewnilo zdecydowanie lepsze wyniki pracy zaproponowanego

rozwigzania.

Autorzy zdecydowali si¢ zaproponowaé rozbudowane testy oraz analize
proponowanego przez siebie rozwigzania. Opréocz klasycznych testéw w formule LOSO
(ang. Leave One Subject Out) polegajacej na traktowaniu jako zbioru testowego nagran
konkretnej osoby, przygotowano rowniez protokoly sprawdzajace oparte na wyborze 1,
2 lub 3 os6b we wszystkich kombinacjach oraz na 5-krotnej walidacji krzyzowe;j
wzgledem powtorzen nagran wykonanych przez kazda z osob. W artykule przedstawiono
roOwniez omowienie wptywu omowionych parametréw oraz przeanalizowano dzialanie
wyuczonych filtrow sieci. Zaproponowane rozwigzanie osigga wskaznik poprawnosci na
poziomie 0.76 podczas testow zgodnych z protokotem LOSO oraz wartos$¢ 0.89 podczas

testow pojedynczych osob.

Proposed framework

RAW video of
gesture sequence -
(RGB image sequence)

Apply filtering

=r+» Gesture recognition

Rys. 7 Zakres dziatan zaproponowanego algorytmu [A-5]

Udzial wlasny autora niniejszej rozprawy doktorskiej w przygotowaniu pracy
wynosit 90% 1 polegat na: wspdlnej konceptualizacji proponowanego rozwigzania,
opracowaniu metodyki, przygotowaniu danych, implementacji niezb¢dnych do nauki
oraz testow kodoéw aplikacji, opracowaniu wynikéw oraz wspoéiredakeji tresci pracy.
Praca zbliza autora do osiagnigcia celu, jakim jest utworzenie aplikacji mobilne;j
pozwalajace] w czasie rzeczywistym tlumaczy¢ mowe Polskiego Jezyka Migowego
(PIM), co bedzie miato pozytywny wplyw na komfort codziennej komunikacji
miedzyludzkiej. Zakres rozwigzania zaproponowanego w artykule zostal
schematycznie przedstawiony na Rys. 7. Aktualnie trwajg badania nowych propozycji
architektur oraz intensywne prace w kierunku rozwinigcia bazy danych o nagrania dla
wiekszej liczby oséb pokazujacych gesty, co bedzie miato pozytywny wpltyw na jakos¢
dziatania rozwigzan proponowanych w przysztosci, a takze podniesie mozliwo$ci

weryfikacji istniejacych rozwigzan. Warto réwniez zauwazyC, ze opracowana baza
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danych zostata udostepniona publicznie w trybie ,,na zadanie”, co niewatpliwie utatwia

innym badaczom weryfikacj¢ wlasnych propozycji rozwigzan. Omoéwiona publikacja

realizuje nie tylko Zadanie 2.a) lecz takze [Zadanie 3.a).

2.3. Zadania sterowania

Druga tematyka podejmowana w niniejszej rozprawie doktorskiej jest zastosowanie
metod sztucznej inteligencji do rozwigzywania zadan sterowania. Cieszg si¢ one
szerokim zainteresowaniem ze wzgledu na swojg warto$¢ wyrazong poprzez cz¢sciowg
badz pelng automatyzacje roznego rodzaju procesow. Pozwala to zredukowa¢ ryzyko
btedu ludzkiego operatora w przypadku chociazby kierowania wszelkiego rodzaju
pojazdami oraz pozwala mu skupi¢ si¢ na innych bardzie; wymagajacych zadaniach.
Realizujac przeprowadzono analiz¢ literatury pod katem zastosowania
algorytmu uczenia si¢ ze wzmocnieniem, do realizacji szeroko rozumianych zadan
sterowania pojazdami autonomicznymi. W artykule autor niniejszej rozprawy
doktorskiej usystematyzowal oraz scharakteryzowal szereg aspektow zwigzanych
z zastosowaniem algorytmu uczenia si¢ ze wzmocnieniem w zadaniach sterowania
pojazdami. Przygotowane opracowanie byto wynikiem analizy blisko 50 prac

zwigzanych z omawiang tematyka:

1) Rodzaj zadania do realizacji — pierwsza wprowadzona systematyka dotyczyta
rodzaju zadania postawionego przed proponowanym przez badaczy systemem.
W pracy wyr6zniono ponizsze kategorie umieszczajac odpowiednie odwotania
do konkretnych analizowanych prac:

a) parkowanie,

b) utrzymywanie docelowej predkosci pojazdu,

¢) utrzymywanie bezpiecznej odlegtosci od poprzedzajacego pojazdu,

d) utrzymywanie si¢ w obrgbie danego pasa ruchu,

e) wilaczanie si¢ do ruchu,

f) wyprzedzanie,

g) przejazd przez skrzyzowanie,

h) kierowanie pojazdem w przypadku wystepowania utrudnien z obserwacja
otoczenia,

1) reagowanie na nagle i niespodziewane zdarzenia drogowe,

J) przejazd trasy w mozliwie najkrotszym czasie,

k) zarzadzanie zasobami energetycznymi pojazdu,
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2)

3)

1) zarzadzanie przeptywem informac;ji,
m) reagowanie na rozpoznane znaki drogowe,
n) zarzadzanie ruchem pojazdéw  (przepustowos$¢  skrzyzowania

lub przepustowos¢ drogi).

Najwigkszym zainteresowaniem w$rod badaczy cieszg si¢ zadania: utrzymywanie
si¢ w obrebie danego pasa ruchu (23 prace), wyprzedzanie (13 prac), przejazd
trasy w mozliwie najkrotszym czasie (12 prac), przejazd przez skrzyzowanie

(6 prac).

Symulator ruchu — druga systematyka dotyczyta réznego rodzaju $srodowisk,
a w szczeg6lnosci symulatorow wykorzystanych przez badaczy w analizowanych
pracach. W artykule autor niniejszej rozprawy doktorskiej omawia
nastepujace symulatory: SUMO, CARLO, CARLA, TORCS, WRC 6, GTS,
Microsoft AirSim, Open DS-CTS 1.0, UnityML Agents. Dodatkowo opisy
ubogacono o odwotania do konkretnych analizowanych prac oraz odno$niki do
miejsc, z ktorych mozna pobra¢ wspomniane symulatory. Warto zauwazyc¢,
ze ogromna wigkszo$¢ prac, z wyjatkiem szeSciu, korzystala z symulatorow.
Tylko dwie analizowane prace byty wykonane przy uzyciu rzeczywistych danych,

a cztery korzystaty z danych rzeczywistych oraz symulowanych jednocze$nie.

Rodzaj danych wejSciowych — trzecia systematyka dotykajaca tematu
zwigzanego z charakterystyka rozwigzania oraz jego implementacja. W trakcie

analizy wyr6zniono nastgpujace kategorie:

a) Dane pochodzace z wszelkiego rodzaju czujnikéw (predkosciomierz,
LIDAR, RADAR, itp.), ktore byly wykorzystane w ro6znych

kombinacjach.

b) Dane w postaci obrazéw z kamer, ktore byly usytuowane w réznych

miejscach:

1. widok pierwszoosobowy,
1. widok z perspektywy trzeciej osoby,
iii. widok z lotu ptaka.

c) Dane mieszane laczace zarowno informacje z réznych czujnikow,

jak 1 obrazy z kamer:
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1. widok pierwszoosobowy,

ii. widok z lotu ptaka.

Badacze w ponad potowie prac skorzystali tylko i wylacznie z danych
pochodzacych zroznych czujnikow. Kolejnymi w réwnej mierze chetnie
wykorzystywanymi danymi byly obrazy z kamer w widoku pierwszej osoby oraz
dane mieszane uwzgledniajagce obrazy zkamer réwniez w  widoku

pierwszoosobowym.

4) Rodzaj zbioru dostepnych akcji — ostatnia zaproponowana systematyka dotyczy
istotnej, z punktu widzenia algorytmu uczenia si¢ ze wzmocnieniem kwestii,
mianowicie definicji typu mozliwych do podjecia przez agenta akcji.
W analizowanych pracach wyr6zni¢ mozna trzy podej$cia badaczy wyrazone
poprzez zastosowanie zbioru akcji o charakterze dyskretnym, ciaglym
lub mieszanym. Tylko dwie prace wykorzystywaty zbior akcji typu mieszanego,

natomiast pozostate w rownej czesci korzystaty z typu dyskretnego lub ciggtego.

Wszystkie zaproponowane systematyki zostaly uzupelnione o odpowiednie tabele
zawierajace odno$niki do konkretnych analizowanych prac, co utatwi czytelnikowi
dotarcie do interesujgcego go zrodta, a takze pokaze opracowania, do ktérych wynikow
mozna odnie$¢ swoje badania. Dodatkowo w pracy przedstawiony zostat rowniez szkic
autorskiego rozwigzania zwigzanego z zadaniem wyprzedzania. W zamierzeniu
wykorzysta on sygnaty z czujnikéw wzbogacone o informacje z szeregu kamer, ktorych
pokrycie zostalo przedstawione na Rys. 8. Kolorem z6itym oznaczony zostat rozwazany
pojazd, kolorem szarym oznaczone zostalo pole widzenia kamer przedniej oraz tylnej,
ktérych zadaniem jest obserwacja najblizszego otoczenia pojazdu. Natomiast kolorem
zielonym  zaznaczony  zostal obszar pokrycia kamer tylnych-skos$nych,
ktore w zamierzeniu powinny wykrywac¢ pojazdy jadace z tytu, ale z duzo wigksza
predkoscig oraz pozwala¢ na uniknigcie niebezpiecznej sytuacji. Takie ustawienie kamer
zaklada, ze wyprzedzanie nast¢puje na drodze posiadajacej minimum dwa pasy w kazda
strong. W trakcie analiz zauwazono, ze zaden z badaczy nie probowal rozwazad
wyprzedzania, w trakcie ktoérego koniecznym jest zjechanie na przeciwny pas ruchu.
Po uzyskaniu pomys$lnych rezultatoéw z badan w aktualnie zaproponowanym uktadzie

(Rys. 8), kolejnym krokiem bedzie podjecie wyzwania realizacji zadania wyprzedzania

w trudniejszej z opisanych wersji. Omowiona publikacja realizuje [Zadanie 1.b).
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Rys. 8 Schemat uktadu kamer w proponowanym rozwigzaniu [opracowanie wlasne]

2.4. Systemy logiki rozmytej w zadaniach sterowania maszynami
CNC

Na podstawie informacji zdobytych podczas wykonanych przegladow literatury autor
niniejszej rozprawy podjat dzialania majace na celu wykorzystanie metod sztucznej
inteligencji do realizacji zadania optymalizacji pracy maszyny CNC poprzez sterowanie
dynamika ruchu jej wrzeciona. Prace te byly realizowane i sa nadal rozwijane w zespole,
ktorego cztonkami sg dr inz. Bogdan Kwiatkowski oraz dr hab. inz. Damian Mazur
z Politechniki Rzeszowskiej. Wspodlnie postanowiono, by opracowywane metody
weryfikowaé, poréwnujac je z algorytmem Reference Points Realization Optimization
(RPRO) @\ Nalezy rowniez doda¢, ze algorytm RPRO jest wykorzystywany
w przemysle. Jego zadaniem jest generowanie tzw. g-code’u, czyli ciggu instrukcji
reprezentujagcych zmiany dynamiki wrzeciona w kolejnych dyskretnych krokach
czasowych. Algorytm RPRO skupia si¢ na minimalizacji czasu procesu obrobczego
z jednoczesnym umozliwieniem okreslenia zgdanej doktadnos$ci, ktora jest rozumiana
jako $rednia doktadno$¢ osiggniecia kazdego z punktow referencyjnych nalezacych do
zalozonej przez operatora trajektorii. Role algorytmu RPRO oraz opracowywanych

metod w procesie produkcji elementéw maszyn przedstawiono na Rys. 9 (kolor zielony).
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Projekt elementu i
przygotowanie dokumentacji
technicznej

v

Wybdr materiatu oraz
przygotowanie potfabrykatu

v

Obrdbka potfabrykatu z wykorzystaniem
maszyny sterowanej numerycznie

Wyznaczanie trajektorii
ruchu wrzeciona

Wyznaczan;e sygnatow
sterujgcych dynamikg
ruchu wrzeciona (g-code) w
celu ralizacji zadanej
trajektorii

l

Przeprowadzenie obrébki

v

Kontrola jakosci

v

Obrdébka powierzchniowa

v

Pakowanie i wysytka elementu

Rys. 9 Rola projektowanych metod w procesie produkcji elementdéw maszyn. [opracowanie
wlasne]

Prace rozpoczeto od zaprojektowania dedykowanej bazy danych pozwalajacej na
weryfikowanie jakosci dzialania proponowanych poézniej algorytmoéw. Postanowiono,
ze baza bedzie skladata si¢ z szeregu symulowanych procesow obrobczych o réznych
trajektoriach wykonywanych przez maszyny o réznych parametrach dynamiki. Przyjeto

nastepujace mozliwe wartosci parametrow:

e liczba punktoéw trajektorii {15,50,100}

e gesto$¢ punktow referencyjnych

Duza — odlegtoSci mniejsze niz Imm
Srednia — odlegtoéci miedzy 1mm a 10mm
Mata — odlegtosci miedzy 10mm a 100mm

-32-



e maksymalna predko$¢ wrzeciona wyrazona w [m/min] {2.5, 4.0, 6.0, 8.0}

e maksymalne przyspieszenie wrzeciona wyrazone w [m/s?]

{1.5,1.8,2.0,2.5,3.0}

e maksymalny zryw wrzeciona wyrazony w [m/s3] {10, 20, 30}

Ze wzgledu na charakterystyke konstrukcji 1 oprogramowania maszyn CNC dtugos¢
dyskretnego kroku czasowego podczas wszystkich symulacji wynosi 2ms. Dodatkowo
w celu zapewnienia mozliwos$ci przeprowadzenia kazdego procesu obrobki zdecydowano
si¢ na to, by podczas rejestrowania symulacji sterowanych algorytmem RPRO zadana
doktadno$¢ obrobki wynosita 0.0lmm. Postanowiono réwniez, by dla kazdej
z dziewigciu grup, rozumianych jako kombinacje dlugosci trajektorii oraz jej gestosci,
wylosowaé po dziesi¢¢ roznych trajektorii. Finalnie utworzona baza danych sktada si¢

z tacznie 5400 zarejestrowanych procesoOw obrobcezych, ktorych zestawy parametrow sg

miedzy sobg parami rézne. Jednocze$nie omdwiona praca jest realizacja [Zadanie 2.b).

Create and adjust rules

Expert

Off-line computations

Spindle Dynamic __ |
Parameters

Reference Points —

Rys. 10 Schemat dziatania systemu zaproponowanego w pracy [A-6]

Po pomys$lnym utworzeniu niezb¢dnej bazy danych autor niniejszej rozprawy wraz
z zespotem podjat si¢ wyzwania utworzenia systemu opartego na systemie wnioskowania
rozmytego, ktorego zadaniem bylo sterowanie dynamika wrzeciona maszyny CNC.
Schemat dziatania rozwigzania zaproponowanego w pracy zostal przedstawiony na
Rys. 10. Jego kluczowym elementem jest wspomniany juz system sterowania rozmytego
(ang. Fuzzy Inference System - FIS). Wejscie rzeczonego systemu stanowig zarowno
zlecona przez operatora trajektoria jak rowniez parametry dynamiki maszyny oraz
aktualna dynamika ruchu wrzeciona. Na podstawie tych informacji system wyznacza

decyzje okreslajaca, ktora z mozliwych akcji ma zosta¢ podjeta, mianowicie:
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e nalezy spowolni¢ wrzeciono,
e nalezy utrzymac aktualng predko$¢ wrzeciona,

e nalezy zwigkszy¢ predkos$¢ wrzeciona.

Po wykonaniu akcji wskazanej przez system symulator wyznacza nowe potozenie
wrzeciona, czym zamyka cykl. Kluczowa rol¢ pelni rowniez ekspert. Opracowuje on

reguly, na ktérych operuje system rozmyty.

Badania obejmowaty dwa modele — system o dwoch wejsciach oraz system o trzech
wejsciach. Kazdy z modeli zaprojektowany zostat w dwdch wariantach okreslajacych
rodzaj funkcji przynalezno$ci: funkcja trojkatna lub krzywa dzwonowa. Wejscia

stanowity odpowiednio przeskalowane wielkosci:

e znormalizowana predko$S¢ wrzeciona okreslona jako stosunek aktualnej

wartos$ci predko$ci oraz maksymalnej mozliwej predkosci wrzeciona,

e znormalizowany dystans do nastepnego punktu referencyjnego okreslony
jako stosunek odlegtosci do nastgpnego punktu referencyjnego oraz maksymalne;j
odlegtosci miedzy dwoma sgsiednimi punktami referencyjnymi w rozwazanej

trajektorii,

e znormalizowane przyspieszenie wrzeciona okreslone jako stosunek aktualnej
wartosci  przyspieszenia oraz maksymalnego mozliwego przyspieszenia

wrzeciona.

Pierwsze dwa z wymienionych wejs¢ zostaly opisane pigcioma roOwnomiernie
roztozonymi funkcjami reprezentujacymi rozmyte wielkosci: bardzo mate, malte, srednie,
duze lub bardzo duze. Dokladny ksztalt funkcji opisujacych wejscie reprezentujace
znormalizowang predko$¢ wrzeciona zostatl przedstawiony odpowiednio dla funkcji
o ksztatcie trojkatnym na Rys. 11, a dla krzywej dzwonowej na Rys. 12. Wejscie
opisujace znormalizowane przyspieszenie wrzeciona opisane zostato natomiast przez
osiem funkcji z uwagi na mozliwo$¢ hamowania wrzeciona: wsteczne duze, wsteczne
Srednie, wsteczne mate, bardzo mate, mate, srednie, duze lub bardzo duze. Dokladne
pokrycie tego wejscia funkcjami zostato przedstawione na Rys. 13 oraz Rys. 14. Wyjscie
systemu opisane zostato za$ trzema funkcjami reprezentujacymi mozliwe do wykonania
akcje: spowolnienie ruchu wrzeciona, utrzymanie predkosci wrzeciona lub przyspieszenie
ruchu wrzeciona. Pokrycie funkcjami wyjscia dla obydwu wariantow zostato

przedstawione na Rys. 15 oraz Rys. 16.
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Membership Function Plot
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Input Variable "Velocity"

Rys. 11 System Mamdaniego - pokrycie wejscia "znormalizowana predkosc" - funkcje trojkatne
[opracowanie wiasne]
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Rys. 12 System Mamdaniego - pokrycie wej$cia "znormalizowana predko$¢" - krzywe
dzwonowe [opracowanie wlasne]
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Rys. 13 System Mamdaniego - pokrycie wejScia "znormalizowane przyspieszenie" - funkcje
trojkatne [opracowanie wlasne]
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Membership Function Plot
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Rys. 14 System Mamdaniego - pokrycie wejscia "znormalizowane przyspieszenie" —
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Rys. 15 System Mamdaniego - pokrycie wyjscia - funkcje trojkatne [opracowanie wlasne]
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Rys. 16 System Mamdaniego - pokrycie wyjscia - krzywe dzwonowe [opracowanie wlasne]
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Pierwszy z zaproponowanych modeli zostal uzupetniony o 25 regul zapewniajacych
pelne pokrycie sytuacji, ktore moga wystapi¢ podczas procesu obrobki. Analogicznie dla
drugiego modelu autorzy zaproponowali 200 regul. Schemat opisanych modeli zostat

przedstawiony na Rys. 17.

Normalized Velocity

5 functions in range [-1; 1]

Mamdani Decision
Normalized Distance To Next Reference Point (25 rules) 3 functions in range [-1; 1]
5 functions in range [-1; 1] 4
Normalized Velocity J
5 functions in range [-1; 1] b
Normalized Distance To Next Reference Point Mamdani Decision

5 functions in range [-1; 1]

(200 rules)

3 functions in range [-1; 1]

Normalized Acceleration

v

8 functions in range [-1.5; 2.5]

Rys. 17 Budowa modeli wykorzystanych w pracy [A-6]

Kazda z zaproponowanych regul miata posta¢ koniunkcji, co mozna zauwazy¢ na
Rys. 18, gdzie zostaty przedstawione wszystkie reguty dla pierwszego z opisywanych
modeli. W trakcie badan, chcac zoptymalizowaé czas wykonywania obliczen, autorzy
postanowili réwniez przebada¢ modele o regutach skréoconych w oparciu o logike
boolowska. Zaproponowane regulty skréocone dla pierwszego modelu zostaly
przedstawione na Rys. 19. Statystyke kazdego z zaproponowanych modeli podsumowuje
Tab. 1. Dzi¢ki zaproponowanemu skroceniu regut udato si¢ zmniejszy¢ liczbg obliczen
wykonywanych przy podjeciu kazdej z decyzji o odpowiednio 36% dla modelu
pierwszego oraz az 62% dla drugiego modelu. Mozna tez zauwazy¢, ze w przypadku
modelu o trzech wejsciach skrocenie regul wprowadzito balans pomig¢dzy liczbami regut

o0 poszczegblnych nastgpnikach.

Tab. 1 Statystyki modeli badanych w pracy [A-6]

. Total rules
Rules type System type Decelerate Do nothing | Accelerate number
2-variable 4 8 13 25
full cover
3-variable 56 47 97 200
2-variable 4 8 4 16
reduced
3-variable 21 23 32 76
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Rule

1 |If Velocity is VeryLow and DistanceToNextRefPoint is VerySmall then Decision is Do_nothing
2 |If Velocity is VeryLow and DistanceToNextRefPoint is Small then Decision is Accelerate

3 |If Velocity is VeryLow and DistanceToNextRefPoint is Medium then Decision is Accelerate

4  |If Velocity is VeryLow and DistanceToNextRefPoint is Big then Decision is Accelerate

5 |If Velocity is VeryLow and DistanceToNextRefPoint is VeryBig then Decision is Accelerate

6 |If Velocity is Low and DistanceToNextRefPoint is VerySmall then Decision is Do_nothing

7 |If Velocity is Low and DistanceToNextRefPoint is Small then Decision is Do_nothing

8 |If Velocity is Low and DistanceToNextRefPoint is Medium then Decision is Accelerate

9  |If Velocity is Low and DistanceToNextRefPoint is Big then Decision is Accelerate

10 | If Velocity is Low and DistanceToNextRefPoint is VeryBig then Decision is Accelerate

11 |If Velocity is Medium and DistanceToNextRefPoint is VerySmall then Decision is Decelerate
12 |If Velocity is Medium and Distance ToNextRefPoint is Small then Decision is Decelerate

13 | If Velocity is Medium and Distance ToNextRefPoint is Medium then Decision is Do_nothing
14 |If Velocity is Medium and DistanceToNextRefPoint is Big then Decision is Accelerate

15 | If Velocity is Medium and Distance ToNextRefPoint is VeryBig then Decision is Accelerate
16 |If Velocity is High and DistanceToNextRefPoint is VerySmall then Decision is Decelerate

17 |If Velocity is High and DistanceToNextRefPoint is Small then Decision is Do_nothing

18 |If Velocity is High and Distance ToNextRefPoint is Medium then Decision is Do_nothing

19 |If Velocity is High and Distance ToNextRefPoint is Big then Decision is Accelerate
20 |If Velocity is High and DistanceToNextRefPoint is VeryBig then Decision is Accelerate
21 |If Velocity is VeryHigh and Distance ToNextRefPoint is VerySmall then Decision is Decelerate
22 |If Velocity is VeryHigh and DistanceToNextRefPoint is Small then Decision is Do_nothing
23 |If Velocity is VeryHigh and Distance ToNextRefPoint is Medium then Decision is Do_nothing
24 | If Velocity is VeryHigh and Distance ToNextRefPoint is Big then Decision is Accelerate
25 |If Velocity is VeryHigh and Distance ToNextRefPoint is VeryBig then Decision is Accelerate

Rys. 18 System Mamdaniego o dwoch wejsciach - zaproponowane reguty [opracowanie wlasne]

Rule

If Velocity is VeryLow and DistanceToNextRefPoint is VerySmall then Decision is Do_nothing
If Velocity is Low and DistanceToNextRefPoint is VerySmall then Decision is Do_nothing

If Velocity is Low and DistanceToNextRefPoint is Small then Decision is Do_nothing

If Velocity is Low and DistanceToNextRefPoint is Medium then Decision is Accelerate

If Velocity is Medium and Distance ToNextRefPoint is VerySmall then Decision is Decelerate
If Velocity is Medium and DistanceToNextRefPoint is Small then Decision is Decelerate

If Velocity is Medium and Distance ToNextRefPoint is Medium then Decision is Do_nothing

If Velocity is High and DistanceToNextRefPoint is VerySmall then Decision is Decelerate

If Velocity is High and Distance ToNextRefPoint is Small then Decision is Do_nothing

If Velocity is High and DistanceToNextRefPoint is Medium then Decision is Do_nothing

If Velocity is VeryHigh and DistanceToNextRefPoint is VerySmall then Decision is Decelerate
If Velocity is VeryHigh and Distance ToNextRefPoint is Small then Decision is Do_nothing

If Velocity is VeryHigh and Distance ToNextRefPoint is Medium then Decision is Do_nothing
If Velocity is VeryLow and DistanceToNextRefPoint is not VerySmall then Decision is Accelerate
If DistanceToNextRefPoint is Big then Decision is Accelerate

If DistanceToNextRefPoint is VeryBig then Decision is Accelerate
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Rys. 19 System Mamdaniego o dwoch wejsciach - reguty skroécone [opracowanie wilasne]
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W trakcie kreowania regut autorzy skupili si¢ na osiagni¢ciu dos$¢ dobrej doktadnosci,
czyli takiej na poziomie okolo 20 mikrometrow, ktora pozwala na zastosowanie
algorytmu w przemysle. Dodatkowym aspektem byla che¢¢ uzyskania wygtadzonego
ruchu wrzeciona, ktéry pozytywnie wptywa nie tylko na doktadno$¢ procesu obrobczego,
lecz takze zmniejsza ilo$¢ energii potrzebnej do poruszania wrzecionem oraz zwigksza

zywotno$¢ wiertla, poniewaz nie naraza go na nadmierne naprezenia \[81]\.

Tab. 2 Srednia doktadno$é procesu obrobki [um] — RPRO [opracowanie wiasne]

RPRO - $rednia Gestos¢ punktow referencyjnych w trajektorii
dokladno$¢ procesu
obrobki [pm] Duza Srednia Mala
15 21.36+ 8.74 40.54 £17.10 49.72 £22.17
Liczba punktow | 5, 15.39 + 15.85 19.21 + 16.80 16.23 + 14.32
referencyjnych
100 3.67+ 1.47 3.88+ 1.27 3.95+01.29

Tab. 3 Srednia doktadno$é procesu obrébki [pum] — Mamdani [A-6] [opracowanie wiasne]

Mamdani — $rednia Gestos¢ punktow referencyjnych w trajektorii
dokladnos$¢ procesu
obrébki [um] Duza Srednia Mala
15 1528+ 4.34 2729+ 8.15 32.07+ 9.94
Liczba punktow | 5, 28.54+1039 | 33.69+12.06 32.96 + 11.02
referencyjnych
100 2529+ 11.16 28.12+11.99 28.68 +11.74

W Tab. 2 przedstawiono $rednig doktadno$¢ procesu obrobki dla algorytmu RPRO
stanowigcego odniesienie, natomiast w Tab. 3 zebrano najlepsze z uzyskanych przez
zaproponowane modele srednich doktadnosci procesu obrébki. Obydwie zaprezentowane
tabele zawieraja wyniki z wyszczegdlnieniem kazdej z 9 podgrup w bazie danych
reprezentujacych zbiory trajektorii o konkretnej liczbie punktoéw oraz gestosci ich
roztozenia. Otrzymane wartosci $redniej dokladnosci procesu obrobki znalazty sie
w zakresie od 15 do 35 mikrometrow, co spetnilo zalozenia zespotu projektowego.
Nalezy rowniez zaznaczy¢, ze obydwa badane modele we wszystkich wariantach spetnity
oczekiwania, natomiast najlepiej radzil sobie model z trzema wejSciami w wariancie z
wiekszg liczbg regut. Réznica ta, cho¢ nie byta duza, to jest istotna z punktu widzenia

ztozonosci obliczeniowej rozwigzania 1 wskazuje na konieczno$¢ szukania
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alternatywnych metod redukcji tej ztozonosci. Wyzszos$¢ modelu z wigkszg liczbg wejsé
byta zgodna z przewidywaniami autorow pracy — wigksza ilo§¢ informacji o aktualnej
sytuacji powinna skutkowa¢ zwigkszong jakoscig pracy systemu. Kolejnym aspektem
poddanym weryfikacji jest zamierzone wygladzenie pracy wrzeciona. W tym celu
przeanalizowano przebieg pracy algorytmu, a przykladowa dynamike ruchu wrzeciona
podczas procesu obrobczego, przedstawiono na Rys. 20. Analiza wykazata, ze udato si¢
osiggna¢ zamierzony efekt redukcji szarpnig¢ wrzeciona, a w konsekwencji obnizy¢
wydatek energetyczny oraz wydtuzy¢ zywotnos$¢ wiertla 1 calej maszyny w poréwnaniu
do algorytmu RPRO.

Spindle position

Spindle velocity Spindle acceleration

T 180 1500 T
4 RPRO
x Mamdani
1.8 = 160 | 2
1.6 / .
140 | 4
1.4 J
120 b 1000
%
i 7 1z E
o E 100 1 E
2 E =
o 1 g > Re]
E 3 5
- o B80r 1 o
0.87 s 2
o
v}
60 b 500
0.6+
40 1
0.4 r
0.2 g RPRO | 20 i
. *  Ref. Points RPRO
Mamdani Mamdani |
0 1 1 0 L 1 1 1 0 1 1
0 50 100 0 0.5 1 1.5 2 0 0.5 1 1.5 2
position [mm] time [s] time [s]

Rys. 20 Poréwnanie dziatania algorytmu zaproponowanego w pracy [A-6]
oraz algorytmu RPRO

Zaproponowane rozwigzanie przedstawione w artykule [A-6] wprowadza nowe
podejscie do zadania optymalizacji procesu obrdbczego poprzez generowanie
okreslonego g-code’u z wykorzystaniem metod sztucznej inteligencji. Gtownymi jego
zaletami sg zarowno fatwos$¢ implementacji jak roéwniez tatwos$¢ interpretacji sterujacych
modelem regul. Dodatkowo daje ono mozliwo§¢ prostej parametryzacji oraz
personalizacji polegajacej na optymalizacji konkretnych aspektow procesu obrobczego

poprzez odpowiednie zarzadzanie zestawem regul. Omoéwiona publikacja realizuje

Zadanie 3.b)|
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Drugie opracowanie zawiera opis innej metody zaproponowanej przez autora
niniejszej rozprawy wraz z zespotem. Wprowadzong nowoscig byt odmienny sposéb
przygotowania regut systemu, ktore w tym podejsciu sg modelowane przez algorytm
optymalizacji rojem czastek (ang. Particle Swarm Optimization - PSO). Gléwnym celem
byto nauczenie zaprojektowanego systemu nasladowania pracy istniejacego algorytmu.
Jako algorytm zrodtowy wybrano wspomniany juz wcze$niej algorytm RPRO. Chcac
sprawdzi¢ zdolno$ci uogolniajagce tworzonego systemu postanowiono do nauki
wykorzysta¢ jedynie dane z symulacji procesOw obrobczych dla najkrotszych trajektorii
(15 punktow) o gestosciach punktow referencyjnych Duzej oraz Sredniej. Dodatkowo,
zeby sprawdzi¢ stabilno$¢ rozwigzania, proces nauki powtarzano 5-krotnie wybierajac do
nauki dane z odpowiedniej grupy reprezentujace kolejne pary trajektorii, czyli te
o numerach 1-2, 3-4, 5-6, 7-8, oraz 9-10. Dane testowe stanowity informacje o procesach
obrobezych dla pozostalych o$miu trajektorii w danej grupie (przyktadowo dla pary 1-2

znajdujacej si¢ w zbiorze trajektorii uczacych trajektorie 3-10 stanowity zbidr testujacy).

Tab. 4 Statystyki i rezultaty procesu nauki systemow logiki rozmytej |[A-3]

Ref. Pts. Train-in Max. Training RMSE RM.SE B.ad- Train Test Rules
Density g Pair Iter. Time Training | Testing DeCISS-IOIl Records | Records Number
Number | Num. Set [mm] | Set [mm] | Fraction | Number | Number
1 60 1h 8min 43s| 0.341 0.338 0.128 13628 53912 52
2 60 52min 8s| 0.355 0.361 0.134 12759 54781 54
High 3 60 1h 19min 43s| 0.334 0.337 0.116 14552 52988 60

4 60 lh 14min 15s | 0.333 0.337 0.110 12673 54867 81
5 60 lh 17min 18s | 0.325 0.334 0.114 13928 53612 79
1 60 56min 28s | 0.407 0.408 0.093 60623 286040 78
2 60 1h 36min 9s| 0.495 0.441 0.168 77910 268753 145

Medium 3 60 lh2Imin 7s| 0.501 0.446 0.166 69874 276789 122
4 60 52min 29s | 0.393 0.405 0.089 67603 279060 56
5 60 1h 28min 33s | 0.517 0.473 0.199 70653 276010 136
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Rezultaty badan zebrano w Tab. 4. W kazdym z badanych przypadkow ustalono,
ze proces nauki bedzie trwat maksymalnie 60 iteracji. Rzeczywisty czas nauki oscylowat
od okoto 52 minut do maksymalnie 1 godziny 36 minut. W 9 z 10 przypadkow metryka
RMSE dla danych treningowych spadta ponizej wartosci 0.5, co oznacza, ze system
poprawnie reaguje na wigkszos$¢ sytuacji — poprawnie przypisuje wartos¢ -1, 0, lub 1
w zaleznos$ci od wybranej akcji. Osiggnigte wartosci metryki RMSE dla danych
testowych w kazdym przypadku osiggnety zadowalajacy poziom. Sukces nauki
potwierdza réwniez metryka informujgca o utamku btednych decyzji, czyli tych
niezgodnych z zachowaniem algorytmu RPRO. Bezpos$rednio przektada si¢ to na
skuteczno$¢ proponowanej metody od 80.1% w najgorszym badanym przypadku do
91.1% w najlepszej sytuacji. Ostatnim istotnym elementem jest liczba regul,
ktora oscyluje w zakresie od wartosci 52 az do 145, przy czym gidwnie przyjmuje
warto$ci ponizej 80. Nalezy w tym miejscu zauwazy¢, ze liczba ta jest bliska liczbie
zredukowanych regut dla systemu z pracy . Podobienstwo odnaleziono réwniez
w samej tresci regul, mianowicie tak, jak uprzednio, majg one posta¢ koniunkcji

poprzednikow.

Tab. 5 Wyniki badania porownawczego $redniej doktadnos$ci [A-3]

Reference Mamdani

Ref. Pts. Points

Density | Number in RPRO 1 2 3 4 5
Trajectory

0.0214 0.0255 0.0255 0.0256 0.0255 0.0232
15 + + + + + +
0.0087 0.0061 0.0061 0.0062 0.0061 0.0063

0.0405 0.0314 0.0314 0.0313 0.0314 0.0315
High 50 + + + + + +
0.0172 0.0088 0.0088 0.0088 0.0088 0.0095

0.0497 0.0327 0.0327 0.0327 0.0327 0.0332
100 + + + + + +

0.0222 0.0100 0.0099 0.0099 0.0100 0.0102

0.0154 0.0162 0.0166 0.0270 0.0273 0.0162
15 + + + + + +
0.0158 0.0029 0.0031 0.0109 0.0103 0.0030

0.0192 0.0265 0.0269 0.0325 0.0326 0.0269
Medium 50 + + + + + +
0.0169 0.0056 0.0060 0.0109 0.0109 0.0060

0.0162 0.0303 0.0311 0.0323 0.0322 0.0305
100 + + + + + +
0.0143 0.0080 0.0087 0.0101 0.0099 0.0082

-42 -



Autorzy zweryfikowali rowniez potencjalne mozliwosci uogolniajgce przeprowadzajac
symulacj¢ procesow obrobczych dla wszystkich kombinacji w bazie danych
o wymienionych wczesniej gestosciach. Wyniki $redniej dokladno$ci wyrazonej
w milimetrach wraz z odchyleniem standardowym odpowiednio pogrupowano, a takze
poréwnano z korespondujacymi wynikami dla wzorcowego algorytmu RPRO. Tab. 5
przedstawia zebrane rezultaty. Analizujac przedstawione dane mozna dostrzec,
Ze proponowane rozwigzanie osigga wyniki na podobnym poziomie co algorytm RPRO,
a czasami nawet nieco lepsze, jak w przypadku trajektorii o wysokiej gestosci i liczbie
punktéw réwnej 50 oraz 100. Drugim waznym aspektem jest stabilno$¢ proponowanego

rozwigzania, ktora potwierdzaja niskie warto$ci odchylen standardowych.

Spindle position Spindle veloci Spindle acceleration
1.8 2 B 180 E by 1500 2
B3 RPRO
16 2 160 Mamdani
1.4 140
1.2 . _ 120 ﬁz1ooo
1F £ 100 =
z $
‘C ©
0.8 § 80 5
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0.6 % 60 g 500
0.4 40
RPRO
0.2 X Ref. Points 20 RPRO
Mamdani Mamdani
0 0 0 |
0 20 40 60 80 100 120 0 0.5 1 15 2 0 0.5 1 1.5
position [mm] time [s] time [s]

Rys. 21 Poréwnanie dziatania algorytmu zaproponowanego w pracy [A-3] oraz algorytmu
RPRO

Uzyskane wyniki wskazujg na zadowalajace odwzorowanie jako$ci pracy algorytmu
RPRO. Dodatkowo potwierdzona zostala hipoteza stawiana przez autorow
o mozliwo$ciach uogolniajacych zaproponowanego systemu, ktoéry dla nowych danych
radzit sobie na podobnym poziomie, uzyskujac w petni akceptowalne rezultaty. Chcac
uzupetni¢ analize, autorzy ponownie poréwnali tez doktadny przebieg procesow
obrobczych, z ktorych jeden zostal przedstawiony na Rys. 21. Analizujac wykresy,
mozna zauwazy¢, ze mimo braku zachowania petnej wiernosci w stosunku do algorytmu
zroédlowego, zaproponowany system stabilizowal pracg wrzeciona. Stabilizacja jest tutaj,
jak uprzednio, rozumiana jako redukcja szarpni¢¢ wywotanych naprzemiennym

przyspieszaniem oraz spowalnianiem wrzeciona. Omoéwiona publikacja realizuje

Zadanie 3.b),
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2.5. Algorytm uczenia si¢ ze wzmocnieniem w zadaniach sterowania
maszynami CNC

Autor niniejszej rozprawy podjat rowniez dzialania majace na celu wykorzystanie metod
sztucznej inteligencji do realizacji zadania optymalizacji pracy maszyny CNC poprzez
sterowanie dynamika ruchu jej wrzeciona z wykorzystaniem paradygmatu uczenia si¢ ze
wzmocnieniem. Prace te byly realizowane 1 sg nadal rozwijane we wspomnianym
zespole, ktorego cztonkami sg dr inz. Bogdan Kwiatkowski oraz dr hab. inz. Damian
Mazur. W artykule zaprezentowana zostata metoda nauki nasladowania algorytmu

zrodtowego z wykorzystaniem glebokiego uczenia si¢ ze wzmocnieniem.

Training Phase

Actual dynamics of the machine spindle

I Reward 1

Database of simulation Deep Reinforcement
of machining processes Learning Agent

T Decision

{Decelerate, Do nothing, Accelerate}

RPRO =

[ = i i i i
I
v
Trained Agent Reference points
sequence
> Simulation €
1
& Working Phase

G-code

Rys. 22 Schemat dziatania systemu zaproponowanego w pracy [A-4]

W pracy przyjeto, ze kazdy proces obrobki mozna okresli¢ mianem epizodu, ktéry sktada
si¢ z odpowiedniej liczby krokoéw pozwalajacej na realizacje wszystkich punktow
referencyjnych znajdujacych si¢ w zadanej trajektorii. W kazdym kroku agent ma
mozliwo$¢ podjecia jednej z trzech akcji: spowolnienie wrzeciona, utrzymanie predkosci
wrzeciona lub przyspieszenie wrzeciona. Decyzja agenta jest oparta na sygnalach
otrzymywanych ze $rodowiska amianowicie: znormalizowanej predkosci,

znormalizowanemu przyspieszeniu oraz znormalizowane] odlegtosci od nast¢pnego
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punktu referencyjnego. Sposdéb wyznaczania tych wielkosci zostal juz omdwiony
w rozdziale 2.4. Warto$ciowanie akcji agenta realizowane jest przez regute: ,Jezeli agent
w danym kroku wybrat akcje zgodng z informacjami zawartymi w bazie, czyli takq samq
jak algorytm RPRO, wtedy otrzymuje wzmocnienie rowne 0.0, natomiast w przypadku
podjecia innej decyzji otrzymuje on kare w postaci wzmocnienia o wartosci -0.17.

Schemat nauki oraz pracy systemu zostat przedstawiony w postaci diagramu na Rys. 22.

Normalized velocity

Normalized acceleration

Normalized distance to
next reference point

Relu_1/tanh_1

Relu_2/ tanh_2

Decision
{Decelerate, Do nothing, Accelerate}

Rys. 23 Struktura sztucznej sieci neuronowej wykorzystanej w pracy [A-4]

W zaproponowanym rozwigzaniu rol¢ aproksymatora funkcji warto$ci akcji pehita
sztuczna sie¢ neuronowa, ktorej schematyczna budowa zostata przedstawiona na Rys. 23.
Sktadata si¢ ona z dwoch warstw w petni poltaczonych o liczbie neuronéw oznaczonych
przez N, po ktéorych nastgpowata ostatnia warstwa ztozona z trzech neurondéw
reprezentujagcych wymienione wezesniej akcje. W trakcie badan autorzy sprawdzali rozne

kombinacje parametréw sieci, mianowicie testowane byty wartosci N ze zbioru {6, 8, 12,
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16, 20, 24}, a takze funkcje aktywacji neuronéw pierwszej i drugiej warstwy, takie jak:
Rectified Linear Unit — ReLU oraz tangens hiperboliczny — tanh. Badane architektury

zostaly wyszczeg6lnione w Tab. 6.

Tab. 6 Badane architektury sieci neuronowych [A-4]

Evaluated Layerwise Layerwise
Architecture Neuron Activation
Number Count (N) Function
1 24 ReLU
2 24 tanh
3 20 ReLU
4 20 tanh
5 16 ReLU
6 16 tanh
7 12 ReLU
8 12 tanh
9 8 ReLU
10 8 tanh
11 6 ReLU
12 6 tanh

Badaniu poddano réwniez rézne wartosci tzw. wspotczynnika dalekowzrocznosci agenta
zwanego tez wspolczynnikiem dyskontowania (ang. Discount Factor) oraz r6zne warto$ci
wspotczynnika szybko$ci uczenia (ang. Learning Rate). Badania zdecydowano si¢
przeprowadzi¢ na dwoch podgrupach bazy danych odnoszacych si¢ do trajektorii o 15
punktach referencyjnych oraz odpowiednio gestym i $rednim roztozeniu punktoéw
referencyjnych. Podobnie jak weze$niej, w celu sprawdzenia stabilno$ci rozwigzania oraz
jego mozliwosci uogodlniajacych, dla kazdej z grup badania 5-krotnie powtarzano. Kazde
z powtorzen okreslato wybor odpowiedniej pary trajektorii jako tych, ktore stanowi¢ beda
dane uczace. Naturalnie dane testujgce stanowily wtedy zapisy procesoOw obrdbczych
rozwazajacych pozostate osiem trajektorii (np. podczas drugiego powtorzenia trajektorie
3 oraz 4 stanowig dane uczace, co z kolei determinuje trajektorie 1-2 oraz 5-10 jako dane
testujace). W kazdym z powtdrzen liczba zapisow procesoOw obrébezych
wykorzystywanych do nauki agenta wynosita 120, natomiast liczba zapisOow w zbiorze

testujagcym wynosita 480.
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Tab. 7 Wyniki badan - wspotczynnik korelacji Pearson'a dla liczby krokow czasowych [[A-4]

Steps Count Discount Factor
Correlation 0.99 0.999
Ref. Network Learning Rate Learning Rate
Points Arch.
Density Number le-3 le-4 le-5 le-3 le-4 le-5
1 0.847 0.750 0.848 0.647 0.844 0.844
2 0.855 0.852 0.855 0.847 0.842 0.846
3 0.844 0.855 0.848 0.839 0.777 0.847
4 0.852 0.851 0.849 0.687 0.848 0.849
5 0.849 0.856 -—- 0.844 0.853 -
High 6 0.849 0.853 -—- 0.855 0.852 -
7 0.825 0.857 -—- 0.847 0.846 -
8 0.850 0.851 0.849 0.850 0.836 0.848
9 0.821 0.856 -—- 0.845 0.850 -
10 0.852 0.855 0.846 0.846 0.848 0.845
11 0.842 0.851 -—- 0.848 0.848 -
12 0.855 0.849 -—- 0.844 0.845 -—-
1 0.773 0.777 0.774 0.772 - -
2 0.777 0.774 0.774 - 0.472 0.538
3 0.774 0.774 0.774 --- --- ---
4 0.771 0.777 0.775 - 0.773 0.726
5 0.774 0.774 -—- - - -
Medium 6 0.771 0.775 0.664 - 0.386 0.237
7 0.777 0.774 0.578 - --- 0.041
8 0.775 0.776 0.774 - 0.171 0.172
9 0.774 0.774 -—- - - -
10 0.774 0.775 0.774 - 0.009 0.112
11 0.772 0.774 0.543 - - 0.054
12 0.774 0.775 -—- -—- -—- -—-

Autorzy zaproponowali trzy metryki opisujace dziatanie wyuczonych agentow. Pierwsza
z nich jest wspolczynnik korelacji Pearson’a okreslajacy zwigzek pomiedzy liczba
krokow czasowych kazdego z proceséw obrobczych zaplanowanych przez algorytm
RPRO, a liczbg krokow wyznaczonych przez wyuczonego agenta. Wartos¢
0 zaproponowanej metryki wskazywac¢ bedzie na brak jakiejkolwiek korelacji, natomiast
wartosci bliskie 1 informowa¢ beda o $cistym zwigzku migdzy liczbami krokow. Druga
zaproponowana metryka to $rednia doktadnos$¢ realizacji punktow referencyjnych
wyrazona w mikrometrach. Uzupelieniem tych informacji jest trzecia metryka, czyli
mediana liczby krokow czasowych w procesach obrébczych wygenerowanych przez
wyuczonego agenta. Omowione metryki opisujagce wyniki przeprowadzonych
eksperymentow zostaly przestawione odpowiednio: wspolczynnik korelacji w Tab. 7,
srednia doktadno$¢ procesu obrobki w Tab. 8, a mediana liczby krokéw czasowych

w Tab. 9.

-47 -



Tab. 8 Wyniki badan - §rednia doktadnos¢ [[A-4]

Discount Factor
Mean Error 0.99 0.999
Ref. Network Learning Rate Learning Rate
Points Arch.

Density Number le-3 le-4 le-5 le-3 le-4 le-5
1 2.38 2.32 2.56 2.47 2.46 2.55

2 2.45 2.43 2.51 2.46 2.44 2.63

3 2.4 2.46 2.49 2.44 2.45 2.58

4 2.45 2.49 2.51 2.52 2.52 2.46

5 2.56 2.5 3.11 2.41 2.48 3.29

High 6 2.47 2.43 4.69 2.48 2.35 4.81
7 2.32 2.37 4.45 2.46 2.52 4.57

8 2.49 2.47 2.56 2.49 2.43 2.57

9 2.4 2.5 3.16 2.41 2.51 3.38

10 2.45 2.48 2.54 2.39 2.55 2.54

11 2.47 2.51 3.86 2.47 2.49 4.48

12 2.41 2.51 435 2.46 2.48 437

1 5.53 5.9 5.41 2708 4496 4450

2 5.79 5.31 5.14 4835 2661 2926

3 5.54 5.03 1561 4481 4799 3580

4 4.99 5.47 5.34 4708 2531 816

5 5.37 6.2 7.08 4653 4742 4599

Medium 6 5.08 5.56 2445 4852 1814 3607
7 5.02 5.19 2414 3727 4741 3581

8 5.42 5.14 5.06 4698 3369 2443

9 4.83 5.14 3344 3568 3742 4455

10 5.4 5.34 5.13 4677 4286 4366

11 5.55 5.91 2446 4450 4622 3472

12 5.21 5.32 4421 4736 2635 4832

Analizujgc przedstawione wspotczynniki korelacji (Tab. 7) zauwazono, ze wigkszos$¢
sposrod badanych modeli osiagneta wartosci tej metryki wigksze od 0.75, a prawie
potowa warto$ci wigksze od 0.84, co moze wskazywaé, ze dziatanie wyuczonych
agentow jest podobne do dziatania wzorcowego algorytmu RPRO. Zauwazono rowniez,
ze dla pewnych kombinacji badanych parametrow, warto$ci wspotczynnika korelacji sa
blizsze wartosci 0 lub w skrajnych przypadkach nie byto mozliwe ich policzenie (miejsca
oznaczone potrdjng pauza ,,---’). W tych miejscach doktadno$¢ procesu obrobki czesto
byla nieakceptowalna, natomiast liczba krokéw w pewnych przypadkach wynosita 1, co
wskazuje na catkowity brak realizacji zamierzonej trajektorii. Kolejnym wnioskiem, jaki
nasunat si¢ autorom podczas analizy Tab. 7, jest informacja o preferowanych wartosciach
wspotczynnika dyskontowania réwnego 0.99 oraz wspotczynnika szybko$ci uczenia
rownego 0.001. Analizujac otrzymane wartosci srednich doktadnosci (Tab. 8), autorzy
zauwazyli, ze agenci osiggaja jej bardzo dobry poziom — doktadnos$¢ rzedu 2.0-5.0

mikrometrow pozwala na zastosowanie systemu w przemysle. Dodatkowo potwierdzono
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wnioski wysnute wczes$niej — agenci o stabej korelacji liczby krokow charakteryzujg si¢
nieakceptowalnym poziomem osigganej doktadnos$ci procesu obrébki. Ponadto autorzy
zauwazyli rowniez, ze agenci oparci na architekturach o sigmoidalnej funkcji aktywacji
osiggaja nieco lepsze wyniki od tych opartych na architekturach z funkcja RELU.
Uzupehiajac zebrane informacje o mediany liczby krokow (Tab. 9), autorzy zauwazyli
réwniez, ze zaproponowani agenci realizujg procesy obrobki nie tylko dokladniej niz
algorytm RPRO, lecz takze wykorzystuja do tego mniejsza liczbe krokow czasowych.
Algorytm RPRO potrzebowatl odpowiednio 110 krokoéw czasowych na realizacje
przyktadowe;j trajektorii ze zbioru o duzej gestosci punktéw referencyjnych oraz 500
krokéw na wykonanie trajektorii ze zbioru o $redniej gestosci punktow referencyjnych.

Uzyskane rozwigzanie pozwolito skroci¢ czas realizacji procesu obrobczego o ok. 10%.

Tab. 9 Wyniki badan - mediana krokéw czasowych [A-4]

Discount Factor
Steps Count 0.99 0.999
Ref. Network Learning Rate Learning Rate
Points Arch.
Density Number le-3 le-4 le-5 le-3 le-4 le-5
1 85 88 80 86 85 80
2 83 83 81 83 82 82
3 85 83 82 84 85 83
4 82 82 80 84 80 82
5 82 81 74 87 82 75
High 6 83 84 69 82 84 72
7 89 82 71 85 86 71
8 82 83 80 81 88 81
9 86 80 75 85 80 75
10 83 81 80 83 83 82
11 85 80 76 84 81 72
12 84 80 1 83 80 1
1 471 469 476 179 71 101
2 475 482 484 1 293 204
3 478 482 446 73 1 101
4 489 467 478 1 322 453
5 482 465 431 1 1 101
Medium 6 486 480 410 1 263 234
7 487 482 406 87 1 101
8 481 485 483 1 290 472
9 488 486 367 159 82 109
10 479 481 482 1 280 243
11 476 471 487 68 1 258
12 478 481 71 14 297 1

Autorzy [A-4], tak jak w poprzednich pracach, poroéwnali tez dokladny przebieg
procesOw obrdobcezych, a przyktad takiego poréwnania zostat przedstawiony na Rys. 24

oraz Rys. 25. Analizujagc wykresy, mozna zauwazy¢, ze ponownie proponowane
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rozwigzanie stabilizuje proces obrobczy poprzez redukcje szarpnig¢ wywolanych
naprzemiennym przyspieszaniem oraz spowalnianiem wrzeciona. Zauwazy¢ nalezy
rowniez fakt, ze dodatkowym pozytywnym aspektem proponowanych w pracach ,
oraz rozwigzan jest linearyzacja procesu generowania g-cod’u — podczas,
gdy algorytm RPRO wielokrotnie cofa si¢ do analizy poprzednich punktow
referencyjnych, by wyznaczy¢ lepszy g-code, przedstawione rozwigzania generujg jego
kolejne kroki w sposob iteracyjny. Omowiona w tym rozdziale publikacja realizuje
Zadanie 3.c)|.

RPRO performance

normalized velocity
0.9 normalized acceleration

06

05

value

04 -

03

0 20 40 60 80 100
time step

Rys. 24 Porownanie dzialania algorytmow — glebokie uczenie si¢ ze wzmocnieniem [[A-4]

Proposed method performance

normalized velocity
normalized acceleration

09

08|

07

06

value
o
(4]
T

04}

03

021 1

01 1

0 . . . . . .
0 10 20 30 40 50 60 70

time step

Rys. 25 Poréwnanie dziatania algorytmow — algorytm RPRO [A-4]
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3. Podsumowanie

Niniejsza praca koncentruje si¢ na wykorzystaniu metod sztucznej inteligencii,
a w szczeg6lnosdci algorytmu uczenia si¢ ze wzmocnieniem, do zadan przetwarzania
obrazow oraz do zadan sterowania dynamikg ruchu wrzeciona maszyn CNC. Postawiona
hipoteza mowiaca, ze mozliwa jest aplikacja roznych metod sztucznej inteligencyi,
a w szczegolnosci  algorytmu uczenia sie ze wzmocnieniem, zarowno do zadan
przetwarzania obrazu, jak i do zadan sterowania, celem uzyskania rezultatow
nie gorszych niz przy pomocy innych metod znanych z literatury, zostala

uprawdopodobniona przez realizacj¢ nast¢pujacych zadan.

Zadanie 1. Studia literaturowe dotyczace wykorzystania algorytmu uczenia si¢
Ze wzmocnieniem:

a. do rozwiazywania zadan przetwarzania obrazéw — Zadanie zostato
zrealizowanie poprzez przygotowanie przegladu literatury ,
ktory zostal ~ zaprezentowany  podczas  konferencji  krajowej
oraz przedstawiony w formie publikacji. Zgromadzona wiedza stanowita
inspiracj¢ do dalszych prac.

b. do rozwigzywania zadan sterowania — Zadanie zostato zrealizowanie
poprzez przygotowanie przegladu literatury , ktory zostat
zaprezentowany  podczas  konferencji  mi¢dzynarodowej  oraz
przedstawiony w formie publikacji. Zgromadzona wiedza stanowita

inspiracj¢ podczas dalszych prac.

Pierwsze z opracowan wykonane w jezyku polskim miato na celu upowszechnienie
wiedzy o tego rodzaju zastosowaniach algorytmu uczenia si¢ ze wzmocnieniem oraz
o istnieniu samego algorytmu. Drugie opracowanie wprowadzato systematyke
opisywanego zagadnienia oraz obejmowato identyfikacje¢ potencjalnych punktow

rozwoju dziedziny.

Zadanie 2. Zebranie niezbednych danych oraz utworzenie zbioru
pozwalajacego na trenowanie oraz weryfikowanie poprawnosci
dzialania badanych metod:

a. do zadania wykrywania gestow — Zadanie zostalo wykonane poprzez

utworzenie dedykowanej bazy danych wykorzystanej podczas badan nad
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propozycja algorytmu, ktérego zadaniem bylo wykrywanie gestow
w cigglym strumieniu wideo poprzez jego czasowg segmentacje .

b. do zadania sterowania dynamikg ruchu wrzeciona maszyny CNC —
Zadanie zostalo wykonane poprzez utworzenie dedykowanej bazy danych
wykorzystanej podczas badan nad propozycja algorytmu, ktorego

zadaniem byta optymalizacja pracy maszyny CNC poprzez odpowiednie

sterowanie dynamika ruchu wrzeciona ‘[A-6]‘ ‘[A-3]‘ ‘[A-4]‘.

Zadanie 3. Zaproponowanie autorskiej metody pozwalajacej na:

a. czasowa segmentacje ciaglego strumienia gestow — Zadanie zostalo
wykonane poprzez publikacje artykutu zawierajacego opis
proponowanej metody czasowej segmentacji strumienia gestow. W pracy
zaproponowano rowniez autorski sposob przetwarzania wstepnego klipow
wideo w celu minimalizacji niekorzystnego wptywu szeregu czynnikow.
W pracy wykorzystano zaréwno glebokie sieci neuronowe jak réwniez
paradygmat uczenia si¢ ze wzmocnieniem.

b. optymalizacje sterowania dynamika ruchu wrzeciona maszyny CNC
z wykorzystaniem logiki rozmytej — Zadanie zostato wykonane poprzez
publikacje dwoéch artykuléw naukowych [A-3], w ktorych
prezentowane s3 proponowane rozwigzania oparte na systemach
eksperckich logiki rozmytej. W trakcie badan do nauki zbioru regut
wykorzystano tez algorytm optymalizacji rojem czastek oraz algorytm
genetyczny. Wyniki badan zostaly przedstawione w ramach konferencji.

c. optymalizacje¢ sterowania dynamika ruchu wrzeciona maszyny CNC
z wykorzystaniem paradygmatu uczenia si¢ ze wzmocnieniem —
Zadanie zostato wykonane poprzez publikacje artykutu naukowego ,
w ktorym prezentowane jest proponowane rozwigzanie oparte na sieci
neuronowej oraz na paradygmacie uczenia si¢ ze wzmocnieniem. Wyniki

badan zostaly przedstawione w ramach konferencji.

Gléowny wklad autora rozprawy w dzialalno$¢ naukowa w dyscyplinie Informatyka
Techniczna i Telekomunikacja obejmuja:

e przeprowadzenie przegladu literatury w zakresie wykorzystania algorytmu
uczenia si¢ ze wzmocnieniem zarowno do zadan przetwarzania obrazu jak

rowniez do zadan sterowania przedstawiajac aktualny stan wiedzy techniczne;,
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¢ identyfikacje oraz sformutowanie potencjalnych punktow rozwoju opisywanych

dziedzin,

e identyfikacj¢ oraz sformutowanie probleméw badawczych, ktére sa wazne
z punktu widzenia zaréwno zadania wykrywania gestoéw na podstawie ciaglego
strumienia wideo jak rowniez zadania optymalizacji sterowania dynamika ruchu

wrzeciona maszyny CNC,

e udzial w opracowaniu dedykowanej bazy danych pozwalajacej na trenowanie
oraz weryfikacje algorytmu czasowej segmentacji strumienia wideo

uwzgledniajacej problem koartykulacji,

e opracowanie autorskiej metody wstepnego przetwarzania strumienia wideo

ztozonej z szeregu operacji wykonywanych na kazdej z klatek filmu,

e opracowanie autorskiej metody pozwalajacej na wykrywanie dynamicznych
gestow polskiego jezyka migowego poprzez czasowag segmentacje strumienia
wideo opartej o glgboka sie¢ splotowg trenowang algorytmem uczenia si¢ ze

wzmocnieniem,

e opracowanie dedykowanej bazy danych pozwalajacej na trenowanie oraz
weryfikacje algorytmoéw optymalizujacych pracg maszyny CNC poprzez

sterowanie dynamika ruchu wrzeciona,

e znaczny udzial w opracowaniu autorskich metod optymalizujagcych prace

maszyny CNC poprzez sterowanie dynamika ruchu wrzeciona,

e sformulowanie wnioskow wynikajacych z przeprowadzonych eksperymentow

oraz identyfikacje¢ dalszych kierunkow rozwoju,

e znaczny udzial w opracowaniu publikacji naukowych omawiajacych zagadnienia

wymienione w niniejszej rozprawie.

Autor niniejszej rozprawy doktorskiej kontynuuje oraz rozszerza omowione w jej
tresci badania w nastepujacy sposob:

e Optymalizacja pracy maszyn CNC — aktualnie finalizowane sg prace badawcze
majace na celu porownanie efektywnos$ci nauki regut dla systemu Mamdaniego

przy pomocy algorytmu genetycznego, a takze efektywnos¢ pracy systemu po
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konwersji na system Takani-Sugeno, cow zamierzeniu powinno znaczaco
zminimalizowac¢ czas potrzebny na wygenerowanie kodu sterujacego. Dodatkowo
w najblizszym czasie planowane jest zakonczenie fazy konceptualizacji systemu
opartego o algorytm uczenia si¢ ze wzmocnieniem stosowany do sterowania
wieloma osiami maszyny jednoczesnie. Badania te beda rowniez uwzgledniaty
szeroko zakrojone pordéwnanie doktadno$ci oraz czasu obrobki poétfabrykatu

pomiedzy symulacja a rzeczywistym procesem.

Wykrywanie gestéw — aktualnie trwa proces organizowania zasobow
niezbednych do rozwoju utworzonej bazy danych GEST oraz planowanie
integracji utworzonego rozwigzania z propozycja narzedzia rozpoznajacego
wyizolowane gesty. Celem prac jest utworzenie stabilnego systemu thumaczacego
nagranie na chmurg stow reprezentujacych znaki pokazywane w materiale wideo.
Docelowo planuje si¢ utworzenie aplikacji mobilnej pozwalajacej zredukowac
poziom wykluczenia spotecznego oséb ghluchych. Dodatkowo na podstawie
zidentyfikowanych w trakcie badan potencjalnych punktow rozwoju odkryto
potrzebe skonstruowania bazy danych o charakterze benchmarkowym
pozwalajace] na rzetelng analize proponowanych w literaturze algorytmow.
Aktualne prace skupiaja si¢ na zdobyciu zasobéw niezbednych do wykonania
rzeczonej bazy danych. Kolejnym krokiem begdzie implementacja minimum 35

z istniejacych metod 1 poddania ich glebokiej analizie.

Ocena jakoSci (zadania przetwarzania obrazéw) — aktualnie autor niniejsze]
rozprawy doktorskiej wraz z mgr. inz. Igorem Stepniem zaproponowal system,
ktérego zadaniem jest ocena jako$ci przedstawionego nagrania wideo. Nauka oraz
weryfikacja systemu zostaly przeprowadzone z wykorzystaniem bazy danych
LIVE-YT-Gaming zawierajacej nagrania streamow gier komputerowych.
Algorytm znajduje potencjalne zastosowanie jako system wstgpnej weryfikacji
filmow dla platform streamingowych. Aktualnie praca opisujaca badania zostala
zgltoszona do recenzji. Dodatkowo w tym samym zespole zostat zaprojektowany
algorytm oceny jakosci zdje¢ pochodzacych z rezonansu magnetycznego
@\ Dotychczasowe badania wykazuja wspotczynnik korelacji Pearson’a na
poziomie niemal 0.97, co wskazuje na niezwykle wysoka zgodnos$¢ z opiniami
ekspertow. Aktualnie prowadzone sg dalsze eksperymenty, a w niedlugim czasie

opracowana zostanie tre$¢ publikacji.

-54 -



Literatura

[1]  A.M. Turing, Computing machinery and intelligence. Springer, 2009.

[2] J. Weizenbaum, “ELIZA—a computer program for the study of natural language
communication between man and machine,” Commun ACM, vol. 9, no. 1, pp.

3645, 1966.

[3] W. Van Melle, “MYCIN: a knowledge-based consultation program for infectious
disease diagnosis,” Int J Man Mach Stud, vol. 10, no. 3, pp. 313-322, 1978.

[4] D. A. Pomerleau, “Alvinn: An autonomous land vehicle in a neural network,”

Adv Neural Inf Process Syst, vol. 1, 1988.

[5] L. Watson, “Net Talk.,” Vocational Education Journal, vol. 69, no. 6, p. 41,
1994.

[6] Y.LeCun, L. Bottou, Y. Bengio, and P. Haftner, “Gradient-based learning
applied to document recognition,” Proceedings of the IEEE, vol. 86, no. 11, pp.
2278-2324, 1998.

[71  A.Krizhevsky, I. Sutskever, and G. E. Hinton, “Imagenet classification with deep

convolutional neural networks,” Adv Neural Inf Process Syst, vol. 25, 2012.

[8] J.Deng, W. Dong, R. Socher, L.-J. Li, K. Li, and L. Fei-Fei, “Imagenet: A large-
scale hierarchical image database,” in 2009 IEEE conference on computer vision

and pattern recognition, leee, 2009, pp. 248-255.

[9] C. Szegedy et al., “Going deeper with convolutions,” in Proceedings of the IEEE

conference on computer vision and pattern recognition, 2015, pp. 1-9.

[10] C. Szegedy, V. Vanhoucke, S. Ioffe, J. Shlens, and Z. Wojna, “Rethinking the
inception architecture for computer vision,” in Proceedings of the IEEE

conference on computer vision and pattern recognition, 2016, pp. 2818-2826.

[11] K. Simonyan and A. Zisserman, “Very deep convolutional networks for large-

scale image recognition,” arXiv preprint arXiv:1409.1556, 2014.

-55-



[12]

[13]

[14]

[15]

[16]

[17]

[18]

[19]

[20]

K. He, X. Zhang, S. Ren, and J. Sun, “Deep residual learning for image
recognition,” in Proceedings of the IEEE conference on computer vision and

pattern recognition, 2016, pp. 770-778.

M. Z. Alom et al., “The history began from alexnet: A comprehensive survey on

deep learning approaches,” arXiv preprint arXiv:1803.01164, 2018.

T. Shanthi and R. S. Sabeenian, “Modified Alexnet architecture for classification
of diabetic retinopathy images,” Computers & Electrical Engineering, vol. 76,

pp. 56-64, 2019.

H. Ke, D. Chen, X. Li, Y. Tang, T. Shah, and R. Ranjan, “Towards brain big data
classification: Epileptic EEG identification with a lightweight VGGNet on global
MIC,” IEEE Access, vol. 6, pp. 14722-14733, 2018.

L.-D. Quach, N. Pham-Quoc, D. C. Tran, and M. Fadzil Hassan, “Identification
of chicken diseases using VGGNet and ResNet models,” in International

Conference on Industrial Networks and Intelligent Systems, Springer, 2020, pp.
259-260.

J. Ni, J. Gao, L. Deng, and Z. Han, “Monitoring the change process of banana
freshness by GoogleNet,” IEEE Access, vol. 8, pp. 228369-228376, 2020.

R. Almodfer, S. Xiong, M. Mudhsh, and P. Duan, “Enhancing AlexNet for arabic
handwritten words recognition using incremental dropout,” in 2017 IEEE 29th

international conference on tools with artificial intelligence (ICTAI), IEEE,
2017, pp. 663-669.

R. Ozdemir and M. Koc, “A quality control application on a smart factory
prototype using deep learning methods,” in 2019 IEEE 14th international
conference on computer sciences and information technologies (CSIT), IEEE,

2019, pp. 46-49.

M. Al-Qizwini, I. Barjasteh, H. Al-Qassab, and H. Radha, “Deep learning
algorithm for autonomous driving using googlenet,” in 2017 IEEE intelligent

vehicles symposium (IV), IEEE, 2017, pp. 89-96.

-56 -



[21] P. Salavati and H. M. Mohammadi, “Obstacle detection using GoogleNet,” in

2018 8th international conference on computer and knowledge engineering

(ICCKE), IEEE, 2018, pp. 326-332.

[22] A. Abd Almisreb, N. Jamil, and N. M. Din, “Utilizing AlexNet deep transfer
learning for ear recognition,” in 2018 fourth international conference on

information retrieval and knowledge management (CAMP), IEEE, 2018, pp. 1-5.

[23] K. Sathish, S. Ramasubbareddy, and K. Govinda, “Detection and localization of
multiple objects using VGGNet and single shot detection,” in Emerging Research

in Data Engineering Systems and Computer Communications: Proceedings of

CCODE 2019, Springer, 2020, pp. 427-439.

[24] M. F. Haque, H.-Y. Lim, and D.-S. Kang, “Object detection based on VGG with
ResNet network,” in 2019 International conference on electronics, information,

and communication (ICEIC), IEEE, 2019, pp. 1-3.

[25] Y. Zhiqi, “Gesture recognition based on improved VGGNET convolutional
neural network,” in 2020 IEEE 5th Information Technology and Mechatronics
Engineering Conference (ITOEC), IEEE, 2020, pp. 1736—-1739.

[26] 1. Goodfellow ef al., “Generative adversarial nets,” Adv Neural Inf Process Syst,

vol. 27, 2014.

[27] V. Mnih et al., “Human-level control through deep reinforcement learning,”

Nature, vol. 518, no. 7540, pp. 529-533, 2015.

[28] V. Mnih et al., “Playing atari with deep reinforcement learning,” arXiv preprint

arXiv:1312.5602, 2013.

[29] G. Lample and D. S. Chaplot, “Playing FPS games with deep reinforcement

learning,” in Proceedings of the AAAI conference on artificial intelligence, 2017.

[30] K. Arulkumaran, M. P. Deisenroth, M. Brundage, and A. A. Bharath, “Deep
reinforcement learning: A brief survey,” IEEE Signal Process Mag, vol. 34, no.

6, pp. 26-38, 2017.

[31] Y.Li “Deep reinforcement learning: An overview,” arXiv preprint

arXiv:1701.07274,2017.

-57 -



[32]

[33]

[34]

[35]

[36]

[37]

[38]

[39]

[40]

[41]

S. S. Mousavi, M. Schukat, and E. Howley, “Deep reinforcement learning: an
overview,” in Proceedings of SAI Intelligent Systems Conference (IntelliSys)
2016: Volume 2, Springer, 2018, pp. 426—440.

R. Furuta, N. Inoue, and T. Yamasaki, “PixelRL: Fully convolutional network
with reinforcement learning for image processing,” IEEE Trans Multimedia, vol.

22,10. 7, pp. 1704-1719, 2019.

J. Park, J.-Y. Lee, D. Yoo, and I. S. Kweon, “Distort-and-recover: Color
enhancement using deep reinforcement learning,” in Proceedings of the IEEE

conference on computer vision and pattern recognition, 2018, pp. 5928-5936.

J. C. Caicedo and S. Lazebnik, “Active object localization with deep
reinforcement learning,” in Proceedings of the IEEE international conference on

computer vision, 2015, pp. 2488—-2496.

X. Kong, B. Xin, Y. Wang, and G. Hua, “Collaborative deep reinforcement
learning for joint object search,” in Proceedings of the IEEE Conference on

Computer Vision and Pattern Recognition, 2017, pp. 1695-1704.

Y. Xiang, A. Alahi, and S. Savarese, “Learning to track: Online multi-object
tracking by decision making,” in Proceedings of the IEEE international

conference on computer vision, 2015, pp. 4705-4713.

S. Yun, J. Choi, Y. Yoo, K. Yun, and J. Young Choi, “Action-decision networks
for visual tracking with deep reinforcement learning,” in Proceedings of the IEEE

conference on computer vision and pattern recognition, 2017, pp. 2711-2720.

T. Darrell, “Reinforcement learning of active recognition behaviors,” Portions of
this paper previously appeared in Advances in Neural Information Processing

Systems (NIPS 1995), vol. 8, no. 1997, pp. 73-80, 1997.

D. Silver et al., “Mastering the game of Go with deep neural networks and tree

search,” Nature, vol. 529, no. 7587, pp. 484-489, 2016.

D. Silver et al., “Mastering the game of go without human knowledge,” Nature,

vol. 550, no. 7676, pp. 354-359, 2017.

-58 -



[42]

[43]

[44]

[45]

[46]

[47]

[48]

[49]

[50]

[51]

D. Silver et al., “Mastering the game of go without human knowledge,” Nature,

vol. 550, no. 7676, pp. 354-359, 2017.

K. Yu, C. Dong, L. Lin, and C. C. Loy, “Crafting a toolchain for image
restoration by deep reinforcement learning,” in Proceedings of the IEEE

conference on computer vision and pattern recognition, 2018, pp. 2443-2452.

S. Kosugi and T. Yamasaki, “Unpaired image enhancement featuring
reinforcement-learning-controlled image editing software,” in Proceedings of the

AAAI conference on artificial intelligence, 2020, pp. 11296—-11303.

C. Shen, Y. Gonzalez, L. Chen, S. B. Jiang, and X. Jia, “Intelligent parameter
tuning in optimization-based iterative CT reconstruction via deep reinforcement

learning,” IEEE Trans Med Imaging, vol. 37, no. 6, pp. 1430-1439, 2018.

W. Li, X. Feng, H. An, X. Y. Ng, and Y.-J. Zhang, “MRI reconstruction with
interpretable pixel-wise operations using reinforcement learning,” in Proceedings

of the AAAI conference on artificial intelligence, 2020, pp. 792—799.

K. Vassilo, C. Heatwole, T. Taha, and A. Mehmood, “Multi-step reinforcement
learning for single image super-resolution,” in Proceedings of the IEEE/CVF

Conference on Computer Vision and Pattern Recognition Workshops, 2020, pp.
512-513.

W.-C. Hung, J. Zhang, X. Shen, Z. Lin, J.-Y. Lee, and M.-H. Yang, “Learning to
blend photos,” in Proceedings of the European Conference on Computer Vision

(ECCV), 2018, pp. 70-86.

S. Karayev, T. Baumgartner, M. Fritz, and T. Darrell, “Timely object
recognition,” Adv Neural Inf Process Syst, vol. 25, 2012.

S. Mathe, A. Pirinen, and C. Sminchisescu, “Reinforcement learning for visual
object detection,” in Proceedings of the IEEE conference on computer vision and

pattern recognition, 2016, pp. 2894-2902.

J. Supancic III and D. Ramanan, “Tracking as online decision-making: Learning
a policy from streaming videos with reinforcement learning,” in Proceedings of

the IEEE international conference on computer vision, 2017, pp. 322-331.

-59 -



[52]

[53]

[54]

[55]

[56]

[57]

[58]

[59]

[60]

T. Darrell and A. Pentland, “Active gesture recognition using partially observable

Markov decision processes,” in Proceedings of 13th International Conference on

Pattern Recognition, IEEE, 1996, pp. 984-988.

Y. Rao, J. Lu, and J. Zhou, “Attention-aware deep reinforcement learning for
video face recognition,” in Proceedings of the IEEE international conference on

computer vision, 2017, pp. 3931-3940.

G. Yu and L. K. Sethi, “Road-following with continuous learning,” in
Proceedings of the Intelligent Vehicles’ 95. Symposium, IEEE, 1995, pp. 412—
417.

H. Yang, B. Wang, N. Vesdapunt, M. Guo, and S. B. Kang, “Personalized
exposure control using adaptive metering and reinforcement learning,” /IEEE

Trans Vis Comput Graph, vol. 25, no. 10, pp. 2953-2968, 2018.

S. Lan, R. Panda, Q. Zhu, and A. K. Roy-Chowdhury, “Ffnet: Video fast-
forwarding via reinforcement learning,” in Proceedings of the IEEE Conference

on Computer Vision and Pattern Recognition, 2018, pp. 6771-6780.

X. Han et al., “Deep reinforcement learning of volume-guided progressive view
inpainting for 3d point scene completion from a single depth image,” in
Proceedings of the IEEE/CVF Conference on Computer Vision and Pattern
Recognition, 2019, pp. 234-243.

S. Ahmed, F. Khan, A. Ghaffar, F. Hussain, and S. H. Cho, “Finger-counting-
based gesture recognition within cars using impulse radar with convolutional

neural network,” Sensors, vol. 19, no. 6, p. 1429, 2019.

Y. Zhu, G. Xu, and D. J. Kriegman, “A real-time approach to the spotting,
representation, and recognition of hand gestures for human—computer
interaction,” Computer Vision and Image Understanding, vol. 85, no. 3, pp. 189—

208, 2002.

M. Elmezain, A. Al-Hamadi, and B. Michaelis, “Hand trajectory-based gesture
spotting and recognition using HMM,” in 2009 16th IEEFE international
conference on image processing (ICIP), IEEE, 2009, pp. 3577-3580.

-60 -



[61] P. Neto, D. Pereira, J. N. Pires, and A. P. Moreira, “Real-time and continuous
hand gesture spotting: An approach based on artificial neural networks,” in 2013
IEEE international conference on robotics and automation, IEEE, 2013, pp.

178-183.

[62] E. Tsironi, P. Barros, C. Weber, and S. Wermter, “An analysis of convolutional
long short-term memory recurrent neural networks for gesture recognition,”

Neurocomputing, vol. 268, pp. 76—86, 2017.

[63] T. Kapuscinski and M. Wysocki, “Recognition of signed expressions in an
experimental system supporting deaf clients in the city office,” Sensors, vol. 20,

no. §, p. 2190, 2020.

[64] Z.Zhang,J. Pu, L. Zhuang, W. Zhou, and H. Li, “Continuous sign language
recognition via reinforcement learning,” in 2019 IEEE international conference

on image processing (ICIP), IEEE, 2019, pp. 285-289.

[65] W. Seok, Y. Kim, and C. Park, “Pattern recognition of human arm movement
using deep reinforcement learning,” in 2018 International Conference on

Information Networking (ICOIN), IEEE, 2018, pp. 917-919.

[66] S. Anwar, S. K. Sinha, S. Vivek, and V. Ashank, “Hand gesture recognition: a
survey,” in Nanoelectronics, Circuits and Communication Systems: Proceeding

of NCCS 2017, Springer, 2019, pp. 365-371.

[67] S. Mitra and T. Acharya, “Gesture recognition: A survey,” IEEE Transactions on
Systems, Man, and Cybernetics, Part C (Applications and Reviews), vol. 37, no.
3, pp. 311-324, 2007.

[68] P. Trigueiros, F. Ribeiro, and L. P. Reis, “A comparison of machine learning
algorithms applied to hand gesture recognition,” in 7th Iberian conference on

information systems and technologies (CISTI 2012), IEEE, 2012, pp. 1-6.

[69] H.S. Hasan and S. A. Kareem, “Human computer interaction for vision based
hand gesture recognition: A survey,” in 2012 International Conference on
Advanced Computer Science Applications and Technologies (ACSAT), 1IEEE,
2012, pp. 55-60.

-61 -



[70]

[71]

[72]

[73]

[74]

[75]

[76]

[77]

[78]

[79]

A. R. Sarkar, G. Sanyal, and S. Majumder, “Hand gesture recognition systems: a

survey,” Int J Comput Appl, vol. 71, no. 15, 2013.

S. Singh, A. K. Gupta, and T. Singh, “Computer vision based hand gesture
recognition: A survey,” Int. J. Comput. Sci. Eng, vol. 7, no. 5, pp. 548-556, 2019.

P. K. Pisharady and M. Saerbeck, “Recent methods and databases in vision-based
hand gesture recognition: A review,” Computer Vision and Image

Understanding, vol. 141, pp. 152-165, 2015.

K. M. Sagayam and D. J. Hemanth, “Hand posture and gesture recognition
techniques for virtual reality applications: a survey,” Virtual Real, vol. 21, pp.

91-107, 2017.

D. Sarma and M. K. Bhuyan, “Methods, databases and recent advancement of
vision-based hand gesture recognition for hci systems: A review,” SN Comput

Sci, vol. 2, no. 6, p. 436, 2021.

D. H. Neiva and C. Zanchettin, “Gesture recognition: A review focusing on sign

language in a mobile context,” Expert Syst Appl, vol. 103, pp. 159-183, 2018.

N. Aloysius and M. Geetha, “Understanding vision-based continuous sign
language recognition,” Multimed Tools Appl, vol. 79, no. 31, pp. 22177-22209,
2020.

R. Jain, R. K. Karsh, and A. A. Barbhuiya, “Literature review of vision-based
dynamic gesture recognition using deep learning techniques,” Concurr Comput,

vol. 34, no. 22, p. 7159, 2022.

S. Ruffieux, D. Lalanne, E. Mugellini, and O. Abou Khaled, “A survey of
datasets for human gesture recognition,” in Human-Computer Interaction.
Advanced Interaction Modalities and Techniques. 16th International Conference,
HCI International 2014, Heraklion, Crete, Greece, June 22-27, 2014,
Proceedings, Part II 16, Springer, 2014, pp. 337-348.

H. Van Hasselt, A. Guez, and D. Silver, “Deep reinforcement learning with
double g-learning,” in Proceedings of the AAAI conference on artificial

intelligence, 2016.

62 -



[80]

[81]

[82]

[83]

[84]

B. Kwiatkowski, T. Kwater, D. Mazur, and J. Bartman, “An offline application
that determines themaximum accuracy of the realization ofreference points from
G-code for givenparameters of CNC machine dynamics,” Bulletin of the Polish

Academy of Sciences Technical Sciences, pp. €147345—e147345.

M. Gavlas, M. Drbul, V. Dekys, and M. Saga, “Effect of Vibration on Machine
Tool Accuracy and Lifetime,” in MATEC Web of Conferences, EDP Sciences,
2022, p. 05003.

X. Yu, Z. Ying, N. Birkbeck, Y. Wang, B. Adsumilli, and A. C. Bovik,
“Subjective and objective analysis of streamed gaming videos,” IEEE Trans

Games, 2023.

M. Oszust, A. Piérkowski, and R. Obuchowicz, “No-reference image quality
assessment of magnetic resonance images with high-boost filtering and local

features,” Magn Reson Med, vol. 84, no. 3, pp. 1648—-1660, 2020.

L. Stpien, R. Obuchowicz, A. Piérkowski, and M. Oszust, “Fusion of deep
convolutional neural networks for no-reference magnetic resonance image quality

assessment,” Sensors, vol. 21, no. 4, p. 1043, 2021.

-63 -



Dorobek naukowy autora

W niniejszej rozprawie omowiono wybrane z publikacji autora. Ten rozdzial zawiera
informacje o calym aktualnym dorobku naukowym autora dysertacji. Dodatkowo autor
ten pelil rol¢ recenzenta materialdbw w czasopiSmie Journal of Sensors, a takze

materiatow konferencyjnych.

Artykuly naukowe

[A-1] Kalandyk, D. (2021). Rozdziat monografii ,,Nowoczesne
technologie — strategie, rozwigzania i1 perspektywy rozwoju. Tom 1” pt.
,»Wykorzystanie algorytméw uczenia si¢ ze wzmocnieniem do
przetwarzania  obrazow”,  str. 180-223;  http://bc.wydawnictwo-
tygiel.pl/publikacja/1A77370A-0E87-0A33-F834-334902710840; wktad:
100%, (autor korespondencyjny)

[A-2] Kalandyk, D. (2021). Reinforcement learning in car control:
A brief  survey. 2021 Selected Issues of  Electrical
Engineering and Electronics (WZEE), 1-8.
https://doi.org/10.1109/WZEE54157.2021.9576838; wktad: 100%; (autor
korespondencyjny)

[A-3] Kalandyk, D., Kwiatkowski, B., & Mazur, D. (2023, August).
Application of Mamdani Fuzzy Logic Inference System to Optimise CNC
Machine Motion Dynamics. In 2023 IEEE International Conference on
Fuzzy Systems (FUZZ) (pp. 1-4). IEEE.
https://doi.org/10.1109/FUZZ52849.2023.10309802; wktad 70%; liczba
punktéw czerwiec 2023: 140; liczba punktow lipiec 2024: 70;

(autor korespondencyjny)

[A-4] Kalandyk, D., Kwiatkowski, B., & Mazur, D. CNC Machine
Control Using Deep Reinforcement Learning. Bulletin of the Polish
Academy  of Sciences  Technical  Sciences, e148940-e148940.
https://doi.org/10.24425/bpasts.2024.148940; wkiad 33.3%; liczba
punktow: 100; IF: 1.2; CS: 2.8

[A-5] Kalandyk, D., & Kapuscinski, T. (2024). Temporal signed gestures

segmentation in an image sequence using deep reinforcement learning.

-64 -



Engineering Applications of Artificial Intelligence, 131, 107879.
https://doi.org/10.1016/j.engappai.2024.107879; wktad 90%; liczba
punktow: 140; IF: 8.0; CS: 12.3; (autor korespondencyjny)

[A-6] Kalandyk, D., Kwiatkowski, B., & Mazur, D. Calculating G-Code
for CNC machine using the Mamdani Fuzzy Logic Inference System.
Archives of Control Sciences, artykut przyjety do publikacji, wktad
33.3%; liczba punktow: 100; IF: 1.2; CS: 2.7; (autor korespondencyjny)

[A-7] Shchur, 1., Mazur, D., Makarchuk, O., Bilyakovskyy, I.,
Turkovskyi, V., Kwiatkowski, B., & Kalandyk, D. (2022). Improved
Matlab/Simulink model of dual three-phase fractional slot and
concentrated winding PM motor for EV applied brushless DC drive.
Archives of Control Sciences, 677-707. wkiad 14.3%; liczba punktow:
100; IF: 1.2; CS: 2.7

Wystapienia konferencyjne

[K-1] Kalandyk, D. "Wykorzystanie algorytmow uczenia sie ze wzmocnieniem
do przetwarzania obrazow", XIII Interdyscyplinarna Konferencja Naukowa

TYGIEL 2021 ,,Interdyscyplinarno$¢ kluczem do rozwoju”, marzec 2021, Lublin

[K-2] Kalandyk, D. "Reinforcement learning in car control: A brief survey",
2021 Selected Issues of Electrical Engineering and Electronics (WZEE), wrzesien
2021, Rzeszow, przedstawiona praca zostala wyrozniona, praca w komitecie

organizacyjnym

[K-3] Kalandyk, D. "Uczenie si¢ ze wzmocnieniem jako alternatywne podejscie
do rozwigzywania trudnych zadan", Warszawskie Dni Informatyki 2022,

kwiecien 2022, Warszawa

[K-4] Kalandyk, D. Kwiatkowski, B. Mazur, M. "Calculating G-Code for CNC
machine using the Mamdani Fuzzy Logic Inference System", X1 Konferencja

Naukowa pt. ,,Symbioza Techniki i Informatyki”, czerwiec 2023, Kiry

[K-5] Kalandyk, D. Kwiatkowski, B. Mazur, M. "Application of Fuzzy Logic to
optimise CNC Machine motion dynamics", 2023 IEEE International Conference

on Fuzzy Systems, sierpien 2023, Songdo Incheon, Korea Potudniowa

- 65 -



[K-6] Kalandyk, D. Kwiatkowski, B. Mazur, M. "Calculating G-Code for CNC
machine using the Mamdani Fuzzy Logic Inference System”, Konferencja Postepy

w Elektrotechnice Stosowanej PES - 17, sierpien 2023, Kiry

[K-7] Kalandyk, D. Stepien, 1. "Reinforcement Learning with Hand Crafted and
Deep Learning features for Video Quality Assessment Approach”, Selected Issues
in Power Engineering, Electrical Engineering and Industry 4.0, grudzien 2023,

Rzeszow, praca w komitecie organizacyjnym

[K-8] Kalandyk, D. Sottys, K. Cie¢ko, K. "Propozycja inteligentnego urzqdzenia
rehabilitacji ruchowej”, IV Konferencja Kot Naukowych w ramach
Politechnicznej sieci Via Carpatia im. Prezydenta Lecha Kaczynskiego, maj 2024,
Lublin

[K-9] Kalandyk, D. "dApplication of Fuzzy Inference Systems to generate g-code
optimizing Computerized Numerical Control machine motion dynamics, Postgpy

w Elektrotechnice Stosowanej PES-18, czerwiec 2024, Koscielisko

- 66 -



Artykuly naukowe wchodzace w sklad cyklu (opublikowane
w latach 2020-2024)

W niniejszym rozdziale zamieszczono petng tres¢ opublikowanych prac wchodzacych

w sktad cyklu publikac;ji:

[A-1] Kalandyk, D. (2021). Rozdziat monografii ,,Nowoczesne
technologie — strategie, rozwigzania i perspektywy rozwoju. Tom 1” pt.
»Wykorzystanie algorytméw uczenia si¢ ze wzmocnieniem do
przetwarzania  obrazow”,  str. 180-223;  http://bc.wydawnictwo-
tygiel.pl/publikacja/1A77370A-0E87-0A33-F834-334902710840; wktad:
100%, (autor korespondencyjny)

[A-2] Kalandyk, D. (2021). Reinforcement learning in car control:
A brief survey. 2021 Selected Issues of  Electrical

Engineering and Electronics (WZEE), 1-8.
https://doi.org/10.1109/WZEE54157.2021.9576838; wkiad: 100%; (autor
korespondencyjny)

[A-3] Kalandyk, D., Kwiatkowski, B., & Mazur, D. (2023, August).
Application of Mamdani Fuzzy Logic Inference System to Optimise CNC
Machine Motion Dynamics. In 2023 IEEE International Conference on
Fuzzy Systems (FUZZ) (pp. 1-4). IEEE.
https://doi.org/10.1109/FUZZ52849.2023.10309802; wkiad 70%; liczba
punktéw czerwiec 2023: 140; liczba punktow lipiec 2024: 70;
(autor korespondencyjny)

[A-4] Kalandyk, D., Kwiatkowski, B., & Mazur, D. CNC Machine
Control Using Deep Reinforcement Learning. Bulletin of the Polish
Academy of Sciences  Technical Sciences, ¢148940-¢148940.
https://doi.org/10.24425/bpasts.2024.148940; wkiad 33.3%; liczba
punktow: 100; IF: 1.2; CS: 2.8

[A-5] Kalandyk, D., & Kapuscinski, T. (2024). Temporal signed gestures
segmentation in an image sequence using deep reinforcement learning.
Engineering Applications of Artificial Intelligence, 131, 107879.
https://doi.org/10.1016/j.engappai.2024.107879; wktad 90%; liczba
punktow: 140; IF: 8.0; CS: 12.3; (autor korespondencyjny)

[A-6] Kalandyk, D., Kwiatkowski, B., & Mazur, D. Calculating G-Code
for CNC machine using the Mamdani Fuzzy Logic Inference System.
Archives of Control Sciences, artykul przyjety do publikacji, wktad
33.3%; liczba punktow: 100; IF: 1.2; CS: 2.7; (autor korespondencyjny)

-67 -



Dawid Kalandyk"

Wykorzystanie algorytmow uczenia si¢
ze wzmocnieniem do przetwarzania obrazéw

1. Wprowadzenie

Ostatnig dekads mozna nazwal czasem dynamicznego rozwoju wizji kompu-
terowej. Wprowadzone technologie, wykorzystywane przez marki takie, jak: Google
Glass (2010) czy Kinect (2010) stuza nie tylko rozrywee, ale takze moga pomagac
w nauce, np. poprzez symulacje wycieczek po muzeach badZ zapewnienie zréznicowanej
aktywnosci ruchowej. Ponadto rozwijane sg tez systemy inteligentnego sterowania
autonomicznymi pojazdami poziomu 5, czyli pojazdy nicposiadajace przyrzadow
sterowania manualnego, lecz bedace w pelni autonomiczne — realizujgce swoje funkcje
automatycznie. Jednym z kluczowych probleméw trapigcych naukowcéw rozwijaja-
cych wymienione technologie jest efektywne przetwarzanie obrazow. Naturalnie, oprocz
klasycznych metod analizy 1 przetwarzania obrazow, istnieja tez podejécia wykorzy-
stujgce sztuczng inteligencjg oraz uczenie maszynowe. Glownymi narzedziami sztucznej
inteligencji, analizujgcymi obrazy, sa glebokie sieci neuronowe oraz wiclowarstwowe
splotowe sieci neuronowe. Najezeécig) stuzg one do klasyfikacji obrazéw oraz ekstrakeji
interesujacych cech obrazu. Wykorzystujacy je paradygmat uczenia sig¢ ze wzmoc-
nieniem, a takze konkretne przyklady przetwarzania obrazu z jego pomocy, zostang
omdwione w kolejnych rozdzialach. Celem niniejszego rozdzialu jest zaprezentowanie
réznych sposobow aplikacji algorytmu uczenia si¢ ze wzmocnieniem do zadan prze-
twarzania obrazdéw. Ponadto wprowadzona zostanie pewna systematyka omowionych
rozwigzan wyrdzniajgea dwie podstawowe grupy. Do pierwsze] grupy zadan mody-
fikujgcych obraz naleza: redukcja szumdw, korekeja kolordéw, odzyskiwanie blokow
obrazu, konwersja obrazow do tzw. super rozdzielczosci potocznie zwana poprawg
rozdzielezosei obrazu, a takze scalanie obrazéw. Druga opisana grupa to algorytmy,
ktérych zadaniem jest detekcja oraz sledzenie obiektow. Ponadto rozwaZzone zostang
réwniez przyklady algorytméw niewpisujacych sic do zadnej z wymienionych grup.
Rozwiagzania te s3 jednak cickawe z uwagi na sposéb analizy obrazéw prowadzacy do
ekstrakeji pozgdanych cech, a w efekeie do osiggniecia strategii optymalne;.

2. Uczenie sie ze wzmocnieniem

Podstawowym sposobem nauki (zwanym uczeniem z nauczycielem) jest ogladanic
wzorcow, a nastgpnie préba ich odtworzenia. Dzigki poréwnaniu wartoéci wytworzo-
nych z wartodciami wzorcowymi system uczacy sig (uczen) ma mozliwo$é poprawy
swojego zachowania, co prowadzi go do osiggnigeia efektéw bliskich wzorcom.
Alternatywnym podej§ciem jest algorytm uczenia sig ze wzmocnieniem. W tym
modelu agent pragngcy wypracowac strategic optymalng w trakeie interakcji ze $rodo-
wiskiem, w ktorym si¢ porusza, otrzymuje sygnaly wzmocnienia od tzw. krytyka,

! dawid kalandyk@gmail com, Szkcta Doktorska Nauk Inzymieryino-Techmicznych na Politechmice
Rzeszowskie).
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bedacego czesto integralng czescia srodowiska. Agent, znajdujac si¢ w stanie s,
podejmuje jedna z mozliwych do wykonania w tym stanie akeji ze zbioru A. Nastepnie
agent obserwuje nowy stan s;, w ktorym si¢ znalazl, a takze wzmocnienie towarzyszace
podjetej akcji. Sygnal ten pelni role sprzezenia zwrotnego informujacego agenta
0 jakosal akgji, ktora ten wykonat. Jak nietrudno zauwazy¢, wzmocnienie nie informuje
agenta o tym, jak daleko znalazl si¢ on od poprawnego rozwigzania, a jedynie pelni
role wartosciujaca. W omoéwionym modelu agent nigdy nie musi zna¢ prawidtowego
rozwiazania problemm. Jego zachowanie mozna poréwnaé do dziecka otwierajgcego
prezent — kazda nieskuteczna proba nie pozostaje tylko stratg czasu, ale przynosi wiedze,
ktéra mozna wykorzystaé¢ przy kolejnym zetknigciu si¢ z podobnym problemem.
Mozna zatem latwo zauwazyc, ze, gdy badany problem mozna rozwigza¢ metods prob
1 bleddw, stosowanie algorytmu uczenia si¢ ze wzmocnieniem jest jak najbardziej
wskazane. Doldadny sposob dzialania agenta zostal przedstawiony na listingu 1, nato-
miast ilustracja modelu opisanego procesu zostata przedstawiona na rysunku 1 [1, 2.
zainigjuj strategie losowo
dop ki nie osiagnieto wyznaczonego cehl wykonuj

wybierz akcje do wykonania

wykonaj wybrana akcje

obserwuj wzmocnienie i nastepny stan

modyfikuj strategie
jeeli nie wyznaczono strategii optymalnej to

wrié do stanu poczatkowego

przejdZ do kroku 2

Listing 1. Schemat procesu nauki agenta, [ opracowanie whasne]

N < R o L R LI S R

wzmochienie

|| SRODOWISKO |

Rysunek 1. Model interakcji agenta ze srodowiskiem, [ opracowanie wiasne]

Kolejne akeje podejmowane przez agenta mozna utozsami¢ z dyskretnymi krokam
czasowymi, natomiast ciag akcji prowadzacy w efekcie do osiagniecia stanu konce-
wego zwyldo sie nazywaé epizodem. Naturalng wydaje sie mysl, by moéc wyposazy¢
agenta w mechanizm pozwalajacy sterowac jego tzw. ,dalekowzrocznoscia”. Chodz
t1 o zdolnosé agenta do rozwazania daleko idacych skutkow aktualnie podejmowanej
akgji. Role taks pelni wspdlezynnik dyskontowania y. Dzigki niemu agent jest w stanie
obliczy¢ oczekiwang sume nagrod, ktére zbierze, postugujac si¢ dana strategia: S—A
, bedaca w rzeczywistosci funkcja wybierajaca akcje do wykonania w danym stanie.
Wykorzystujac wspolezynnik dyskontowania oraz wartosci otrzymywanych przez
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agenta wzmocniel, mofna zdefiniowad nie tyiko finlkge wartodcl WV, oloredong przexz
oczeliwang zdvalcontowang sume wzmocnietl okredlong dla kagdego stanu, ale talze
funlce warodcd akogi Q, okoredflong poprzez oczeldwang zdyskontowang sumg
wrmocnien otreymanych preez agenta od momenty podjgcia okredlone) akoji w danym
stanie. Weory (1) oraz (2) opisujg wepormniane funlgje.

VP(s) = B [om(yt 7o} dlasy = 4] 1)

G745 o} = Ey [Tu + E?:;x{?"t 1} dlosp = 8,0 = L7‘-] {2}

Preyldadowym drodowiskiern, w lddrym porusza sig agent, moze byd przedsta-
wiony na rysundon 2. prosty labisymt. Wolkagdym polu widndsje liczha bedaca wartodcg
WImocniernia otrZymywanego preez agenta womomencie, gdy ten znajdzie sie
w danym migscu. Prey zatofeniu punktu startowego agenta w lewsym dolnym rogu
oraz jego celu — osiggniecia komdrld w prawym gdrnym bads prawym dolnym rogy,
mofna nakoredlic prosty schernat procesu naukd. Epizodem oloedlane bedzie 30 krolodw
agenta wykonane preez niego od punidu poczatlowego. Epizod konczsd sie bedzie po
osiggnieciu poEyvejl o wepdhtzednych (0,5 lub (5,5) albo po preelroczeniu wepom-
mianych 30 kroldw. Zgodnie z zasady dyskontowania wamocnienie w loroku t ma
wartose = ¥y Jak nietrudno zauwazye, im diuzej agent bedzie ndagat sie z dotar-
dem do wyjdda, twn mnigjszg zdyskontowang sume wamocniefi ottzwma. Dgim,
szrzegilnie waznym faldem, jest dobdr wartodd wepdlczynnila dyskontujgcego, gdye
to od niego zalezy, jal droge wyhierze agent.

0 1 2 3 4 &5

ojo0jojojojol1

110 0 0
2|0 olo 0
Jlo 0|0 0
4]0 0 0

on
=
=
=
=
=

0,5

Fyeurek 2 Smdowisho koradikowe — labiryt [1]

3. Algorytmy modyfikujace obraz

Llimo rozwoju systemdw rejestragi obrazy oraz wzadzen wigi komputerowes),
wrige zachodz potrzeba szyblds) poprawy zgnmadzonych obmzdw, K orelda ta moze
byc nieghedna, w celu umozliwienia lub watwienia odczytania = obrazu pewnych
infonmaci, bads tez moze nied charakter ceysto estetyczny, Wopracy [3] 2 2018 mlm
autorzy podsumowali rozwd] nowe galem ucZenia masynowego — algoryty
sloupiajgce die na rekonstnilogi obrazdw, W licene) grupie réznych rozwigzan znalazio
sie tylko jedno wykiorzystujace paradygmat uczenda se e womocnieniem. Worolm
2013 oraz latach kalejrych powstaty nowe, celerwe rozwigzania, riwnier zasdugyjace
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na uwage. Niniejszy rozdzial poswigcony bedzie wige grupie algorytméw korzy-
stajgcych z paradygmatu uczenia si¢ ze wzmocnieniem, ktdrych zadaniem jest roznego
rodzaju modyfikacja obrazu tak, aby podnies¢ jego jako$é lub poprawié walory czysto
estetyezne. W kolejnych podrozdrziatach przedstawiono wybrane zadania, ). redukcja
szumodw, korekeja kolorow, odzyskiwanie blokow, wyostrzanie oraz scalanie obrazow.

3.1. Redukcja szumow

Pierwszg z omawianych metod przetwarzania obrazéw jest redukeja lub catkowita
climinacja zaklécen oraz szuméw. Tradycyjne sposoby polegajg na zastosowaniu
jednego z dostgpnych filtréw lub tez kilkukrotne ich uZzycie, az do uzyskania zamie-
rzonego efektu. Istniejg rowniez podejscia wykorzystujgce sztuczne sieci neuronowe
m. in. zaproponowane w pracy [4] w 2012 roku przez badaczy Xie, Xu oraz Chen
oparte o zwiclokrotnione warstwy DA (ang. Denoising Auto-encoder). W artykule [5]
opublikowanym w 2019 roku Furuta, Inoue oraz Yamasaki przedstawili podejscie
wykorzystujace algorytm uczenia si¢ ze wzmocnieniem. Zaklada ono wykonywanie
jednej z wymienionych w tabeli 1. operacyi niezaleznie dla kazdego piksela obrazu.
W modelu tym zaklada si¢ istnienie liczby agentéw rdwnej liczbie pikseli obrazu.
Ponadto funkcja wartoéci oraz funkcja wartodci akceji sg aproksymowane za pomocy
neuronowych sieci splotowych, odpowiednio sie¢ wartosci (ang. Value network) oraz
sieC polityki (ang. Policy network), bgdace) reprezentacyg schematu decyzyjnego agenta.
Tustracje opisanego modelu nazwanego przez autorow PixelRL przedstawiono na
rysunku 3. Wzmocnienie dla kazdego agenta (piksela) w kolejnych krokach jest
obliczane zgodnie ze wzorem (3).

ri(t) _ (I'target _ Si(t))z B (farget _ S.(t+1))2 (3)

i 14 i

gdzie:

. TEE) — wzmocnienie przydzielone i-temu agentowi w kroku t
If:argef:
i

o 59 wartosc i-tego piksela wyznaczona przez agenta w kroku t

L

— wartos¢ docelowa i-tego piksela

Tabela 2. PixelRI. — opis dostepnych akeji [5]
i alcja rozmiar filtra parametry filtra
filtr pudetkowy 5%5 -

filtr bilateralny 5%5 6.=1.0,0:=5.0
filtr bilateralny 5x%5 c.=0.1,64=5.0
filtr medianowy 5%5 -
filtr Gaussa 5x5 c=1.5
filtr Gaussa 5x5 5=0.5
wartosé piksela +1 -
wartos¢ piksela -1 - -
brak akeji - -
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Policy nerwork (2

777
' o Bl 1)

olicy m(a;

Current state Si(r ’ ®
dluc V(s; ")

~ Value network

Rysunek 3. PixelRL — schemat budowy sieci glebokiej [5]

Przyldad skutecznosci dziatania omoéwionego algorytmu zostal zilustrowany na
rysunku 4. Przedstawia on obraz wejsciowy oraz efekt dziatania agentéw po kazdym
z pigciu krokow. Dodatkowo przy uzyciu koloréw przedstawione zostaty akeje wyko-
nane przez kazdego agena, co pokazuje niezréwnang zalete metody, jaka jest inter-
pretowalnos¢ jej pracy. Obraz wejsciowy jest wynikiem aplikacji szumu typu sol
1 pieprz o gestosci 0.9.

1. box filier

filier
3. Gwngsiin fills 0 = 15

lter 0 — 0.5

Rysunek 4. PixelRL - przyktad dzialania (redukcja szuméw) [3]

Odmiennym podejsciem jest algorytm zaproponowany rok weczesniej w [6] przez
Yuiin. Przyjmuje on istnienie agenta modyfikujacego obraz sekwencyjnie. Agent ten
ma do dyspozycji odpowiednio okreslony koszyk narzedzi zawierajacy stosowne filtry.
Filtry te sg rdznej glebokosci sieciami konwolucyjnymi shuzacymi redukcji efektu
szumu Gaussa, efektu rozmycia Gaussa, badz znieksztatcen spowodowanych operacjg
kompresji JPEG. Informacje na temat mozliwych do podjecia przez agenta akgji
przedstawione zostaly w tabeli 2. Nalezy zauwazy¢, ze do redukcji zaklocen o wiekszej
sile autorzy zaproponowali zdecydowanie glebsze sieci konwolucyjne pozwalajace na
dokladniejsza analize obrazu.
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Tabela 3. Model Yui in. — opis dostepnych akcji [6]

leu;r.lier akcja sita zaklocenia | glebokosc sieci CNN
1 redukcja szumu Ganssa stabe 3
2 redukeja szumu Gavssa mocne 8
3 redukcja rozmycia Gaussa stabe 3
4 redukeja rozmycia Gaussa mocne 8
redukeja znieksztalcen po
3 kompresji JPEG slabe 3
6 redukeja zmieksztalcen po — 8
kompresji JPEG
7 zakorczenie procesu modyfikacji - -

Stan, w ktorym znalazl si¢ agent, okreslony jest przez dwa tory. Pierwszy z nich to
zbidr 32 cech uzyskanych poprzez analize obrazu, przez sie¢ gleboks. Sklada sigon z 4
warstw splotowych, po ktérych nastepuje warstwa w pelni polaczona. Drugi tor to
wektor wartosci binarnych wskazujacy poprzednio wykonang przez agenta akcje.
W wektorze tym pominigta zostaje akcja o zakonczeniu pracy. W wyniku polaczenia
obydwu tordw powstaje wektor 40 wartosci bedacy jednoczesnie argumentem sieci
LSTM (ang. Long Short-Term Memory). Wyjscie sieci LSTM okresla stan, w ktorym
znajduje sie agent. Funkcja wartosci akeji jest tu aproksymowana poprzez warstwe
w pelni potaczong o liczbie neurondw rownej liczbie mozliwych do wykonania akeji.
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1
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% e | T kmies
| N rmeEe-.
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Rysunek 5. Model Yui in. — schemat dziatania [6]
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Po dokonaniu wyboru agent modyfikuje obraz przy uzyciu odpowiedniego filira
(wylaczajac oczywidcie akcje zakonczenia procesu modyfikacji). Nastepnie bada on
uzyskany w ten sposéb obraz 1 caly schemat powtarzany jest raz jeszcze. Hustracja
opisanego systemu zostala przedstawiona na rysunku 5. W trakcie procesu nauki
agentowi przydzielane jest wzmocnienie opisane wzorem (4).

=Py — Py ®

gdzie:
e 7, —wzmocnienie przydzielone agentowi w kroku t
e P, — warto$¢ metrvki PSNR uwzgledniajacej réznice miedzy obrazem w kroku t

a obrazem docelowym

Meiryka PSNR (ang. Peak Signal-io-Noise Ratio) jest definiowana jako logarytm
dziesietny ze stosunku kwadratu najwyzszej wartosci piksela obrazu z suma kwa-
dratéw réznic wartosei pikseli pomiedzy obrazem docelowym a obrazem znieksztal-
conym. Na rysunku 6. zostalo przedstawione poréwnanie dziatania zaproponowanej
metody RL-Restore z dwiema innymi mianowicie VDSR (ang. Very Deep Super

Resolution) oraz VD SR-s. Mozna bez trudu zauwazy(, ze juz w pierwszym kroku, RL-
Restore osiggal pordwnywalne a czasem nawet lepsze wyniki.

Input 1% step 2% step " step VDSR-s VDSR

EEEEE
CEEEEE.
yAvvinn
dadaa

Rysunek 6. Model Yuiin. —przyidad deiatania [6]

ey
v/

3.2. Korekeja kolorow i upigkszanie

Drugim, wyréznionym w grupie algorytmow modyfikujacych obraz zadaniem, jest
korekeja koloréw obrazu w celu uzyskania odpowiedniego efektu wizualnego.
Omowiony w rozdziale 3.1 algorytm PixelRL jest w stanie wykona¢ rowniez takie
zadame. W tym celu niezbedna byla modyfikacja zbioru mozliwych akeji. Okreslono 6
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dzialan: zmian¢ kontrastu, zmian¢ saturacji, zmian¢ jasnosci oraz zmian¢ nasycenia
parami koloréw RG, GB i RB. Kazde z tych dzialan moglo by¢ wykonane na dwa
rézne sposoby, mianowicic moglo wzmocni¢ lub ostabi¢ dany wskaznik o 5%. Do-
datkowo agent mogl nie podejmowa¢ zadnego dzialania. Liczba mozliwych do podje-
cia akcji dla tak zdefiniowanego zbioru wynosi zatem 13. Tak przygotowany agent byl
w stanie modyfikowa¢ obraz wejsciowy, uzyskujac przerézne efekty wizualne. Na

ruvennlon 7 nordwnana (kaleinag od lewei1) ohrazv weiéciowe ohrazv nzvekane 7a no-
Lysuiiu /. pUIUWILGUU \BUIGHHU UG I0WLj ) Ulkady WnLIUWe, Uliddy ulysSsailln Za pu

mocg metody DNN, obrazy uzyskane przez zaproponowany system oraz obraz bedacy
efektem pracy eksperta.

——

7% 5
Watercolor
Input DNN Proposed Ground truth

Rysunek 7. PixelRL — przyktad dziatania (korekcja kolorow) [5]

Niemal identyczny zbidr akcji przyjeli w 2018 roku badacze Park i in. W [7]
zaproponowali oni zgola odmienny system. Zakladal on istnienie jednego agenta
modyfikujacego caly obraz w kazdym kroku czasowym. Na poczatku kazdego kroku
obraz byt analizowany przez sie¢ konwolucyjng VGG-16, ktora odzwierciedlala funkcje
kontekstu Foyer. Dodatkowo wyznaczany byl kolorowy histogram obrazu, ktéry byl
reprezentacja funkcji koloru Fe,er. Obydwie te funkcje stanowily reprezentacje stanu,
w ktérym znalazl si¢ agent. Nastgpnic informacje te byly przetwarzane przez sieé
gleboka, bedaca aproksymacja funkcji wartosci akcji odzwierciedlajacej strategie,
ktdra poshugiwal si¢ agent. Po ocenie wartosci akcji agent podejmowal wybrang akcje,
dokonujac jednoczesnie zmiany obrazu. Algorytm konczyl dzialanie w momencie, gdy
wartos$¢ kazdej z akcji spadala ponizej 0. Wzmocnienie bylo wyliczane jako rdéznica
odleglosci euklidesowej (norma L2) obrazu przed wykonaniem akcji, a obrazem doce-
lowym z odlegloscia euklidesowa obrazu po wykonaniu wybranej akcji, a obrazem
docelowym. Opisany schemat dzialania zostal przedstawiony w formic graficznej na
rysunku 8.

Apply action A4 to current image 7(t)
Target image | Next 1ma; Current image

T context
-— R

Agent ] argmax E
@) s

Training with Deep Q-Network framework

Ttarget I(t+1)

(1)

R(t) = *(lljtarget = 'J(f + 1)”2 = ||7target *j(f)”:)

Rysunek 8. Model Park i in. — schemat dziatania [7]

187

-75 -




Dawid Kalandyk

Rezultat pracy zbudowanego agenta w poréwnaniu z wynikami innych metod
przetwarzania obrazu zostal przedstawiony na rysunku 9. W kolejnych kolumnach od
lewej strony znajduja si¢ odpowiednio obrazy: oryginalne, edytowane przez eksperta,
uzyskane przy pomocy zaproponowanego rozwigzania oraz uzyskane trzema innymi
metodami niewykorzystujacymi uczenia sig Ze wzmocnieniem.

= N ] % ]

Raw Human Ours Yan er al. Pix2Pix

Rysunek 9. Model Parki in. — przyktad dziatania [7]

Kolejna propozycje aplikacji uczenia sig ze wzmocnieniem do przetwarzania
obrazu wysungli w [8] w 2020 roku badacze Kosugi oraz Yamasaki. Zadaniem agenta
byt dobor parametréw wejsciowych do procesu przetwarzania obrazu w programie
Adobe Lightr00m® lub Adobe Photoshop®. Tworcy wykorzystali algorytm uczenia
agenta opierajacy sie zaréwno na funkcji wartosei, jak i funkcji warto$ei akeji. Do
aproksymaciji tych funkcji zbudowali oni modul tzw. generatora bedacego zlozong
sicolg neuronows. Jej schemat zostal przedstawiony na rysunku 10.

Szezegblng uwage nalezy zwrdceié na ostatnig warstwe sieci reprezentujgeej stra-
tegic agenta. 7 uwagi na fakt cigglosci argumentow wejsciowych programéw przetwa-
rzajacych obraz autorzy postanowili dokona¢ ich dyskretnei reprezentacii. Agent ma
zatem mozliwo§é wybrania jednej z réwno roztozonych wartoéci posrednich kazdego
z parametréw. Liczba warto$ci posrednich kazdego z parametréw wynosi L, natomiast
ich ilos¢ K. Dzigki zastosowaniu funkeji SoftMax uzyskiwane jest prawdopodo-
bichstwo opisujace kazda z mozliwych do wykonania akeji. Po dokonaniu wyboru
warto§ci parametréw nastepuje modyfikacja obrazu przy pomocy jednego z wymienio-
nych wezesniej programow. W trakcie procesu nauki, po kazdym kroku modyfiku-
jacym obraz obliczana jest réwniez warto$¢ wzmocnienia przydzielana agentowi. Do
tego celu zostal zaprojektowany modut tzw. dyskryminatora bedacego gleboka siecia
neuronows. Schemat budowy tej sieci zostal przedstawiony na rysunku 11, natomiast
ilustragjg calego modelu zaproponowanego przez auntorow przedstawia rysunck 12.
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2DConv.(3%3), BatchNorm., Leaky ReLU
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Rysunek 10. Madel Kosugi & YVarnasaki — schernat moduu generatora [8]

2DConv.(3%3), Leaky ReLU
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A ~ Fully
connected
ing} I 2

16x16x48 8x8x48 4xd4x64 3x3x64

2x32x32

6Ax64x3 64x64Ax16
Rysunek 11. Model Kosugi & Yamasaki — schemat moduhu dyskiyminatora [8]
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Rysunek 12. Model Kosugi & Yarnasaki — schemnat dziatania [ 8]
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Na rysunku 13 zostaly zestawione: (a) obraz wejéciowy, (b) obraz uzyskany zapro-
ponowang metodg, (¢) obraz automatycznie poprawiony przez program Adobe Light-
room®, (d)(e)(g) obrazy uzyskane innymi metodami niewykorzystujacymi uczenia sie
ze wzmocnieniem, (f) obraz uzyskany metodg omdwiong wezesniej, zaproponowang
przez Park i in., (h) obraz poprawiony przez eksperta. Mozna zauwazyé, ze obraz
uzyskany przy pomocy omawianego algorytmu, mimo iz roézni si¢ od obrazu popra-
wionego przez eksperta, jest wizualnie przystepny. Pozwala on dostrzec wszystkie
detale, a przy tym nie wyglada nienaturalnie. Zaproponowane rozwigzani¢ zostalo
rdwniez przetestowane, jako narz¢dzie dobierajgce parametry algorytmu upigkszania
twarzy w programie Adobe Photoshop®. Na rysunku 14 przedstawiono poréwnanie
portretu oryginalnego (a) z dzialaniem zaproponowanego modelu (b) oraz dziataniem
innych metod niewykorzystujagcych uczenia si¢ ze wzmocnieniem (c-f). Z tatwoscig
mozna zauwazy¢, ze omawiany algorytm osiggnal zdecydowanie lepsze wyniki pracy

(a) Input (b) Ours (c) Lightroom (auto) (d) CycleGAN (Zhu et al. 2017)

<}
]

(e) Exposure‘ (Hu et al. 2018) (f) D&R (Park et al. 2018) (g) DPE (Chen et al. 2018b) (h) Expert-retouched

Rysunek 13. Model Kosugi & Yamasaki — przyklad dziatania (korekeja kolorow) [8]

(a) Input (b) Ours (c) ResGAN (d) CycleGAN (e) DFI (f) Facelet
(Shen and Liu 2017)  (Zhuetal. 2017) (Upchurchetal. 2017) (Chen et al. 2018a)

Rysunek 14. Model Kosugi & Yamasaki — przyklad dzialania (upigkszanie twarzy) [8]
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3.3. Odzyskiwanie blokow

Trzecim z kolei zadaniem jest odzyskiwanie utraconych blokéw obrazu. Moga to
by¢ zarowno nieprawidltowosci w danych spowodowane np. uszkodzeniem nogénika lub
elementy dodane, takie jak np. napisy. Na poczatku nalezy przytoczyé wspomniany juz
dwa razy algorytm PixelRL, ktory zostal wykorzystany rowniez do wykonania zadania
odzyskiwania utraconych blokéw. Przyjmujac zbior mozliwych do wykonania akeji
przedstawiony w tabeli 1, mozna z powodzeniem uzyskaé zamierzony efekt. Na
rysunku 15 zostal zilustrowany proces usuwania napiséw z przykladowego obrazu.
Ponownie gorny wiersz to mapa akcji podejmowanych przez agentéw w kazdym kroku
czasowym. Mimo, iz algorytm potrzebowal zdecydowanie wigcej czasu (3 razy wigeej
krokow czasowych), to zadanie zostalo wykonane pomyélnie. Ponadto nadal istnieje
mozliwosé odtworzenia drogi, jaka przebyl kazdy z agentow.

t=9 t=14

Rysunek 15. PixelRL — przyktad dzatama (odzyskiwarie blokéow cz. 1) [5]

Na rysunku 16 natomiast poréwnano dziatanie algorytmu PixelRL, z dwoma
konkurencyjnymi algorytmami. Dodatkowo w pierwszym oraz trzecim wierszu zostaly
przedstawione powigkszone fragmenty obrazow w celu latwiejszego poréwnania pracy
kazdego z algorytmow. Jak nietrudno zauwazyé, algorytm PixelRL osiagnat zdecydo-
wanie najlepsze efekty prawie catkowicie eliminujac napisy, a tym samym odzyskujac
utracone wczesniej bloki.
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Proposed
2 28.92/0.881

W N

BE

2 NN POSE
25.58/0.832 25.00/0.831 25.70/0.850

Rysunek 16. PixelRL - przykiad dziatania (odzyskiwanie blokéw c¢z.2.) [5]

Inna forma odzyskiwania blokow obrazu moga by¢ metody posrednie. Moze by¢ to
np. rekonstrukcja obrazéow tomografii komputerowej (ang. CT — Computer Tomo-
graphy). Metoda automatyzacji tego procesu zostala zaproponowana w [9] w 2018
roku przez Shen i in. jako narzedzie, ktorego parametrami wejsciowymi steruje agent,
wykorzystali oni algorytm ADMM (ang. Alternating Direction Method of Multipliers).
Wspomniany algorytm modyfikuje obraz wejéciowy zgodnie z wektorem parametréw
otrzymanym od uzytkownika. Wektor zawiera po jednym parametrze na kazdy piksel
obrazu. Celem agenta bylo okre§lenie wielkoséci zmiany kazdego z elementéw sktado-
wych wektora parametréw. Autorzy zdecydowali sig¢ na wybdr zbioru akeji przedsta-
wionego w tabeli 3 jako aproksymator funkcji wartosci akeji autorzy zaproponowali
sie¢ gleboka, ktorej schemat zostal przedstawiony na rysunku 17. Za stan, w ktorym
znalazt si¢ agent, przyjete zostalo najblizsze otoczenie wybranego piksela, czyli
kwadrat 9 x 9, gdzie badany piksel znajduje si¢ w centrum. Poczatkowe warstwy
konwolucyjne analizujg tres¢ badanego wycinka obrazu. Zadaniem nastgpujacych po
nich warstw w pelni polaczonych jest regresja informacji uzyskanych podczas analizy,
by w efekcie otrzymaé wartos¢ kazdej z mozliwych do podjecia akcji. Wzmocnienie
zostato za$ zdefiniowane wzorem (5).

lIs*Coll lIs* Gl
T -5l Is@-5 @I )
gdzie:

® 1, —wzmochienie przydziclone agentowi w kroku t

e S.(x) — grupa pikseli (9 X 9) o numerze x nalezaca do modyfikowanego obrazu
przedstawiona w postaci wektora

o S5*(x) — grupa pikseli (9 X 9) o numerze x nalezaca do docelowego obrazu
przedstawiona w postaci wektora

e ||*|| - operator obliczenia normy 1.2 {odleglodci euklidesowe;)
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Tabela 4. Model Shen i in. —opis dostgpnych akeji [9]

numer .

= dei

1 obnizenie warto$ci parametru o
50%

a obnizenie wartodci parametru o
1004

3 zwiekszenie warto$ci parametni o
50%0

4 zwiekszenie warto$ci parametni o
100

5 pozostawienie wartogci parametru
bez zinian

64, 3x3 64, 3x3

9x9

T Increase by 50%
Increase by 10%
Full connection Gl Unchanged
Decrease by 10%
Decrease by 50%

Convolution + Relll L
3x3 filter stride 1 e

Convolution + Retl

A8 it i 2 Convolution + Rell)

3u3 filter, stride 2

Rysunek 17. Model Shen i in. — schernat dziatania [9]
Na rysunku 18 oraz 19 zestawiono: (a) obraz wzorcowy, (b) obraz zrekonstruowany
dla arbitralnej wartosci parametréw rownej w obu przypadkach 0.005, (c) obraz

zrekonstruowany przy pomocy zaproponowanego modelu, (d) obraz zrekonstruowany
dla ustawionej przez eksperta wartosci, odpowiednio 0.05 oraz 0.12.

Rysunek 18. Model Shen i in. — przykiad dziatania cz 1. [9]
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Rysunek 19. Model Shen i in. — przylkdad dziatania cz. 2 [9]

Z latwosciy mozna dostrzec, ze najlepiej obraz wzorcowy odwzorowany zostat
przez zaproponowany model wykorzystujacy uczenie si¢ ze wzmocnieniem. Nalezy
wige zauwazyé, Ze mozliwosé automatyzacji procesu przetwarzania obrazu potaczona
z oslagnigciem bardzie) satysfakcjonujacych rezultatow, jest ogromna zaleta wyko-
rzystania algorytmu uczenia sig¢ ze Wzmocnieniem.

Trend rozwijajacy rozne aplikacje algorytmu uczenia sig ze wzmocnieniem do
obrobki obrazdéw medycznych zostal utrzymany. Dwa lata pozniej, w roku 2020, [10]
badacze Li 1 in. zaproponowali system sluZzacy rekonstrukeji wynikow obrazowania
rezonansem magnetycznym (ang. MRI — Magnetic Resonance Imaging). Zaklocenia,
rozmycia oraz efekt aliasingu powstaja w uzyskanych obrazach na skutek obnizenia
liczby prébek w czasie wykonywania badania. Taka redukcja ma na celu przyspie-
szenie tego procesu, co przeklada sig korzystnie na komfort pacjenta czy tez umozliwia
wykonanie badan wigkszej liczbie osdb. Badacze, wzorujac sig na oméwionym wezesnigj
modelu PixelRL, utworzyli wlasny system, ktérego schemat zostal zilustrowany na
rysunku 20. Stanem, w jakim znalazt si¢ agent, okreslony zostat caly obraz. Obraz ten
byt przetwarzany przez sie¢ konwolucyjna, ktorej zadaniem byta ekstrakcja jego cech.
Wyodrgbnione cechy stanowily wejscie trzech pozostatych moduldw. Pierwszym
znich jest sie¢ gleboka bedaca aproksymacja funkeji wartosci akeji. Zbidor mozliwych
do wykonania akci zostal przedstawiony w tabeli 4. Nalezy w tym migjscu zauwazyc,
ze autorzy, dazac do uzyskania ciaglosci w doborze parametrow filtrow okreslonych
dla odpowiednich akeji, zalozyli, Ze sg one réwniez wyliczane przez agenta. Oznaczono
je symbolami: pr, Psi, Psz Pss» Pst> Po-
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v parameters | | probabilities
OV OJ'J ()"!
O

1

state
Rysunel 20, Model Li iin —schemat dziatania [10]
Za ich wyznaczenie odpowiada drugi z modutow, rownieZ bedacy siecia gtebolka.
Na koricu informacje o wyodrebnionych cechach oraz o wyznaczomych wartogciach
parametrow =a taczone i podawane na wejécie ostatniego z moduléw odpowiedzial-

nego za aproksymacje funkcji wartosci.

Tabela 5. Model Li 110 — opis dostepnych aogi [10]

numer akcji akoja rozmiar filtra parametry filtra
0 hral aloogi - -

1 filtr pudetkowy 515 -

2 filtr bilateralny 525 g, =110, az=510
3 filtr medianowy 5315 -

4 filtr Ganssa 515 a=05

5 filtr Laplace’a 323 Ny

fi filtr Sohel’a (lewa) 3x3 ey

7 filtr Sohel’a (prawo) 33 Paa

b filtr Sobel’a (gira) 3x3 Ps3

9 filtr Sohel’a (dot) 33 Pss

10 nieostre maskowarnie SEh a=05

11 wartnic piksela -3 -

Na rysunku 21. zostaly poréwnane (odpowiednio od lewej): obraz docelowy, obraz
Znieksztatcony (wejscie al gorytmu) oraz obraz zrekonstruowany przez zaproponowany
gystem. Ponadto obliczono réwniez metryki PSNR oraz SSIM okreslajace odpo-
wiednio poziom szumu oraz podobiefistwo dwadch obrazéw. Analizujac zedawienie,
mozna zauwazy¢ znaczaca poprawe jakosci obrazu po rekonstrukcji.
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Target Zero-Filled Ours

. ‘
PSNR=27.04 SSIM=0.80 = PSNR=28.36 S5SIM=0.85

Rysunek 21. Model Li i in. — przylkdtad dziatania [ 10]

3.4. Wyostrzanie

Czwartym rodzajem zadan jest wyostrzanie obrazow. Oprocz oczywiste] korzysci,
jaka jest bogatsze wrazenie wizualne, dziatanie to moze réwniez pozytywnie wplywac
na prace mnych algorytmow przetwarzajgcych obrazy (np. ulatwione wykrywanie
krawedzi). W 2020 roku Vassilo 1 in.zaproponowali [ 11] — rozwigzanie oparte na omo-
wionym modelu PixelRL. Zmeodyfikowali oni zbidr akcji, wykorzystujac istnicjace
rozwigzania oparte na sztucznych sieciach neuronowych, takich jak: EDSR (ang.
Enhanced Deep Super-Resolution network), ESRGAN (ang. Enhanced Super-
Resolution Generative Adversarial Network), ukierunkowang na metryke PSNR sieé
ESRGAN-PSNR oraz PPON (ang. Progressive Perception-Oriented Network). Spis
wszystkich dostgpnych akeji przedstawiono w tabeli 5.

Tabela 6. PixelRL (Vassilo i in.) — opis dostepnych alecji [11]

numer akeji Akeja

wartos¢ piksela -1
brak akeji
wartos¢ piksela +1
filtr EDSR
filtr ESRGAN
filtr ESRGAN-PNSR
filtr PPON

Model sieci bedacych aproksymacja funkeji wartosci oraz funkeji wartosci akeji
zostal zaimplementowany analogicznie, jak w oryginale. Wartos¢ wzmocnienia rowniez
byla obliczana zgodnie z pierwolng wersja algorytmu — wzor (1). Efekt dzialania zapro-
ponowaneg] metody zostal przedstawiony na rysunku 22. Po lewej stronie widnigje
obraz calo$ciowy, gérny wiersz zawiera mapy podejmowanych przez agentow akeji dla
wybranego fragment obrazu (dla czytelnodci), natomiast w dolnym wierszu przed-
stawiony zostal wybrany fragment obrazu wejsciowego oraz obrazdw uzyskanych
podczas kolejnych krokéw czasowych dzialamia algorytmu. Pod tymi ostatnimi
przedstawione zostaly rownie obliczone metryki PSNR oraz SSIM. 7 latwoscig mozna
zauwazye, ze kazdy kolejny krok wykonany przez agenta przybliza go do osiggnigeia
obrazu zgodnego z obrazem wzorcowym. Tak, jak w wyzej omowionych przykladach,
waznymi zaletami sg zardwno dobrej jakosci obrazy, jak rowniez mozliwos¢ ilustracii
oraz pozniejszych analiz sciezek decyzyjnych kazdego z agentow.

=]t 2
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HR
PSNR/SSIM _
[ =] ==
——— ——
" P, b Ve
‘;%-- W W W

bieubic input
22.75/0.808 24.90/0.908 26.02/0.915 26.15/0.916
Rysunek 22. PixelRL (Vassilo i in.) — przyktad dziatania [11]

3.5. Scalanie

Pigtym i zarazem ostatnim wyr6oznionym zadaniem z grupy algorytméw mody-
fikujgcych obraz jest scalanie dwoch obrazéw. Operacja taka nie ulatwia analizy
obrazu, lecz jej rezultatem jest obraz wywolujgcy pozadany efekt wizualny. W 2018
roku w [12] Hung i in. zaproponowali system, ktérego zadaniem byl dobdr parametrow
dla narzedzia scalajgcego dwa obrazy w programie Adobe Photosh0p®. Jako wejscie
przyjeto dwa obrazy: obraz tla oraz obraz pierwszoplanowy. Poczatkowe wartosci
parametrow oraz lokalizacja 1 rozmiar ramki ograniczajace] wybrany z obrazu tla
fragment wyznaczane sg w sposob losowy. Wyznaczany jest rowniez pierwszy z kolet
obraz wynikowy. W kolejnych krokach czasowych wszystkie 3 obrazy analizowane sg
z wykorzystaniem glebokiej sieci konwolucyjnej VGG16 zwienczone] warstwg
w pelni polgczong o liczbie neuronéw rownej 4096. Tak przygotowane informacje na
temat trzech obrazdéw stanowig wejécie kolejnej nieco mniejszej warstwy w pelni
polaczonej o liczbie neurondéw rownej 512.

n # , 111 ‘ iu»n’.‘ X

Foreground

8 Quality Score
|

4096

g
T 'l N Action Values

4096 N
Q 12

Background Context

Rysunek 23. Model Hung i in. — schemat dziatania [12]

Ostatnia warstwa w pelni polaczona stanowi zwienczenie aproksymatora funkeji
wartosci akeji. Projektujac sygnal wzmocnienia, autorzy zaproponowali, ze bedzie ono
wyznaczane przez glebokg sie¢ w pelni polgczona, ktére] wejécie stanowié bedg
informacje otrzymane w trakcie analizy obrazu pierwszoplanowego oraz obrazu wyni-
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kowego. Schemat budowy omdwionej sieci zostal zilustrowany na rysunku 23. Wysu-
nigta przez autorow propozycja to nietypowe podejécie, poniewaz w wickszosci przy-
padkéw sygnal wzmocnienia okreslany jest jawnym wzorem. Zaproponowana przez
nich metoda dziata jednak sprawnie, co potwierdza zestawienie zdje¢ na rysunku 24
zawierajace (od lewej): obraz pierwszoplanowy, obraz tla oraz cztery rézne obrazy
wynikowe wraz ze wzmocnieniem im towarzyszacym. Zgodnic z oczekiwaniami mozna
Zauwazy¢, ze im wicksza byla warto$¢ wzmocnienia, tym bardzigj zadowalajacy efekt
wizualny zostal otrzymany.

background -16.57 - 5.38

foreground

Rysunek 24. Model Hung i in. — przyktad par obraz-wzmocnienie [12]

Na podstawie otrzymywanych informacji agent mial za zadanie sterowac poto-
zeniem oraz rozmiarem ramki, a takze warto§ciami parametrow. Wszystkie dostgpne
akcje zostaly przedstawione w tabeli 6. Nalezy roéwniez zauwazyc, ze gdy jest mowa
o zmiani¢ potozenia ramki, chodzi w domysle o operacje na odpowiednich wspol-
rzednych punkidéw wyznaczajacych ramke.

Tabela 7. Model Hung i in. — opis dostepnych akgji [12]

numer akcji akgja
przesun ramke w lewo o 5%
przesun ramke w prawo o 5%
przesun ramke w gére o 5%
przesun ramke w dét o 5%
zmmniejsz ramke o 5%
zwigksz ramke o 5%
zmmniejsz kontrast o 10%
zwieksz kontrast o 109
zmmniejsz jasnosé o 10%
10 zwieksz jasnosé o 10%
Niezmiemie waznym do odnotowania jest fakt, iz dzieki wykorzystaniu algorytmu
uczenia si¢ ze wzmocnieniem, twércom udalo si¢ zaprojektowad system automatyzu-
jacy w pelni pracg cksperta. Podczas, gdv ekspertowi opracowanic jednego obrazu
Zajmowalo srednio 5 minut z pomoca wezedniej napisanych skryptow, Utworzony
system osiagal podobnej jakodci efekty w czasie okolo 5 sekund, wykorzystujac do
obliczen karte graficzna. Moze by to zatem niezmiemie duza korzy$¢ oraz pomoc dla
profesjonalnego edyvtora. W celu poréwnania jakoéci rezultatow na rysunku 25 przed-
stawiono (od lewej): obraz pierwszoplanowy, obraz wygenerowany przez utworzony
system, obraz opracowany przez eksperta. Na rysunku 26 zostaly dodatkowo przedsta-
wione inne przykladowe obrazy wynikowe uzyskane za pomoca omowionego systemu.,

cola|on|wn] ]t —

o
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Rysunek 26. Model Hung 1 in. — przyklad dziatania [12]

4. Algorytmy detekcji i $ledzenia obiektow

Oprocz korekeji obrazéow bardzo waznym wyzwaniem jest réwniez analiza tresci
obrazu w celu detekeji oraz $ledzenia trajektorii ruchu obiektow. Majge mozliwose
sprawnego wykrywania obecnosdci obiektéw oraz ustalania ich polozenia, mozna
tworzy¢ systemy pozwalajace m.in.: badaé kontekst obrazu, budowaé systemy zliczajace,
budowaé systemy wykrywajace anomalie (np. zagrozenie w postaci pieszego na drodze
samochodu). Majac dodatkowo mozliwo$é okreslania trajektorii ruchu obicktow,
mozna stworzy¢ systemy badajace Zycie organizméw, analizujace histori¢ ruchu
w celu rekonstrukceji przyczyny ich powstania ¢zy tez systemy analizujgce zachowania
spoteczne i wykrywajace wszelkie anomalie, a tym samym zagrozenia (np. atak serca,
zagrozenie terrorystyczne czy panika) lub sytuacje korzystne. W ninigjszym rozdziale
zostang omowione rézne podejscia aplikacji algorytmu uczenia sig¢ ze wzmocnieniem
do zadan detekeji oraz okreslania trajektorii ruchu obiektow.
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4.1. Detekcja obiektow

Pierwszym z omawianych zadann drugiej grupy jest detekeja obiektéow. W 2012
roku w [13] Karayev i in. zaproponowali metodg majaea na celu zidentvfikowaé mozli-
wie najwicksza liczbe obicktdw, w mozliwie najkrétszym czasie. Dodatkowym celem
byla mozliwos¢ przerwania pracy algorytmu w dowolnym momencie wraz z oczeki-
waniem optymalnej ilogei Aadentyfikowanych obiektéw dla tego momentu. Zbidr akeji
zawieral mozliwosé uakinalmenia wektora prawdopodobiefistwa wystepowania obiek-
tow, mozliwosé zbadania kontekstu sceny przedstawione) na obrazie oraz mozliwosé
wryeia odpowiednich detektorow wykrywajacych obecnosé obickidw danej klasy
Przykiadowa reprezentacja kontekstu sceny zostala przedstawiona na rysunku 27, na-
tormi ast reprezentacja przykladowych detektoréw zostata zaprezentowana na rysunku 28.

2 ey
o
5 -
o i
" L]
L
|
i A
F A

Fysunek 23, Model Karavev i in. —przyldad fltrdw wybranych las obielddw[13]

W celu osiggnigeia zaplanowanych rezultatésww wartosé wzmocenienmia okreslono
wzorem (6).
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re = Agy (tim% —Af%) (6)

gdzie:
e r, —wzmocnienie przydzielone agentowi w kroku t
A gy —7miana metryki okre$lajacej $rednig precyzjg (ang. Average Precision)

Ay — czas wykonania podjete) przez agenta akeji

timy — czas pozostaly do zakonczenia pracy agenta (ang. fime to termination)
Nieco innym podejéciem jest model zaproponowany trzy lata péznicj w [14] przez
Caicedo oraz Lazebnik. Zadaniem agenta byla odpowiednia modyfikacja ramki okala-
jacey, tak by obiekt zajmowal jak najwickszg je) powierzchnig. Agent mial mozliwosc
wykona¢ jeden z ruchow wymienionych w tabeli 7. Nalezy réwniez, tak jak wezesniej,
zauwazyc, 7e gdy jest mowa o zmianie polozenia ramki, chodzi w domysle o operacje
na odpowiednich wspdlrzednych punktow wyznaczajacych ramke.

Tabela 8. Model Caicedo & Lazebnik — opis dostepnych akeji [14]

mumer akeji akeja

przesun ramke w lewo o 20%

przesun ramke w prawo o 20%

przesun ramke w gore 0 20%

przesun ramke w dot 0 20%

zmmiejsz ramke 0 20%

zwicksz ramke o 20%

splaszcz ramke o 20%

$cisnij ramlke o 10%

zakonez wyszukiwanie (znaleziono obiekt)
Stanem, w ktorym znalazt si¢ agent, nazwano krotke zlozong z wektora cech

wybranego regionu oraz wektora zawierajacego informacje o 10 ostatnio podjgtych

przez agenta akcjach. Wektor cech byl uzyskiwany przez wycigeie z obrazu aktualnie

okreslonej ramki oraz pola ja otaczajacego o grubosci 16 pikseli. Bylo to dziatanie

majgce na celu uwzglednianie kontekstu, w ktérym znajduje si¢ aktualnie okreslona

ramka. Wycinek ten byl nastgpnie skalowany do obrazu o wymiarach 224x224 piksele.

Ostatnim krokiem w celu uzyskania wektora cech bylo podanie przeskalowanego

abrazu na wezeénig) nauczong konwolucyjng sieé glebokg zakonczong warstwg w pelni

polaczong o 4096 neuronach. Aktualny stan, w ktorym znalazl si¢ agent, byl zatem

reprezentowany przez wektor o liczbie elementoéw rownej 5006. Role aproksymatora

funkeji wartosei akeji pelnila trojwarstwowa w pelmi polaczona sie¢ neuronowa. Na

podstawie obliczonych przez nig wartosci agent podejmowal decyzjie o wyborze

konkretnej akeji. Schemat opisanego modelu zostal przedstawiony na rysunku 29.

Ll A=W e —
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action [7]
historyd

1024 102: 9
units| unit: action:
4096

units

Size: 224 pixels

Layer 6 Layer1 Layer2 Output

Input region Pre-trained CNN Deep QNetwork
Rysunek 29. Model Caicedo & Lazebnik — schemat dziatania [14]

Wrzmocnienie zostato okreslone dwoma wzorami, stosowanymi odpowiednio
w sytuacji pedjecia akcji zmieniajacej parametry ramki okalajacej (7) oraz pedjgcia
akejl zgtaszajgee) zlokalizowanie obiektu (8).

r, = sign(loU(f*, f*) — 1oU(f*, f))(7)

p=] MOUETL) 2

. loU(FEL ) < ®)

gdzie:
* 1, —wzmocnienie przydzielone agentowi w kroku t
o IoU(fi, f;) — metrvka okreslajaca stosunek pola powierzchni czesci wspdlngj
obszarow f; oraz f; do pola powierzchni unii tych obszaréw
o f' obszar okreslony po wykonaniu przez agenta akeji w krolau t
e " —wzorcowy obszar, w kiérym majduje sie obiekt
e 7 —stala ckreslajaca wartos¢ wzmocnienia
s 71— stata okreslajgca wartod¢ progowa dla metryld
Utworzony system potrafi réwniez wykrywac wiele obiektow. Po wykonaniu akeji
sygnalizujacej zakonczenie wyszukiwania pierwszego obiektu na badany obraz nano-
szony jest wzdr czarnego krzyza, ktory spowoduje przeszukiwanie przez agenta innych
rejondw obrazu. Przyklad obrazu przed oraz po zastosowaniu tego kroku zostal przed-
stawiony na rysunku 30.

Rysunek 30. Model Caicedo & Lazebnik — przykiad dziatania (1) [14]
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Proces wykrywania wielu obiektéw (wartogci metryki w kolejnych krokach czaso-
wych) zostal przedstawiony na rysunku 31. Dla lepszej wizualizacji zaznaczono réwniez
wzorcowe oraz wyznaczone ramki okalajace, a takze kolejnos¢ detekcji poszcze-
gdinych obiektdw.

o D
g ~ e . ¥ =
e - . - =
9 05 1 /. - "
T : . = : : | | 1
LV R
o L 3w B EPN
o 35 45 B2 141 2/ 'i‘; i :1_ .
Time (zctions) = f

Rysunek 31. Model Caicedo & Lazebnik — przykiad dziatania (2)[14]

Odmiennym podejéciem wykazali sie zespét Mathe i in., ktéry w [15] w 2016 roku
przedstawil implementacje algorytmu uczenia si¢ ze wzmocnieniem, w ktérej zada-
niem agenta bylo kierowanie procesem przeszukiwania regionéw obrazu w celu mini-
malizacji ilodci kosztownych czasowo operacji. Do ekstrakeji cech regionéw obrazu
wykorzystano gleboka sie¢ neuronowa. Jako dane wejéciowe przyjmowata ona wybrany
region cbrazu wraz z obramowaniem odpowiedniej grubo$ci w celu zapobiegnigcia
utracie kontekstu. Role funkcji pewnosci pelnita sie¢ LSTM. Stanowila ona przeko-
nanie agenta o znajdowaniu sie szukanego obiektu w danym miejscu. Jako poczatkowy
punkt skupienia wybierany byl centralny punkt obrazu, a nastepnie analizowane byly
regiony znajdujace sig w otoczeniu tego punktu. Majac do dyspozycji liste poprzednich
punktéw skupienia, liste przeanalizowanych regiondw wraz z wartoscia funkcji pew-
noéci, a takze informacje na temat nowo przeanalizowanych regionéw, agent musiat
podjaé¢ decyzie o wyborze nowego punktu skupienia lub zakonczeniu wyszukiwania
w przypadku, gdy uznal, Ze jest odpowiednio pewny wykrycia obiektu w jednym
Z przeanalizowanych regionéw. Wzmocnienie, ktore otrzymywal agent, stanowito
kompromis pomiedzy odpowiednio duza wartoécia funkcji pewnoéci, a odpowiednio
mala liczba zmian punktu skupienia, czyli redukcja kosztéw poniesionych na rzecz
analizy nowych regionéw obrazu. Na rysunku 32. przedstawiono przyktadowe strategie
poszukiwania wypracowane przez agenta. Pomaraficzowymi okregami zaznaczono
obszary skupienia, zielonym kolorem oznaczono regiony z najwieksza wartoécia funkcji
pewnosci w danym kroku czasowym, natomiast kolorem zéltym zaznaczone zostaly
konicowe regiony oznaczone przez agenta. Na obrazie w lewym gémym rogu agent
napotkal sprzyjajaca sytuacje, poniewaz w jednym z regionéw wokél centralnego
punktu obrazu odnalazt on obiekt. Mdgl on wiec od razu wykonaé akcje konczaca
poszukiwania. Na obrazie w lewym dolnym rogu mozna zauwazy¢, ze agent wybrat
region zawierajacy ulicg, ktéra to doprowadzita go do odnalezienia autobusu w ko-
lejniym kroku. Podobne zachowanie mozna dostrzec na obrazach po prawej stronie, tj.
agent podazat za regionami, w ktérych niekoniecznie znajduje sie obiekt, ale regiony te
moga wskazywac na jego bliska obecno$é. W przypadku srodkowego obrazu na dole
wida¢ pewne skonfindowanie agenta, ktérego w blad mogla wprowadzi¢ galaZz
zajmujaca wicksza czeé¢ fotografii.
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Rysunek 32. Model Mathe i in. — przyklad dziatama [15]

W 2017 roku zainspirowani [14] Kong i m. zaproponowali w [16] rozwigzanic
majace wyjsé naprzeciw problemowi wyszukiwania obieltéw czedciowo przestonig-
tych lub nachodzagcych na inne. Utworzyli om system, w ktorym dwach agentéw wspol-
pracuje w celu odnalezienia obicktéw polaczonych ze soba (np. kolarz siedzacy na
rowerze). Przyjmujac zbior akeji przedstawiony wezedniej w tabeli 7, kazdy z agentow
mial realizowac¢ zadanie lokalizacji jednego z dwach takich obiektow. Wzmocnienie
przydziclane bylo zgodnie ze wzorami (7) oraz (8). Wymiana informacji pomi¢dzy
agentami realizowana byla przez utworzenie wspdldziclonych fragmentéw sicci neuro-
nowych pelnigcych role aproksymatoréow funkcji wartosei akeji (tuz przed warstwa
koncowa). Byla to dla nich nigjako mozliwosé wgladu w ,sposob myslenia” wspol-
pracownika. Opisany model zostal przedstawiony na rysunku 33.

S
Agent 1 (Person) .

Conv
Layers

-

.bMessage I
e

sz - o
aued

Agent 2 (Bicycle) Bl

Rysunek 33. Model Kong 1 in—schemat dziatania [16]
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Zaproponowana metoda pozwala na lokalizowanie obicktéw trudniejszych do
wykrycia w mniejszej liczbie krokéw niz zajmuje to w standardowym podejseiu
wykorzystujacym algoryvtm uczenia si¢ ze wanocnieniem. Przyklad pordéwnujacy
sposéb dziatania obydwu metod zostal przedstawiony na rysunku 34. Obraz po lewej
stronie jest odwzorowaniem dziatania pojedynezego agenta prébujacego zlokalizowaé
obickty (dziecko oraz rower) sckwencyjnic. Niebieskim kolorem ramki oznaczono
poszukiwania driecka, natomiast czerwony kolor oznaecza poszukiwania roweru.
Dodatkowo gruba, ziclong linia zamaczono efekt koricowy poszukiwania. Z tatwoscia
mozima rauwaiyé, ze pojedynezy agent nic byl w stame odnalesé drugiego obicktu.
Obraz po prawej, posiadajgey analogieme oznaczenia, przedstawia proees poszukiwar
obydwu obicktéw za pomoca metody dwoch agentéw. W przedstawionym przykladze
metoda wspdlpracujacyeh agentéw odnalazla obydwa obiekty w zaledwie 15 krokach,
podezas, gdy metoda pojedynezego agenta nie byla w stanie sprostaé zadaniu odnale-
zAiema drugiego obickin nawet po wykonamu 200 krokéw. Dla podmniesienia czytelnosei
na rysunku oznaczono wylacamie 30 pierwszych krokéw.

Fyaumek 34, Model Kongiin —preyidad doatania [16]

4.2. Sledzenie obiektow

Drugim z omawianych w tej grupie zadan jest zadane §ledzema ruchu obicktdw.
W 2017 roku zaprezentowane zostaly dwa réme modele podejmujace to wyzwanie.
HPierwszy z nich zostal opisany w [17] przez Yun i in. Zadaniem agenta byla odpo-
wiednia modyfikacja ramki okalajacej sledzony obiekt, tak, by w kazdej klatee byt on
nia jak najscislej otoczony. Gdy agent stwierdzal, ze zakoriczyl niezbedne modvfi-
kacje, podejmowat akeje koriezaca edveje. Zbidr wszystkich dostepnych akeji zostal
przedstawiony w tabeli 8.

Tabela . IWodel Yuniin— opis dostepnych alooji [17]

nuner akoji akca

1 przesut tambe wlewo o 2%
preesutl tambke wprawo o 2%
preesurl tamke wogore o 2%
presun rambe woddt o 2%
preesutl tambke wlewo o 4596
preesutl tambke wprawo o 4%
przesuil rambe wogore o 4%

] E=2Y L1 oY JRNE )
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8 przesun ramke w dot o 4%

9 zmmniejsz ramke o 2%

10 zwicksz ramke o 2%

11 zakoficz wyszukiwanie (znaleziono obiekt)

Stan, w ktorym znalazl sie agent, byt okreslany jako zlozenie ograniczonego ramka
fragmentu obrazu oraz wektora wartosci binarnych zawierajgcego informacije o akcjach
podjetych przez agenta w ciggu poprzednich dziesigciu krokéw. Wybrany fragment
klatki filmu byt analizowany przez glgboka sie¢ konwolucyjng, zwienczong dwiema
warstwami w pelni polaczonymi. Do ostatniej z nich dolaczany byl wektor zawierajacy
historie¢ podejmowanych wczesniej akcji. Tak przygotowane dane stanowily wejscie
dwdch warstw w pelni polaczonych. Pierwsza z nich byla odpowiedzialna za okre-
slenie wartosci kazde) z moZliwych do podjecia akcji, natomiast druga obliczala tzw.
pewnosé agenta w odniesieniu do aktualnego potozenia ramki okalajace]. Po wykonaniu
akejl konczace) lokalizowanie obiektu agentowi przydzielone zostaje wzmocnienie
o wartoscl 1, gdy wartosé metryki IoU jest wigksza niz 0.7 lub -1 w przeciwnym
wypadku. Tlustracja omowionego modelu zostala przedstawiona na rysunku 35, za$
przykladowe procesy sledzenia obiektu zostaly przedstawione na rysunku 36.

===+ State transition

Pr+1 = fp@r’ar,)
desy = faldy, ar)

Tracking Sequences

Rysunek 35. Model Yun 1in— schemat dziatama [17]

g - X 2X» 330
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9D -HJO =Hif X0

Rysunek 36. Model Yun i in.— przykiad dziatama (1) [17]
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Bardzo waznym aspektem, podnoszgcym atrakcyjno$é zaproponowanego rozwig-
zania jest mozliwos¢ nauki nawet w przypadku, gdy poprawne polozenie obiektu
okreslone jest tylko w miskiej liczbie klatek filmu. Przyklad takiej sytuacji zostal
przedstawiony na rysunku 37, gdzie kolorem zéltym zostaly podane numery klatek,
atakze wyrézniona zostala wartos¢ wzmocnienia otrzymanego przez agenta przy
przejsciu do tych klatek. Czerwonym kolorem oznaczono poprawne polozenie obiektu,
kolorem niebieskim natomiast polozenie ramki okalajgce; wybrane przez agenta.
Agent mial w tym momencie utrudnione zadanie, poniewaz niespodziewanie pojawil
si¢ obiekt przypominajgcy obiekt Sledzony. Dodatkowym niekorzystnym czynnikiem
bylo przestonigcie obiektu sledzonego.

{ Rewarai +1 |

Rysunek 37. Model Yun 1 in—przykiad dziatania (2) [17]

Aby zademonstrowa¢ zysk obliczeniowy na rysunku 38, zestawiono ze sobg sposéb
dzialania algorytmu ,.$ledzenie przez detekej¢” oraz model zaproponowany w [17]. Na
rysunku 38 znajdujg sie kolejno (od lewej): obraz referencyjny, ilustracja dziatania
modelu ,$ledzenie przez detekcje”, ilustracja dzialania modelu z [17]. Niezmierng
korzyscig jest redukcja niezbednych do wykonania, skomplikowanych obliczen.

Rysunek 38. Model Yun 1 in.— przykiad dziatania (3) [17]

Drugim z modeli zaproponowanych w 2017 roku byl model autorstwa Suspanéié
oraz Ramanan [18]. Agent przez nich utworzony mial na celu §ledzié¢ obiekt przez
aktualizowanie tzw. mapy ciepla (ang. heatmap). Miala ona reprezentowaé wyobra-
zenie agenta o miejscu przebywania sledzonego obiektu. Stan, w ktdérym znalazl si¢
agent, zostal zdefiniowany jako ostatnio wyznaczona mapa ciepla. Na podstawie jego
analizy agent mial zdecydowa¢ o dwdch dzialaniach. Pierwsze z nich dotyczylo wyboru
miedzy kontynuacjg §ledzenia, a ponowng inicjalizacja mapy ciepla w przypadku, gdy
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agent uznal, ze zgubil obickt. Drugie dziatanie odnosito sig do modyfikacji filtra dle-
dzonego obiektu — agent musial wybraé, ezy nalesy go zaktualizowaé, ezy tez pozo-
stawié bez zmian. Rolg aproksymatora funkeji wartose akeji pelmla sieé gleboka Na
poezatku mapa ciepla byta analizowana przez dwie warstwy konwolueyjne. Nastepnie
otrzymane w ten sposcb cechy propagowano do dwéch bliniaczyeh, lecz niezaleznych
galezi sieci. Zawieraly one odpowiednie warstwy w pelni polaczone. Kazda z galezi
odpowiadala za wyznaczenie funkeji wartoéci akeji dla wspommianych wezesniej
dziatari. W przypadlay, gdy agent podjal decyzje o dalszym dedzeniu obiektu, nastepuje
przyeigeie klatki filim do pewnego obszaru. Jest on wymaczony przez odpowiednio
wysokie warto§el mapy ciepla w otoczeniu poprzednio wyznaczonej ramki. Nastepnie
obszar ten jest skalowany do wickode 224 x 224 piksele oraz analizowany przez
konwolucyjna sicé neuronowa VGGE16 w eclu wyprodukowania splotowej mapy cech.
Kolejnym krokiem jest nalozenie filtra $ledzonego obicktu na wyprodukowang mapg
cechi w efekeie uzyskanie nowej mapy deplta W przypadia, gdy agent bedzie prze-
swiadczony o utracie obicktu, zostaje wylosowana nowa ramka i powtarza sig pozo-
stale kroki. W przypadku, gdy agent uzna za stosowne, by zaktualizowaé filtr dedzonego
obicktu wybierane sg z klatki filmu losowe obszary nalezace do ramki oraz do niej nie-
nalegce, a nastepnie przeprowadzana jest sama aktualizacja. Polega ona na przedsta-
wianiu dwuwarstwowej sieei konwolueyinej, pelmacej role wspormmianego filtra, wy-
branych wezesniej fragmentéw klatki filmu wraz z informacja warto$eiujaca. Schemat
dzialania opisanej metody dla przylkladowego filmu zostal zilustrowany na rysunku 39,
natomiast na rysunku 40. przedstawiono wybrane mapy ciepla oraz lokalizacje ramki
dla przykladowych klatek. Kolorem fioletowym omaczono ramke zdefiniowang przez
agenta, zas kolorem zielonym ramke wzorcows. Na ostatnim kadrze (rys. 40.) moina
zaobserwowaé sytuacje, w ktorej agent zgubil dedzony obiekt i powinien dokonaé
ponowne;j inicjalizacji.

Rysunel 39, Model Suspanfit & Ramanan — preykdad deiatama (1) [13]
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Rysunek 40. Model Suspanéi€ & Ramanan — przyklad dziatania (2) [18]

Bardzo wasng =zaleta zaproponowane) metody jest mozliwo§é przydzielama
wzmocnienia w postaci binarne] po zakofczonym procesie éledzenia. Tworzy to
warunki, w ktérych nie jest konieczny proces adnotacji kazdej klatki filmu, a co za tym
idzie, ogromnie zwicksza sie iloéé dostepnych potencjalnych danych uczacych. Dla
przyktadu mozna pobieraé pliki wideo dostgpne w Internecie 1 pozwoli¢ agentowi na
ich analize oraz ulepszanie strategii $ledzenia. Proces ten zostal zilustrowany na
rysunku 41.

Rysunek 41. Model Suspanéi¢ & Ramanan — schemat dziatania [18]

Waznym zadaniem jest dledzenie wielu obiektéw jednoczednie. W 2015 roku
w[19] Xiang i in. zaprezentowali rozwigzanie pozwalajace zarzadzaé procesem
fledzenia wielu obiektéw jednoczesnie z uwzglednieniem czasowego znikania ich
zkadru. Agent, wykorzystujge dostepne metody detekgi obiektéw, okreglal aktualny
stan, w ktorym mogl znalezé sie sledzony obiekt. Wyrdzniano wige nastepujace stany:
Aktywny (ang. Active), Sledzony (ang. Tracked), Utracony (ang. Lost) oraz Nieak-
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tywny (ang. Inactive). Nalezy w tym miejscu zaznaczyé, Ze instancji agenta jest tyle
samo, co aktualme rozpoznanych obiektéw. W momencie wykrycia nowego obiektu
do zycia zostaje powolany kolejny agent, ktdry rozpoczyna swoje dzialame, zmajdujac
sie w stanie Aktywny. Gdy okaze sie, ze sygnal o pojawieniu sig nowego obiektu byl
tylko pomylka, agent przechodzi do stanu N:eaktywny (az), w ktorym pozostaje do
zakonczenia procesu sledzenia. Jezeli jednak rzeczywiscie wykryto nowy obiekt, agent
przechodzi do stanu Sledzony (a1) i pozostanie tam (as) dopdki nie zostanie utracony.
W przypadku utraty obiektu (np. zostal on przestoniety innym obielktem badZ opuscit
kadr) agent przejdzie do stanu Utracony (ay). Agent pozostaje w stanie Utracony (as),
jezeli przed uplywem okreslonego czasu nastapi ponowne odnalezienie obiektu. Gdy to
sie stanie, agent wréei do stanu Sledzony (ag). Jezeli jednak taka sytuacja nie nastqpi
(uplynle okIeslony czas), agent przejdae do stanu Nieaktywny (a;). Tak, jak wezesnie),
nie opusci on tego starmu, az do zakonczema procesu $ledzema. Opisany model
dziatania zostat przedstawiony w formie grafu na rysunku 42.

object

- ad
detection O 3
a a4

Tracked

Active ¥ bost Q
\_»Inactivce‘__/
d 5 Q d 7

Rysunek 42. Model Xiang i in. — schemat dziatania [19]

Przyktadowe schematy postgpowania agenta zostaly zaprezentowane na rysunku
43. Dodatkowo na rysunku 44 przedstawiono rezultaty dziatania opisanego modelu dla
wybranych materialow video. Pod kazdym kadrem zostala podeana nazwa sekwencii
oraz rumer klatki. Kolenymi kolorami zostaly oznaczone ramki okalajace wykryte
obiekty oraz wyznaczone ich trajektorie.

5. Inne algorytmy

Ostatnig grupg sg algorytmy niezaliczajace sig do dwaéch poprzednich, jednak nadal
warte uwagi. Sa one bowiem wykorzystywane jako narzedzie do rozwigzania proble-
mow klasyfikowama, sterowarna lub rekonstrukeji. W miniejszym rozdziale oméwione
zostana implementacje algorytmu uczema si¢ ze wzmocmeniem do rozwigzywaria
wyze] wymienionych problemow.
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Rysunek 43. Model Xiangi in. —przyktad dziatania (1) [19]

AVG-TownCentre #52 ADL-Rundle-1 #232
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TH-Linthescher #51 ETH-Croés_ing #97 Venice-1#235  KITTI-16 #90, KITTI-19 #281

Rysunek 44. Model Xiangi in. —przyktad dziatania (2) [19]

5.1. Rozpoznawanie twarzy, zachowan oraz gestow

Pierwsza podgrupa zbiera zadania dotyczace rozpoznawania twarzy, zachowan
badZ gestdw. Juz w 1996 roku badacze Damell oraz Pentland w [20] zaproponowali
system, ktérego zadaniem byto rozpoznawanie zachowan obserwowanego czlowieka
na podstawie jego postawy, mimiki oraz gestdw przez niego wykonywanych. Stan,
w ktérym znajdowal sie agent, byl okreélany na podstawie szeregu zmiennych.
Pierwsze trzy z nich byly wartodciami binarnymi okreslajacymi czy osoba jest obecna,
czy zostala wyciagnieta reka lewa oraz, czy zostala wyciagnieta reka prawa. Wartoécl
te byty dostarczane przez pierwsza czedé systemu wizyjnego, jakg byla kamera szeroko-
katna obserwujaca cale pomieszczeme. Trzy kolejne wartosci byly tvpu calkowito-
liczbowego 1 okreflaly stan konkretnych partii ciata, tj.: wyraz twarzy (neutralna/-
usmiech/zaskoczenie), ulozenie lewej oraz ulozenie prawej reki (neutralna/wskazujaca/
otwarta). Byly one dostarczane przez kamere z mozliwoécia zmiany obserwowanego
punktu przestrzeni. Zapewniala ona dokladne ujecia wybranych partii ciata. Ostatnie
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trzy wartoéci binarne okreélaly miejsce skupienia si¢ drugiej kamery (gltowa/lewa dtoni/
prawa dlof). Zadaniem agenta bylo wybieranie miejsca skupienia sie drugiej kamery,
w taki spos6b, by zapewni¢ sobie mozliwie najbardziej tresciwe informacje. Gdy
okreglone partie ciala nie byly obserwowane, zmienne je opisujace byly zastepowane
warto$ciami ,,undefined”. Przyjeto, ze dany agent uczy sie rozpoznawaé tylko jeden
rodzaj zachowania, co wymusza definicje zbioru akeji takiego, jak ten przedstawiony
w tabeli 9. Wzmocnienie przydzielane agentowi mialo wartos¢ 1 w przypadku
poprawnego rozpoznania zachowania, badZz — 10 w przypadku fatszywego zgloszenia
W sytuacji, gdy agent odejmowal akcje sterujaca ustawieniem drugiej kamery, wartogé
wzmocnienia wynosila 0.

Rok poéZniej (1997) w [21] Darrell nieco zmodyfikowal oméwiony model. Do
zbioru akcji dotaczyt on ,brak dzialania”. Zmienit sie réwniez sposob wyznaczania
stanu, w ktérym znajdowal sie agent. Zmiana ta polegala na sztucznym zaszumianiu
obrazéw z kamer przed ich przetworzeniem. Wplynelo to korzystnie na rezultaty
dziatania agenta. Nowe ustawienie systemu ilustruje rysunku 43, natomiast na rysunku
46 przedstawiono przyktadowe kadry dla obu kamer.

Tabela 10. Model Darrel & Pentland — opis dostepnych akeji [20]

nurner akeji akcja

1 skieryj kamerena glowe

2 sliieru karnere na lews dton

3 slriery karnere na prawa dton

4 slrieru karmnere na caly sylwetke

5 zetos rozpoznanie zachowania
Image/Scene

noise
J subsample |— = ‘.é
low-res ) \
Jj noise observation

v
(25 Lo

high-res

action

Rysunek 45 Model Drarrel — schernat dziatania [21]

Rysunek 46, Model Darrel —prayldad dziatania [21]
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Innym godnym uwagi modelem jest [22] zaproponowany w 2017 roku przez Rao
iin. Jego zadaniem bylo analizowanie dwdch sekwencji wideo w celu poréwnania
twarzy, a w efekeie okredlenia, czy sekwencje przedstawialy te same osoby. Na po-
czatku kazda z klatek obu sekwencji byla analizowana przez glgboka sie¢ konwolu-
cyjna, w celu vzyskania wektora cech ja opisujacego. Nastepnie cechy te staly si¢
danymi wejSciowymi sieci analizujacej kontekst dla kazdej klatki. Ostatnim modutem
byla sie¢ gleboka bedaca aproksymatorem funkcji wartosci akeji. Zadaniem agenta jest
w tym migjscu wybor klatki, ktorg nalezy odrzucié, by utatwi¢ koncowe poréwnanie
sekwencji. Nalezy zauwazy¢, ze wraz z uplywem czasu liczba klatek pozostatych
w sekwencjach spada, co naturalnie implikuje zmniejszenie si¢ ilosei mozliwych do
wykonania akcji. Wzmocnienie moglo przyjmowaé wartosé 1 lub -1. Obliczane bylo
na podstawie metryki uwzgledniajacej reprezentacje ramki i jej przydatnosé wyzna-
czone przez odpowiednia sie¢ gleboka. Proces stopniowej eliminacji kolejnych klatek
trwal do momentu, gdy agent uznal (finkcja wartogci akcji byla niedodatnia dla
wszystkich mozliwych akeji), Ze usuwajac kolejng klatke, nie osiaggnie poprawy jakosci
klasyfikacji. Alternatywnym sygnalem przerywajacym dzialanie agenta bylo osiagnigeie
wezesnie] ustalonej minimalngj ilosei klatek w jednej z sekwengji. Oméwiony schemat
dziatania agenta zostal zilustrowany na rys. 47.

N &
N A2,
<O <

state t+2 \ / state T

[EEEEE] i m “‘i
— N Eor | / \ of /

state t
action t+1

i | end

Rysunek 47. Model Rao 1 m. — schemat dziatama [22]

5.2. Zadania sterowania

Druga podgrupa to zadania szeroko rozumianego sterowania. Juz w 19935 roku
w [23] Yu oraz Sethi zaproponowali sposéb wykorzystania algorytmu uczenia si¢ ze

wzmocnieniem do sterowania pojazdem w taki sposdb, by utrzymac pojazd w drodze.
Stanem, w ktérym znalazl si¢ agent, nazwano obraz drogi rejestrowane] z przodu
pojazdu. Mial on wymiary 8x32 piksele i stanowil Zzrodlo danych przetwarzanych
przez sie¢ bedaca samoorganizujaca sie mapa (ang. Self Organizing Map, SOM).
Wyjscie sieci SOM liczyto 30 neurondéw, co pozwalalo na rozpoznanie 30 réznych
sytuacji. Tak przygotowane dane stanowily wejscie dwoch sieci. Pierwsza z nich,
w pelni polaczona sktadala sie z warstwy ukrytej o 25 neuronach oraz warstwy
wyjsciowe]j o 11 neuronach. Sie¢ ta obliczala pewnos¢ agenta w stosunku do podjecia
okreslonej akeji. Druga z nich natomiast posiadala jedng warstwe o 11 neuronach
i stanowita aproksymator funkcji wartosci akcji. Naturalnym w tej sytuacji jest, ze
zbidr akcji liczyt 11 elementéw. Kazda z akeji odpowiadala jednej warto$ci z przedziatu
[-15; 15] i réznita sie o 3 od sasiednich. Wartosci te okreélaty kat skretu pojazdu, gdzie
wartosé -15 to moeny skret w lewo, a 15 to mocny skret w prawo. Wartosei wzmoc-
nienia wynosity 0, gdy pojazd poruszal si¢ w granicach drogi. W przeciwnym przy-
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padku wzmocnienie przyjmowalo wartos¢ -1. Tak dobér popychat agenta do trzymania
si¢ w granicach drogi oraz jak najszybszego powrotu na nig w przypadku opuszczenia
jej. Schemat oméwionego rozwigzania zostal przedstawiony na rysunku 48.

(000000000000000000000000000000)

30 neurons
(road model categories)

Road Model Categorization
Network

~

Dynamic
selective

T~

Prediction Network

.

&

OO0 0000000
S » ow o

15 Sharp right

-15 Sharp left
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steering angle in degrees

Steering Network

Straight ahead

v
<

Rysunek 48. Model Yu & Sethi — schemat dziatania [23]

Ilustracja sytuacji drogowych, wyznaczonych w procesie nauki przez sie¢ SOM,
zostala przedstawiona na rysunku 49. Dodatkowo na rysunku 50 zaprezentowano
przykladowe trasy, stuzgce nauce agenta oraz wizualizacje jego podrézy po nich.

Rysunek 49. Model Yu & Sethi — wizualizacja sytuacji drogowych [23]
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Rysunek 50. Model Yu & Sethi— przyklady tras [23]

Dwie dekady pozniej Mnih i in. w ramach projelktu Google DeepMind opracowali
gystem [24], ktérego zadaniem bylo osiagniecie strategii zapewniajacej zwycigstwo
w 49 grach platformy Atari. Obraz o wymiarach 210x160 pikseli, obserwowany
w modelu barw RGB, byl poddawany konwersji, tak by w efekcie uzyskaé jego
luminescencje. Nastepnie wynik byt skalowany do wymiaréw 84x84 piksele. Stanem,
w ktorym znalazl si¢ agent, okreglono macierz o wymiarach 84x84x4 zawierajaca dane
z 4 ostatnich klatek uzyskane przez wyzel opisany proces obrébki. Wspomniana
macierz stanowita wejscie gtebokigl sieci konwolucyjnej polaczone z gleboka siecia
w pelni polaczona. Ostatnia warstwa liczyta 18 newrondw. Tak skonstruowana sied
stanowila aproksymator funkcji wartosci akeji. W grach platformy Atan sterowanie
jest realizowane poprzez wychylenie drazka w jeden z 8 mozliwych kierunkédw,
z mozliwogcia jednoczesnego nacisniecia przycisku. Uwzgledniajac same wychylenia
drazka we wszystkie mozliwe strony, wychylenia drazka wraz z nacignieciem przy-
cigku, naciénigcie przycisku bez wychylania drazka oraz brak dziatania, otrzymuje sig
zbi6r 18 akcji. Schemat opisanego modelu wraz z ilustracja zbioru akgji zostal przed-
stawiony na rysunku 51.

Convolurien Convoluticn Fully cornesctad Fully connactes
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& 1 [ - |
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Rysunek 51. Model Mnih i in. — schemat dziatania [24]

Uwzgledniajge zrdznicowanie w ilogci przydzielanych graczowi punktow dla réz-
nych gier, autorzy zdecydowali sie utozsami¢ wszystkie pozytywne wartodci ze
wzmochieniem réwnym 1, a negatywne ze wzmocnieniem réwnym -1. Wzmocnienie
moglo zatem przyjmowaé wartoéci ze zbioru {-1, 0, 1}. Tak zaprojektowany system
potrafit poprawnie okresli¢ wartoé¢ stanu, w ktérym sie znalazl, co zostalo przed-
stawione na rysunku 52. Pozioma of wykresu defimuje numer klatki, natomiast na
pionowej osi pizedstawiono sume zgromadzonych pizez agenta wzmocnien. Dodatkowo
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zaprezentowano cztery wybrane klatki wraz z oznaczeniem ich na wykresie. Nalezy
rowniez zaznaczy¢, ze rozwigzanie pozwolilo osiggngé lepszy wynik od profesjo-
nalnych graczy w 23 z 49 gier.

1 9 o

T —TTr 7T 77T T T T T T T T T T T T T T
0 5 10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 20 9 100 105 110 115 120
Frame #

Rysunek 52. Model Mnih i in. — przyktad dziatania [24]

Ostatnim omawianym w tym rozdziale systemem sterowania jest model przed-
stawiony w [25] w roku 2019 przez Yang i in. Zadaniem agenta bylo odpowiednie

s eeslesmanlon o v S Tedannl upiuscotasans  pudoaa oy TRy

Zalé'qu'dlﬂc wartoscig ekspUL'ij i, dZic“;ki KIO1€] prograim Slerujgcy aparatu fotogra—
ficznego jest w stanie wyznaczy¢ czas oraz stopien otwarcia przestony, a takze wartosé
parametru ISO. W kazdym kroku czasowym aktualnie widoczna klatka jest analizo-
wana przez wybrany fragment sieci SqueezeNet. Jej wyjscie jest z kolei propagowane
do dwoch galezi, z ktdrych kazda sklada sie z sieci konwolucyjnej. Zadaniem pierwszej
z nich jest wyznaczenie mapy ekspozycji, natomiast zadaniem drugiej jest wyznaczenie
mapy waznosci. Rolg mapy waznosci jest informacja o miejscach potrzebujacych
zmiany doswietlenia. Wynik mnozenia elementowego obydwu map jest przekazywany
do warstwy uogdlniajgce], na podstawie ktérej wyliczana jest wartos¢ zmiany ekspo-
zycji. Nalezy zwrécié uwage, ze opisana sie¢ pelni role aproksymatora funkcji wartosci
akcji. By przezwyciezy¢ problem fluktuacji wartosci obliczanej przez agenta autorzy
wprowadzili dodatkowy modul wykorzystywany jedynie podczas jego nauki. Jego rolg
bylo drobne odchylanie obliczonej przez agenta wartosci zgodnie z rozkladem funkcji
Gaussa. Podezas nauki agent otrzymywal wzmocnienie, ktore przyjmowalo wartosé -1,
gdy wartos$¢ ekspozycji byta zbyt niska, O gdy byla odpowiednia oraz 1, gdy wartos¢
ekspozycji byla zbyt wysoka. Opisany model zostal zilustrowany na rysunku 53. Bloki
wejscia oraz wyjscia sieci oznaczono jasnym kolorem czerwonym; sie¢ przetwarzajgca
wstepnie dane wejsciowe kolorem zielonym; bloki wyznaczajagce mape ekspozycii,
mape waznosci oraz uogodlnienie kolorem niebieskim; modul wykorzystywany tylko
podezas nauki kolorem z6ttym. Warto réwniez zaznaczy¢, ze wartosei dodatnie w mapie
ekspozycji zaznaczono kolorem zielonym, ujemne czerwonym, a zerowe czarnym.
Jezeli zas chodzi o mapg waznosei, kolor bialy oznacza regiony wazne, natomiast
czarny te malo wazne.
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Rysunek 53. Model Yang i in. — schemat dziatania [25]
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Bardzo wazng zaletag oméwionego rozwigzania jest mozliwo$¢ personalizacji zacho-
wania agenta. Rola uzytkownika ograniczy si¢ wtedy tylko do udzielania informacji,
czy poziom ekspozycji jest zbyt niski, wystarczajacy czy za wysoki. Naturalnie uzyt-
kownik otrzymalby agenta wczesniej przyuczonego w celu tylko jego doskonalenia.
Model ten zostal zilustrowany na rysunku 54. Autorzy prowadzili badania na dwoéch
urzadzeniach mobilnych: iPhone 7 oraz Pixel. Wykonali oni réwniez zestawienie ilu-
strujace roéznice w dzialaniu natywnej aplikacji (AP) aparatu, w kazdym z tych urzadzen
oraz rezultaty pracy wyszkolonego agenta. Zestawienie to zostalo zaprezentowane na
rysunku 55. Kolejne kolumny odpowiadaja: AP-iPhone 7, agent- iPhone 7, AP-Pixel,
agent-Pixel.

- Supervised Pre-training

- Personalization via User2

Reinforcement

Learning Userl e
@\ /
P B

// \ User3

Rysunek 54. Model Yang i in. — schemat modelu personalizacji [25]

5.3. Ekstrakcja istotnych ramek filmu

Kolejng, godng uwagi implementacjg algorytmu uczenia si¢ ze wzmocnieniem, jest
wykorzystanie agenta do przyspieszania (przewijania) obserwowanego pliku wideo.
Glownym celem agenta jest wiec analiza ogladanych klatek filmu oraz podejmowanie
decyzji, ile nastepnych klatek nalezy pominaé, by uzytkownik ogladal mozliwie naj-
wigcej tresci, ktorymi jest zainteresowany. W 2018 roku w [26] Lan i in. przedstawili
system, ktdry realizowal opisane zadanie. Stan, w ktérym znalazl si¢ agent, okreslony
byl przy pomocy wektora cech, wyekstrahowanych z aktualnie ogladanej klatki filmu.
Wektor ten byl pdzniej przekazywany na wejscie glebokiej, w pelni polaczonej sieci
neuronowej. Sie¢ ta pelnila role aproksymatora funkcji wartosci akcji. Kolejne, do-
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stepne dla agenta akcje odpowiadaly pominigeiu okres§lonych 1losé klatek filmu. Warto$é
wzmocnienia byla okredlana jako réznica migdzy metryka okreslajaca nagrode za
poprawne trafienia (ang. HR — Hif Reward) a metrykg okre$lajgcg kare za pominiete
istotne klatki filmu (ang. SP — Skip Penaity). Graficznie zilustrowano opisany model na
rysunku 56.

_— [ Trpit vded s s Eay = =" e
State s Action a[ |
|
‘j i
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1 g
Transition l l ! ‘ :
S = S s 1 -
T b 1 f(skaxseen06) )
\
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1
i e i

Rysunek 56. Model Lan 1 in. —schemat dziatania [26]
Zaproponowany model zostal réwniez pordwnany z innymi istniejacymi rozwig-

zaniami. Na rysunku 57. w kolejnych wierszach przedstawiono: rezultat dzialania
zaproponowanej metody (FFNet), wzorcowe wybranie istotnych klatek filmu (GT —
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Ground Truth), dziatanie metody LiveLight (LL), Microsoft Hyperlapse (MH),
Spectrual Clustering (SC), Online K-means (OK) oraz Sparse Modeling Representative
Selection (SMRS). Mozna dostrzec, ze algorytm wykorzystujacy paradygmat uczenia
si¢ ze wzmocnieniem osiagal lepsze wyniki od konkurencji. Dodatkowo jego niewat-
pliwa zaletg jest koniecznos$é przetwarzania tylko czesci danych, podczas gdy wszystkie
algorytmy konkurencyjne sa zmuszone do przetworzenia kazdej klatki filmu.
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Rysunek 57. Model Lan i in. — przyktad dziatania [26]

5.4. Rekonstrulkcja sceny 3D

Ostatnim rozwazanym zadaniem jest rekonstrukcja sceny 3D. W 2019 roku w [27]
Han i in. zaprezentowali system, wykorzystujacy paradygmat uczenia si¢ ze wzmoc-
nieniem realizujacy wspomniane zadanie. Stanem, w ktérym znalazt sig agent, nazwano
chmurg punktéw wygenerowang na podstawie inicjalizujacego obrazu glebi. Na pod-
stawie aktualnej chmury punktéw, przy pomocy sieci MVCNN generowany byt zbior
map glebi z réznych punktéw widzenia, a nastgpnie wyznaczane bylo ujecie, ktore
zawieralo najwigcej brakow. Liczba dostgpnych ujec, a tym samym mozliwych do
podjecia przez agenta akcji, wynosita 20. Byly one réwnomiernie roztozone na dwoch
okrggach — jednym poziomym, drugim za$ réwniez poziomym, lecz ustawionym na
pewnej wysokosci, tak by kamera kierowana na obiekt byla ustawiona pod katem 45°.
Schemat budowy opisanego modutu, bedacego aproksymatorem funkcji wartosci akeji

przedstawiono na rysunku 38,
! l—@ fifh
N ﬂ} ) né”:ﬁ"J m
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Rysunek 58. Model Han i in. — schemat aproksymatora Q-fumkeji [27]

Dodatkowo w procesic rekonstrukeji wykorzystano sie¢ SSCNet, potrafiaca wyge-
nerowac mape wokseli oraz sie¢ 2DCNN, ktérej zadaniem bylo odpowiednie uzupel-
nianie map glebi. W trakcie procesu nauki agentowi bylo przydzielane wzmocnienie
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uwzgledniajace iloé¢ brakujacych w chmurze punktéw oraz ich zmiang w kolejnych
krokach czasowych. Dzigki takiemu podejsciu agent byl nastawiony na wybieranie
tych katdw widzenia, ktore zapewnialy rekonstrukceje, jak najwickszej liczby punktow
dla kazdego kroku czasowego. Ilustracja dzialania opisanego modelu zostala przed-
stawiona na rysunku 59. By natomiast zwizualizowa¢ rezultaty dzialania algorytmu, na
rysunku 60. przedstawiono: (a) obraz glebi bedacy wejsciem algorytmu, (b) chmure
punktow wyznaczong na podstawie wejsciowego obrazu glebi, (¢) widok z dwoch
roznych stron na chmure punktéw po zakonczeniu procesu rekonstrukeji.
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Rysunek 59. Model Han i in. —schemat dziatania [27]

(b)

(c)
Rysunek 60. Model Han i in. — przyktad dziatania [27]

6. Podsumowanie

W opracowaniu wyjasniono paradygmat uczenia si¢ ze wzmocnieniem oraz omoé-
wiono szereg ré6znego rodzaju 1mplementaCJ1 tego algOIytmu do zadan szeroko pojetego
przetwarzania obrazéw. Ponadto wyrézniono podzial i wprowadzono pewng syste-
matyke. Wyrdznione grupy oraz konkretne zadania wraz z listg publikacji oraz lat ich
wydania zostaly przedstawione na rysunku 61.

Utworzone opracowanie pozwala rowniez zauwazy¢ rézne metody automatyzacii
zadan przetwarzania obrazu, ktére czesto sa elementem skladowym systeméw reali-
zujacych bardziej skomplikowane wyzwania, z réznych dziedzin nauki. Jest to dowodem
interdyscyplinarnosci aplikacji algorytmu uczenia si¢ ze wzmocnieniem. W tresci opra-
cowania uwypuklono réwniez korzysci plynace ze stosowania paradygmatu uczenia
si¢ Ze wzmocnieniem, takie jak:
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krotszy czas potrzebny na osiggnigeie zamierzonego efektu;

tatwodé¢ wizualizacji oraz interpretacji wypracowanej przez agenta strategii;
wzgledna fatwos¢ implementacii;

mozliwosé stosowania tam, gdzie klasyczne metody uczenia pod nadzorem nie
moga by¢ wykorzystane;

s porownywalna lub wyzsza jakos¢ otrzymywanych rezultatow.

‘ Uczenie sie ze wzmocnieniem do przetwarzania obrazéw ‘

‘ Modyfikacja obrazu ‘ ‘ Detekcja oraz $ledzenie obiektow ‘ ‘ Inne ‘
[ Redukcjaszuméw || 2018-16] | | Detekcjaobiektow || 2012-[131 | | Rozpoznawanie | 109 [z20] |

| 2019-51 ‘ ‘ﬂ‘ ‘ igest:it:anyﬂ 1997-[21] |
| Korekcjakoloréw || 2018-171 | "ﬂ! \m|
\ = EE

|: 2020- (8] \ \ $ledzenie oblektw H 2015 [19] \ \ \ 2015 [24] ‘
| Odzyskiwanie blokéw | 2018-[9] {2017—l17,181 \ \W\
\ ‘ e ‘ Botrakcla || 201-(26] |

£ e
‘i Miyostanis H 220l ‘ ‘ Rekonstrukeja ‘ | 2019-[27] \
\i Scalanle H 2018-[12] \ D

Rysunek 61. Klasyfikacja implementacji algorytmu uczenia si¢ ze wzmocnieniem do zadan przetwarzania
obrazu [opracowanie wiasne)

Niezaprzeczalng korzyscia ptynaca z opracowanego materiatu jest takze utatwienie
dostgpu do informacji na temat paradygmatu uczenia si¢ ze wZmocnieniem oraz jego
praktycznego wykorzystania w roznych sferach technicznych. Brak dostgpnosci po-
dobnego opracowania byt dodatkowa motywacja. Moze ono rowniez stanowié Zrodto
wiedzy i inspiracji dla badaczy checacych budowaé podobne rozwiazania. Mimo, iz
algorytm uczenia sig¢ ze wzmocnieniem nie jest tak populamy jak inne metody uczenia
maszynowego, to zainteresowanie nim zdecydowanie wzrosto w ostatniej dekadzie.
Szezegdlnie wazne dla badaczy staly sie rozwiazania wspomagajace medycyng oraz
wszelkie zadania pozwalajace konstruowaé autonomiczne roboty lub pojazdy (np.
detekeja oraz §ledzenie obicktow, czy algorytmy sterowania procesami).
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Wrykorzystanie algorytmow uczenia sie ze wzmocnieniem do przetwarzania
obrazéw

Streszezenie

Opracowanie jest przegladem istnigjacyeh rozwigzan wykorzystujacych rézne implementacje algorytmu
uczenia sig ze wzmocnieniem do szeroko pojetych zadan przetwarzania obrazow. Wyrozniono w mm
podzial na grupy algoryvtmow: bezposrednio modyfikujacych obrazy, realizujacych zadame wykrywania
oraz sledzenia obiektow, a takze pozostate, analizujace tresci obrazow w celu realizacji okreslonych zadar.
Wprowadzono réwmniez pewng systematyke, nakreslono sposoby automatyzacji procesdéw obrébki obrazu
z wykorzystaniem paradygmatu uczenia sig ze wzmocnieniem oraz wyrozmono zalety jego stosowania.
Opracowanie wskazuje rowniez Kierunki rozwoju badan na przestrzeni ostatniej dekady.

Stowa Kluczowe: uczenie si¢ ze wzmocnieniem, przetwarzanie obrazow, praca przegladowa

Usage of reinforcement learning algorithms in images processing

Abstract

This work is an overview of existing solutions which use different reinforcement learming algorithm
implementations for image processing tasks in the broad sense. It distinguishes a division into groups of
algorithms: those that directly modify images, those that perform object detection and tracking tasks, and
others that analyse image content for specific tasks. It also introduces some systematics, outlines the ways
to automate image processing processes using the reinforcement learning paradigm and distinguishes the
advantages of its application. The study also indicates the research directions over the last decade.
Kevwords: reinforcement learning, image processing, review
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Abstract — Autenomons Vehicles (AVs) from a far foggy
dream and cartoon liction, are becoming more and more real
nowadays. Realizing this dream can have many benefits both in
terms of improvement of the traffic flow as well as reduction of
pollution and greenhouse gases. Researchers are continuously
developing existing technologies and creating new solutions to
achieve stable and safe control algorithms for AVs. Encouraged
by their work, the author wanied to make his own confribution
to build a better transportation system and faking care of the
environment. This paper is a first step— a summary of currently
published ideas on the application of reinforcement learning
algorithms to the problem of AVs. The paper breaks down the
tasks to their nature and level of difficulty, also shows various

dels of the envir 1, actions and reinforcement signals
outlined at just under 3¢ papers. Additionally, the number of
potential development areas has been highlighted.

Keywords — review, reinforcemert learning, (utonomous
driving, ariificial intelligence, machine learning

I INTRODUCTION

The automotive industry is crucial to the vast majority of
people in the world. Both directly by making it possible to
travel to work ever more quickly and comfortably, and
mcircctly by reducing noise levels and greenhouse gas
emissions. Addressing, such problems is a priority for many
scientists. 'The main task 15 therefore to develop an
increasingly higher level of Autonomous Vehicles (AVs). The
current division is as follows. Level U vehicles are equipped
with a different warning systems which can only temporarily
take control over partucular car mechanisms (cg. ABS or
ESC). Level 1 AVs have systems that share control of the
vehicle with the driver. A fine example here 15 the Adaptive
Cruise Control (ACC) which is capable of maintaining a
certain speed while the driver keeps control of the steering
wheel. This level is also called the “hands on” level Level 2
AVs are known for their ability to perform simple tasks such
ay driving on the motorway or parking. They are also called
“hands oft™ vchicles apart from the fact that the driver must
monitor their correct functioning and intervene if necessary.
Level 3 AVs can handle almost all tasks and emergency
situations. They are called “eyes off” vehicles because the
driver can do other things, such as chatting with friend or
reading a book. He will be asked for taking over a control in
minority cases such as stuck i traffic jam. Level 4 AVs are
able to handle all situations and manage driver to not care
about driving, which led them to be called “mind oft”
vehicles. They are equipped with all steering devices which
may be used at the request of a driver. Tt is also worth noting
that they are limited to certain area or other conditions. In such
casc they will safely abort the trip by speed reduction and
parking in a safe place. At the top there are level 5 AVs which
are capable of handling all possible scenarios and weather
conditions. They also do not need steering devices for the
driver’s use because they are fully autonomous

978-1-6654-2164-5/21/$31.00 ©2021 IEEE

To achieve this level of autonomy it is necessary to use
artificial intelligence methods. Machine Learning (MI.)
algorithms have developed rapidly over the last 20 years.
Many modifications and learming algorithms for Artificial
Neural Networks (ANNs) have also been developed. This
otfers considerable opportunities tor researchers working on
the preblem ol AVs. However, it should not be [urgotten that
ANNs require large amount of trmming data, and therefore
pose difficulties in collecting and managing them.

A Reinforcement | .earning

Instead of dealing with a vast amount of tramning data one
may apply the Reintorcement Learning (RL) paradigm which
provides different kinds of solution - learmng by
expenicneng. RL refers to the idea of placing a so-called agent
in a specific environment. In each time step (t) the agent is
allowed 1o perlorm one ol the available actions. Based on the
environment state (s) observation the agent chooses an action
(ay) 1o perform. This affeets the environment and transits the
agent and environment to a new state (s11). The agent also
receives a reward () which evaluates agents moves. The
agent uses a strategy () and starts in state (s) is expected to
accumulate a total reward expressed by (1), which 1s called
value function. The agent uses a stratepy (i), starts in state (s)
and chooses there the action (@) 1s expected to accumulate a
total reward expressed by (2). which 15 called action value
function

™) — B [T (7 - ) where 50 — 5] 1)

O"s, an=Eg[rat Eq (v ) where so =5 as =a] (2)

Tt is also worth noting that for manipulating the agent’s so-
called foresight discounting, factor v is used. Tts value shall be
within range (0.1 ]. In addition, it should also be said that the
cholee of actions in the next steps 13 made based on & greedy
algorithm that prefers actions with a higher Q-value.
Depending on the necds one can use plenty of RL algorithms
that were brought together | 1| By using ANINs as a function
approximator it is possible not only to select discrete action
but also to determine continuous values. It is called Deep
Remforcement Leamning (DRL). Such possibility 15 g great
opportunity to apply RL algorithms in complex control tasks.
where both precision and straicgy plarming are needed to
accomplish them.

B. Molivalion and Contribuiions

The development of RI, algorithms and other MI. methods
mentioned at the beginning of this paper is supported by many
publications, In 2013, the Goosle Deephdind team developed
[2] - an algerithm achieving results comparable to experts
while playing 49 Atari pames. linages, displayed onthe screen
during pameplay, were the only input of the algorithm. That
paper encouraged scientists to apply RI algorithms i image
processing tasks. In 2018 Hung et al. proposed [3] which was

Authorized licensed use limited to: Politechnika Rzeszowska. Downloaded on July 02,2024 at 13:30:57 UTC from |EEE Xplore. Restrictions apply.

-112 -




managed 1o blend photos and create beautiful artworks. In
2019 Furuta et al. introduced PixeIRL [4]. By treating each
pixel of an image as a scparate agent, the algorithm was able
to de-noise images, rentove captions trom them, or even alter
images according to a pattern defined during learning. Finally
in 2020 L1 et al using a similar method. proposed [3] for
reconstructing Magnetic Resonance Tmages (MRT). Steering,
tasks that require planning were not left out either and in 2019
Spielberg ot al. presented [6] where thev consider 3 tasks:
paper machine controller, high-purity distillation column
controller and Air Conditioning controller. Main advantage of
their approach was abality to work and learn at the same time
even after deployment. In 2020, [7] was published — the
summary of the achievements of Artificial Intellipence (AT}
algorithms in determining vehicle trajectorics. Duc to the lack
of a review on RL aleorithms for broadly defined driving
tasks, the author decided to write this paper as a first step to
contribute to creating new solutions m AVs field of study. The
main contributions of this work are as follow:

o Systematise the control tasks of AVs and the work
devoted to them that uses RIL algorithms.

o Identify and characterise different ways of
representing the ¢nvironment, the set ol actions and
the reinforcement signal in AVs control tasks

s ldentty and highhight arcas of potential development
of RL algorithms applied in AVs tasks

The remamder of this paper 18 structured as follows.
Section 11 presents a breakdown of AV's tasks hy level of
difficulty and specificity. It also introduces new tasks which
have not been considered n summarised papers vet, Section
I deals with the implementation specifics of the RL
algorithm in AVs tasks. In addition, it summarises the impact
of the cholce of the action set and the reinforcement function
on the quality of the algorithm and its learning process.
Furthermore, it also contains a sketch of the author's own idea
as a plan tor further work. Finally, Section [V concludes the

paper.
Il. AV'S CONTROL TASKS

[t 13 obvious that driving a car 1s very complex and requires
attention to many aspects. Therefore, 1t is not trivial to create
an algorithm that 15 up to the challenge of driving AV. o the
best of the author's knowledge, none of the automotive
companies offers their clients level 3 and higher AVs, This
only confirms the difficulty of creating a safe car autopilot. A
strategy was theretore adopted to divide the task of controlling
an autonomous car into individual subtasks which can be done
scparately. The following subsections will discuss both the
mentioned  distribution of AVs control tasks in  the
summarised articles as well as new tasks proposed by the
author

A Simple AUs Control Tasks

Consideration should start with basic but not necessarily
smmple AVs control tasks. The [irst one 15 safe parking which
was considerad in [8] by Maravall et al. in 2003, By design,
the vehicle was supposced to move constantly and slowly
hackwords. The algorithm controlled only steering angle of
the front wheels.

The next task 13 10 keep the speed of the car as close as
possible to the desired one. In 2018 Buechel et al presented
[9] — a Predictive Reinforcement Leaming Controller with

Authorized licensed use limited to: Politechnika R ka. Do

Tncorporated Knowledge (PRLC-A), that is able to {luently
change speed to desire one while driving in car park The same
vear Aradi et al. introduced [10] based on Policy Gradient
(PG) algorithms. They were able to keep desired speed while
driving on a highway. In 2020 Puceetti et al presented [11]—
Adaptive Cruise Control (ACC) Using Actor-Critic (AC)
methods and Recursive Neural Network (RNN) they achieved
smooth longitudinal control. A very similar task is to keep an
appropriate distance between the agent and the following car,
In 2019 Lin et al. prasentad [12] based on Deep Deterministic
Policy Gradient (PG algorithm and car mode! taking into
account vehicle response delays. In 2020 Wei et al. introduced
[13] which uses Double Deep (@ Remforcement Learning
(Double DQRL) algorithm, images from the front camera and
current speed info to achieve the goal In the same year, Cao
et al. presented [14] that uses RL based control of Imitative
Policies (11%) for safe near-accident driving. One of the tasks
was to keep a safe distance while following an unexpectedly
halting car.

The last of the first set of tasks is lane-keeping. This is the
most popular task that has been considered i 25 papers. First
one [15] presented in 1995 by Yu and Sethi that uses Self
Organizing Maps (SOM) to extract knowledge from front
camcra road mmages. After almost 20 vears of stagnation
this field, in 2012 Lange et al. presented [16]. They used birds-
eye view mmages of toy carts track as input and the ClusterkRL
method for training. For years later, in 2016 Sallab et al
presented [17] which uses the Deep Determmistie Actor Critie
(DDAC) algorithm. Also in 2016, Yu et al introduced [18]
using Double DQRL. Yecar after an mnovative method was
presented in [19] by Sallab et al. — they used the Attention
Glimpse Newwork {AGN). In vear 2018 seven works were
published. Fist one 1s [20] where Jartz et al. using
Asynchronous Actor-Critic Apent {A3(T) algorithm and visual
input male it possible to even learn agent how to drift on
sharpening bends of the track. Second one was [21] infroduced
by Chishtl et al. who used Deep Q Reinforcement Learning
(DQRL) anel mages from real driver trips as well as the You
Only Lok Onee (YOLO) dlgorithm o recognize road signs.
‘The third ane was [22] presented by Wang et al. They used the
DDPG algorithm and a number of metrics for training the
agent. The fourth paper was [23]| mtroduced by Wu and T.1
which uses the Aggregated Multi-deep Determ inistic Policy
Gradient (AMDDPG) method relymg on averaging agents
knowladge. The fifth one is [24] presented by Zhang et al.
They used images from ordinary drivers rips and the Double
DQRL algorithm for training the agent. The penultimate paper
[25] written by l'eher et al. uses the [DQR]. method. It also
introduces software for generating random paths for training
and testing the agent. Last one [28] presented by Kesleman et
al. uses a fusion of DQRL and A* algorithm. Input data for
the algorithm were birds-eve view of the road with velocity
and steering angle incorporated into that image as colourful
horizontal stripes. The year 2019 was also full of 1deas. The
first one is [27] presented by Kendall et al. who successfully
attempted to learn the agent how to drive a real car in a time
shorter than 24 hours. They used both the DDPG algorithm
cambined with Variational Autoencoder (VAL) as well as the
car’s [rontal camera image. The next idea was [28] introduced
by Liang et al. which uses I'ederated 'I'ranster Remnforcement
Learning (FTRL). The main clue was to gather knowledge
from one agent interacting with a simulator and 3 agents
driving real small veheles. Futhermore, Zhu and Zhao
presented [29] where they used PILCO algorithm and visual
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mput data [rom the driver s perspective to rain the agent. Nexd
paper [30] introduced by Zhang et al. uses Double DQRL and
a real small car model, In the year 2020 three papers were
published. First of them 18 [31] where Ke et al. compared
DDPG and Soft Actor Critic (SAC) algorithms, The second
one 1s [32] presented by Morais ¢t al who used a fusion of
Troximal FPolicy Optimization (PP, Evolutionary Algorithm
with Numerical Differentiation (EAND) and Robust
Recursive Lincar Quadratic Regulator (RRLQR). The last one
1s [33] written by Youssef and Houda who used DDPG and
visual input for training the agent. Finally, in 2021, Fuchs et
al. presented [34] that uses SAC algorithin and very realistic
simulator Gran Turismo Sport (G'L'S) for training. Agentusing
only couple of rangefinders has overcome all of the world™s
best plavers. The lane-following task is considered by 3 more
works [10. 35, 30] but not directly so they will be discussed in
subsequent subsections.

B. Addvenced AVs Conirol Tasks

The next group of tasks that should be considered are
advanced AVs tasks. The first of them 1s on-ramp merging. In
2016 Shalev-Shwartz et al. presented [37] that uses Multi-
Agent Learning (MAL) for solving merging problems in the
“2 = 2" road link. The authers assumed that each agent knows
other agents driving mtentions. In 2017 Wang and Chang
introduced [38] where QRL and Long Short-Term Memory
(1.8TM)ywere used for highway on-ramp merging. In the same
vear Mukadam et al presented [39] achieving the goal by
QRL and (Q-masking methods usage. [n 2018 l'ayjie et al.
introduced [40]. They used DQRL [or training the agent who
moved 1 an urban environment The second task which 18
very similar to the previous one s overtaking the {ollowing
vehicle. Many of the already mentionad works |10, 18, 2123,
24, 26, 39, 40] consider this task. In addition to this in 2011,
Neai and Vung presentad | 36] whers the strategy of Multiple-
Goal Reinforcement Leaning (MGRL) was used. In 2018
Wang et al. introduced [41] that uses the DQRI. algorithm. In
2019 [42] by Chen et al. came up. The authors used Deep
Recursive Deterministic Policy Gradient (DRDPG) algorithm
supported by LSTM and Convolutional Neural Network
(NI combination. The same year also |33] by Nageshrao et
al. was published. They used Double DQRL algorittun for
training the agent who was driving on the highway. 1wo vears
after Huynh et al. presented [43] rying to tackle the problem
of highway driving by using the P(3 algorithm

The next advanced task is the ability to safely going
through interscctions. It was considered in mentioned [217.
Also i 2019, Bacclhiam etal. presented |44] that uses the A3C
algorithm. Agent was driving through roundabout using
digcrete birds-eye view image. In 2020 Wang et al. introduced
[45] where the 1dea of collecling near-intersection sensors mlo
and mapping it into a list of objects was used. The connected
task is learning how 10 pass an arca where occlusion oceurs.
The next three cited papers consider hoth this task as well as
the intersection passing lask. The {irst of them is [46] [rom
2018 made by Isele et al. where the DQRL algorithm was
used. The authors proposed 3 scenarios: &) the agent decided
only when to start going through the intersection, b the agent
decides whether o stop or slowly approach the intersection,
the third choice 1s to go all the way through n any time while
stopping or approaching, ¢) the agent has full control over the
vehicle acceleration and can control it in real time. The second
paper 13 [47] mroduced by Pusse and Klusch in 2019, They
used a combination of A3C and heaps making so-called
HyLEAT algorithm. They locused on accidents with

pedestrians. The last work 1s [14] presented m 2020 by Cao et
al. Ttuses the PPO algorithm for training the agent whose work
is to choose driver type (timid or aggressive) By switching
them the agent can ensure safe driving. The last advanced task
is to correctly react to unusual and dangerous situations. It is
similar to previous one and 15 also considered by [47] and [14].
Lixamples of such situations are: unexpected pedestrian
crossing road in the wrong place, following vehicle
immediately halting with or without reason (2.2, while dear
enterad the road), a vehicle coming from the opposite
direction enters a trontal collision wajectory and other vehicle
passing intersection while having no permission. In addition
to the mentioned articles, this task 1s also addressed by [48]
presented in 2020 by Kontes et al. Using the DDPG algorithm
they approached to avoid an unexpected obstacle while
driving through a tunnel at hugh speed. Apart from driving
sately the second goal 1% to reach the destination point in a
reasonably short time. Many works do not consider it because
of safety prionity. Despite that, the number of papers
considering car racing or highway traftic believes that safe
driving is as important as to make a trip as quick as possible.
Here is a list of these works that have already been mentioned:
[16, 20,22, 23,28, 29,31, 34, 39, 42, 43, 43].

. Other Control Tasks

In addition to simple or advanced vehicle control tasks
there are also tasks that include controlling processes or tratfic
rules. This subsection will distinguish four kinds of such tasks.
‘The first of them 1s controlling electric engine power in hybrid
engine vehicles. Wise use of resources contributes to a
reduction in the amount of fuel needed and hence lower
greenhouse gases emission, Saved energy can also be used in
many situations e. g. while performing overtaking manoeuver
where quick acceleration 1s required In 2019 Qi et al
introduced [49] where msthods of T/RT, and Duelling Deep
Reinforcement Lesming (Duelling DRL) were used. A vear
later Wang et al. presented [50]. The authors used combined
DDPG, YOLO and DarkNet methods to properly understand
the situation based on front camera image nput. The next task
appears when a large amount of data from all sensors need to
flow fhrough the hottleneck data hus. Tn 2019 Moon et al.
assumed that nol every sensor outpul is crucial every discrete
time step when Autonomous Driver (ALY 1s operating. They
developed [51]as a managing system [or information flow. To
reach the geal authors used the QRI, algorithm that decided
when to query sensors about their output. The third discussed
task i3 to develap an algorithm capable of driving AVs while
recogrusing road signs and obeying rules indicated by them.
Such approach was considered in [21] mentioned betore. The
last one of such problems category 1s developing an algorithm
for road rules and traffic management. In 2018 Vimitsky et al.
proposed [32] where Trust Region Poliey Oplunization
{TRPO) was used to manage maximum speed on 3 out of 5
parts of @ highway “4 10 2 to 17 bottleneck. In order to present
the distribution of tasks in the discussed works, Table T has
been created.

D. New AVs Controf Tasks

Degpite many works considering RL applied to the field of
AVs, some challenging tasks have not yet been addressed. The
tirst of them is to develop a system that is capable of driving
salely m different weather conditions and under different
lighting, conditions. None of mentioned papers addresses the
problem of traning an agent who can drnive not only in
daylight. Such an extension of the domain may cause many
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systems to struggle. On the one side systems based on LTDAR
and other sensors may have problems with correct recognition
of the surface of the road and on the other side vision-based
systems may have trouble spotting some obstacles. As a
solution, one can propose to train number of systems
separately and solve the problem by simply switching between
them.

TABLEL TASKS TYPES DISTRIBUTION

Task type Paper References
parking [8]
desired speed keeping [91, [10], [11]

desired distance keeping [12], [13], [14]

[10], [15], [16], [17], [18],

[19], [20], [21], [22], [23],

[24], [25], [26], [27], [28],

[29], [30], [31], [32], [33],
[34], [35]. [36]

[371, [38], [39], [40]

[10], [18], [21], [23], [24],
[26], [35]. [36]. [39]. [40],
[41], [42]. [43]

[14], [21], [44], [45], [46], [47]
[14], [46], [47]

[14], [47], [48]
[16] [20]. [22], [23], [28],

lane-keeping

on-ramp merging

overtaking

intersection passing

driving while occlusion occurs

unexpected road situations handling

time trial [29], [31]. [34], [39], [42],
[43], [45]

power source management [49]> [50]

data flow management [51]

obeying road signs [21]

traffic flow management [52]

Next task it to learn the ability to overtake while having
only one lane for each direction. It is the hardest from
described tasks because it consists not only of overtaking
manoeuvre but additionally also from opposite lane constant
monitoring and aborting the manoeuvre if necessary. It is also
the case to react when someone is overtaking and forcing us
to move out of the way. Such cases should also be considered.
On the other hand AD in the vehicle that is just overtaking
should also react in a way minimizing the risk of the accident.

Another difficult task is to recognise emergency vehicles
such as ambulances, fire service trucks and police trucks. AD
should in such a case slow down and make a space for them
to quickly pass traffic. The easiest way to implement it is to
use software for wireless communication. Such an approach
does, however, carry a potential risk of a hacker attack. Author
believes that a better way of solving this problem is to
incorporate visual information and image processing
algorithms for emergency trucks detection.

III. IMPLEMENTATION ISSUES

This section will briefly discuss summarised papers
implementation issues, in turn: the learning environments of
the agents and the needs associated with them, the types of
input data, the different ways of building up the set of
available actions, and the quantities that constitute the
elements of the reinforcement signal. At last, the author will
outline his idea of AD for AVs.

A. Environment

The first step to develop a properly working solution is to
define where it will be working. In summarised articles three
main options emerge: a) training and testing an algorithm
virtually by simulations, b) training and testing an algorithm
onreal-life vehicles (cars or smaller models) and ¢) combining
the first and second approaches. As one could expect training
and testing algorithms using traffic simulators are the most
popular approach. The exact distribution is shown in Table 1.
So far many different racing and car simulators were
developed and are being developed nowadays. These include:

s SUMO - free simulator written in Python. Tt allows
users to create almost any desired intersection and
manage the traffic flow including vehicles ADs. Users
can also use different metrics (even pollution
emission level) and birds-eye view images as input for
creating an algorithm. More information and code of
the simulator can be found under the link:
https:/www.eclipse.org/sumo/about/.

»  CARLO - free simulator written in Python based on
simplified models (point particles) of vehicles and
pedestrians. It also offers birds-eye view mage as
mput. More information and code of simulator can be
found m [14] and under the link:
https:/github.com/Stanford-ILTAD/CART.O.

¢  CARLA —free simulator that offers the possibility to
design urban roads environment and quite realistic
textures. It also provides vehicle front camera images.
More information and code of the simulator can be
found under the link: https://carla.org/.

s  TORCS - free car racing simulator offering a number
of different difficulty tracks with different types of
road surface and quite realistic physics. Tt also
provides many types of metrics and two view options
(from 1% and from 2™ person). More information and
code of the simulator can be found under the link:
http:/tores.sourceforge.net/.

s WRC 6 — commercial car racing simulator. There is
no open code available but it offers both very realistic
vehicle physics and dynamics as well as many tracks
with different types of road surface and varying slope.
Raw image can be used — view from 1* and from 3
person. More information about gameplay and the
whole series of that video games is available under the
link:
https://en.wikipedia.org/wiki/World_Rally Champio
nship (video game_series).

* GTS - the Gran Turismo Sport commercial,
multiplatform and very realistic (both physics and
visual) car racing simulator. There is no open code
available but it offers both very realistic vehicle
physics and dynamics as well as many tracks with
different types of road surface and varying slope. Raw
image can be used —view from 1% and from 3" person.
More information about gameplay and whole series
of that video games is available under the link:

https:/www.gran-turism o.com/pl/products/gtsport/.
*  Microsoft AirSim — quite realistic and multiplatform

urban  traffic  simulator made in  Unity
https:/unity.com/). It offers a vehicle front camera
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image and also this image after segmentation. More
information and code of simulator can be found under

the link: https://microsoft.github.io/AirSim/.

*  Open DS-CTS 1.0 — accidents mvolving pedestrians
the simulator which 1is limited to the Linux platform
only. The authors' consent code could be downloaded
from: https://github.com/FlorianPusse/OpenDS-CTS.

s Unity ML Agents — helpful toolbox facilitating the
work in Unity. Applications done there could be
deployed on almost any platform. More information
and code of the simulator can be found under the link:

https:/unity.com/products/machine-learning-agents.

To make it easier for the reader to compare his ideas to
other works here are the lists of papers where mentioned
simulators were used: Sumo — [39, 46], CARLO - [14],
CARLA —[14, 19, 33, 48], TORCS —[17, 22, 23, 29, 31, 42],
WRC 6 — [20], GTS — [34]; Microsoft AirSim — [28]; Open
DS-CTS 1.0 — [47]; Unity ML Agents —[13, 43].

TABLEIL ENVIRONMENT TYPE DISTRIBUTION OVER PAPERS
Environment Type of the environment
type ] . Real
distribution Simulator Mixed w:rld
[8], [9], [10], [13], [14], [15],
[171, [18], [19], [20], [21], [22], [
[23], [24], [25], [26], [29], [31], g
s | B LB LBl | B LS
[38], [39], [41], [42], [43], [44], [40]’
[45], [46], [47], [48], [49], [50],
[51], [52]

A couple of papers [27, 40] were based on transferring
knowledge gained by simulations to real vehicles for fine
tuning. In [28] authors used real world experience and
simulations at once. In [16, 30] agents learned through
interacting in the real world. As can be easily seen, many
researchers decide to simulate one. The main reason for this
may be the lack of high quality recorded trips consisting of
camera images, metrics, LIDAR and RADAR data. The
second and also very important reason is that working by trials
and errors (RL style) is highly risky and costs a vast amount
of money. Unfortunately there is no simulator capable of
imitating every possible scenario.

The author believes that to improve research quality there
is a need for creating a simulator that can offer: very realistic
physics engine, very realistic textures (for learning by visual
input purpose), changing road and weather conditions
(including darkness, harsh light, rain, wet or snowy road
surface), managing traffic (implement various ADs to the
number of vehicles at one time), many types of vehicles (from
bicycles and motorbikes, through cars to lorries and
emergency trucks), designing various road scenarios (various
intersection types and railway crossings), multi-agent learning
support (e. g. as client—server architecture). Such simulators
should also be multiplatform.

B. Input data

The next milestone is to decide what kind of data will be
the algorithm input. First of all it depends on platform on
which the algorithm will be deployed. When working with
simulators 1t can be all of listed: vehicle’s velocity, vehicle’s
acceleration; vehicle’s rotation relative to the road direction
(vaw angle), vehicle’s rotation in space (pitch angle);

vehicle’s 2D or 3D position vector; vehicle’s steering angle;
vehicle’s battery charge state or fuel level, vehicle’s actual
fuel consumption rate; distance to destination point; 1% p., 3¢
p. or birds-eye view camera image; segmented camera image;
list of other vehicles on the road, their relatives velocities’ and
accelerations; LIDAR or RADAR sensors output. A couple of
sensors such as camera and LIDAR produces a lot of data
which can be difficult to handle or may cause algorithm long
convergence time or even divergence. Other quantities may be
hard to obtain in real world applications (e. g. other cars
relative velocities and accelerations). There is also a case that
LIDAR sensor is struggling when dealing with fog, water,
asphalt or tar because of theirs light-absorbing capability. Tt
should also notbe overlooked that some people paint their cars
with Vantablack which makes the LIDAR sensors blind for
them. It is worth noting that camera images can be blurred,
overexposed, dimmed or have light flares due to weather
conditions. Despite these drawbacks of camera images and
LIDAR sensors they cannot be omitted during the creation of
AD for AVs. As can be seen from mentioned papers, this task
is s0 complex that other sensors outputs are too simple to be
good enaugh domain representation. The author believes that
to achieve better performance a night vision systems should
be added m future works. Due to the reasons discussed above
camera images, LIDAR sensor and other sensors used alone,
do not provide a safe and stable solution. To build one it is
necessary to combine different kinds of sensors together.
This view was shared by only some of the works discussed.
The whole action set types distributions over mentioned
Ppapers can be seen in Table III.

TABLEIIL INPUT DATA TYPE DISTRIBUTION
Data Images Mixed Sensors
type Dirds- Dirds- metrics,
dstb. Pp p. eye ®p. eye LIDAR,
view view RADAR ete.
[8[], []9]i 1 ]0],
11],[12],
11}, [ 09l [22]
[21], o7 [23], [25],
[27], [16], 201 [26], [28], [31],
el oy osy | opsl | Bib | oma | paps
| P2 el | I sl | pel b7l
(3] L25], (8], [39]
(2] Lol (1] [43]
01 (48], [49]
[51]. [52]
C. Action set

After deciding how input data will look like, the next step
is to design the exact form of the action set. Depending on the
task under consideration, the set of actions may include:
vehicle’s acceleration management; vehicle’s target velocity,
vehicle’s steering angle; vehicle’s lane change desires; electric
engine power share management; AD’s type choosing; data
bus flow management, maximum allowed speed
management; handbrake usage, intersection departure
decision undertaking. Some of these actions must, by their
nature, be discrete. Considering the remaining cases, defining
the set of actions as discrete or continuous actions may be
crucial. The characteristics of the action set should be
determined by the objective pursued and the expected features
of the solution to be prepared. On the one hand, discrete action
set benefits the creator for at least two reasons. First of all, in
many cases it is far more simple to design it (list possible
cases) than to deal with properly bounding continuous values
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[or all algorithm outputs. The sccond reason 1s based on
specifying RL alporithm for the laaming process  not every
the RL algorithm fits well with cach tvpe of action sct. In other
words 1t can be easier to deal with simple-theory algorithms
and tabular representations of value function and action value
function than the use of the approxumator of these functions
which may inler struggling with approximater (in almest all
cases some kind of ANNS) training process hyperparameters
configuration. In some cases discrete action space can make
the learning process converges faster. By tumn, using
continuous action space can potentially solve mare conplex
control tasks. In the perspective of AVs when dealing with
steering control such approach could result in receiving a
smoother way of taking bends and reduced fluctuations on
straight parts of the road. Overall, the aforementioned issues
are only tips because everything depends on the idea of how
10 solve a specific problem. A good cxtample arc papers [48]
and [14] where two approaches of dealing with the reaction
for unexpected road situations were presented. In the first one
it was viewed as a continuous steering problem and in the
second one it was switching between ADs Lypes. For a betler
insight mto the distnbution of the action set types among
mentioned works, Table IV were created.

TABLE IV ACTION SET TVPE DISTRTBUTION
Aclion Action set.type
type Diserete Mixed Contlnuons
dsth.
[8], [9], [10].
X [11],113].117],
[14]. 151, [16], (17 18],
pep, | 200 L 24T 1261 331, o iy o
e | BSIDELBTLIOLEOL | OS2 | () (3] o).
i [43], 144]). [45]. |46]. 1471 [341: I?X]i [411:
i [8], [49], [50].
[52]

1. Reinforcement signal

The last but not least element is the reinforcement signal.
As 1t was stated before, its task is to cvaluate the agent’s
actions. The reinforcement signal may consist of many
clements due to the necessity of opumising many aspects of
the algorithm being developed. Each of the fragments is
thercfore responsible for dealing with the relevant goal. In
summarised papers following quantities were involved
distance travelled by the agent; time consumed Lot travelling,
distance between AD and following driver; distance from the
centre of the road; vehicle’s velocity; vehicle’s vaw angle
relevant to the road directicn, vehicle’s yaw angle changing,
ratc, vchicle’s steermg angle changing rate, vehicle's
acceleration changing rate; the volume of fuel used by the
vehicle; the number of the lane in which AD is moving
(reward if it’s a right lane and punishment when it’s one of
taster lanes), quality of chosen data packages, intersection
flow rate, the kinetic energy of the collision, manceuver
duration time. Depending on the context and aimed goal some
of listed quantities may be used in different ways e. g the
travelled distance can be weat as reward when poal for the
agent s to travel as far as he can, or can be treated as
punishment when one deal with car racing problem. The
second example could be the time of the wip. On the one side
1t should be short if ALY's 1s racing or lnghway driving, on the
other hand it should be as long as possible when considering,
driving time without collision. [t should not be overlooked that
some events could also be part of the reinforcement signal e.
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g road accident happened; AD found itself outsicle of the road
boundaries, the AD disregarded the regulations imposed by
traffic signs or speed limits; AD succceded to safely fimsh
travel.

E. Auihor’s approach sketch

Moreover, as one of the presented summary results a
sketch of the author’s idea will be presented. It considers a
highway driving task. An agent will have to control the wheels
steermng angle, brake and throttle. All outputs will be
continuous values ranging from -1 to 1 (hreak and throttle
outputs will be treated as cne output because they dare mutually
exclusive). Doing such should provide smooth driving
experience. Furthermore inpur data will be established by
vehicle's metrics, LTDAR sensor data and images from front,
rear and side-rear cameras (left and right). Metrics should
provide vehicle's state information while LLIDAR data ought
10 be a vehicle on road position reference. Front and rear
camera input will extend AIYs knowledge for crucial
information about distance {rom others vehicles on the same
lane and ther desires (spotting direction mdicators and
sideways creeping). Side-rear cameras address the issue of
satety overtaking manoeuvre. The author believes that these
camerd images will ensure the AD il it is sale 1o begin
overtaking and when it 18 safe to fimsh this manceuvre. It
should also be a solution for speeding drivers who approach
too fast to be correctly recognised by other systems as
hazardous situations. The author leaves the verification of the
presented 1dea for future work.

IV. CoNcLusioN

In this paper the summary of currently published ideas on
the application of the RL algorithms to the problem of AVs
was addressed. Furthermore, the breskdown of AV's tasks
was presented, showing various modals ot the environment,
action sets and reinforcement signals outlined in just under
fifty papers. Additionally a number of potential development
areas were highlighted such as new tasks for AVs and new
environment simulator creation necessity. The author also
presented the sketch of his own 1dea for highway driving tasks
to which his future work will be devoted
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Abstract— The article presents the application of Mamdani
Fuzzy Logic Inference System to optimize the operation of a
Computerized Numerical Control (CNC) machine for given
dynamic parameters. These parameters are maximum speed,
acceleration and JERK. The JERK parameter determines the
rate of change of acceleration. The parameters are defined for
each working axis of the machine. In order to check the
correctness of the solution proposed in the paper, the learning
and testing process was ducted on specially designed
database including different trajectories generated for
machining with different machine dynamics parameters. The
approach presented in the paper using elements of fuzzy logic to
optimize the operation of the CNC machine proved to be very
good. The authors, in cooperation with industry, will develop the
aforementioned solution lea ding to implementations and further
scientific publications.

Keywords — CNC machine, Jerk, Reference Points, Fuzy
Inference System, Artificial Intelligence, Particles Swarm
Optimization

1. INTRODUCTION

The progressive globalisation of the world economy
is particularly evident in the field of modern technologies,
striving for maximum automation of manufacturing
processes. With regard to numerically controlled machines,
there 1s a need to modify existing solutions, linked to the
pursuit of more favorable technological and economic effects
and a reduction in energy consumption [1][2]. Anincrease in
machining productivity and the service life of the main
components of CNC machines, while meeting the required
geometric accuracy and quality of the final product, is
possible through the development and improvement of
machine tool control algorithms. The specificity of numerical
machine tools, related to their design, software and operation,
requires the involvement not only of engineers but also of the
scientific community from many research fields [3]. The
industrial experience of the authors, related to the application
of modern computer methods and the operation of CNC
machine tools, indicates that the problem requiring the
support of the scientific community is the development and
implementation of new algorithms and the optimum selection
of parameters describing the dynamics of the CNC machine,
allowing the exact reflection of geometric points of the
performed detail [4] [5]. The main objective of the solution
currently used in industry is a systematic approach related to
the correlation of the time discretization algorithm and the
shape and values of the parameters describing the dynamics
of CNC machines. However, the resulting offline solution has
two important drawbacks [5] [6]. The first is the need to

KXX-X-XXXX-XXXK-XKKBXK.00 ©20XX [EEE

search through a number of combinations of machine
dynamics parameters to find the combination that achieves
the targeted accuracy. The second is the way in which the
machine's motion is controlled - using the maximum
acceleration available (rapid acceleration as well as
deceleration), which leads to more wearing of the machine in
a shorter period of time and can therefore increase the final
cost of the manufacturing process [8] [9]. An additional
aspect to consider is the lack of straightforward
interpretability of the results obtained, which translates into
Iimited opportunities for the expert to affect the final results
of the machining process. To meet such challenges, the
authors of this work decided to propose a system capable of
similarly dealing with parameter optimization, but allowing
its operation to be interpreted and modified by the user. To
achieve this, the authors decided to create a control system
using Mamdani fuzzy logic trained via a particle swarm
optimization algorithm [10]. Tt has been already applied to
handle other problems in CNC machining process
[11][12][13].

Contributions of this work are ag follows: (1) a new
algorithm has been proposed for controlling a CNC machine
for a given dynamic parameters using Mamdani Fuzzy Logic
Inference System whose rules can be understood and edited
by an expert; (i1) a database for training and evaluation of the
algorithm has been proposed.

[I. DATABASE

A. Used base algorithm

Tn industry there are various approaches for a solution that
allows for the proper selection of the dynamics parameters of
a CNC machine [14]. The aforementioned algorithm called
Reference Points Realization Optimization (RPRO), which is
used nowadays in the technological process, was used for the
research. It is based on the given parameters of CNC machine
dynamics. The solution is generated offline. The end result is
a generated G-code that guarantees the maximum accuracy of
hitting the reference points and the fastest execution time. The
obtained solution is characterized by the fact that for each
reference point the accuracy of hitting can be different. Thus,
the main goal is to achieve the desired accuracy for each of the
reference points, which is reflected not only in the average
accuracy of manufacturing but also in the quality of the detail

The calculation of the reference time is determined by
reaching the first reference point after a certain number of time
steps. The number of these steps depends on the position of
the reference point. The time step is always the same and is
0.002 s. The accuracy of reaching the reference points is
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achicved by comrecting the speed and acceleration values
accordingly. Tt should be noted that increasing the accuracy of
reaching successive reference points docs not change the
number of time steps between them, but only the control
values are modilied for them [1S].

A verv important parameter that determines the
dynamics of a CNC machine is Jerk [7]. The purposc of the
Jerk puarameter i$ 1o oplimize the acceleration rate of the
spindle, and it is a parameter defined for each axis of the
machine. This means that the movement of the tool tfrom a
given point to another reference point during acceleration and
deceleration 1s performed according to the dynamics
specified 1n this  parameater. Correct selection and
determination of this paramcter causes the machine tool and
all its mechanical components, ie. servos, spindles, to be
operated according to their ratings . which improves the
quality of manufactured products and extends the life of the
machine [16] [17] The RPRO algorithm shows what is the
maximum possible accuracy of the realization of reference
points for selected parameters of the dynamics of the machine
while maintaining all factors related to the life of the CNC
machine itsell and the quality of the manulactured detail, Jerk
can be evaluated using formula (1), where acceleration,
velocity, time and relocation are denoted by a. v, t and r
respectively.

_ad ar

dn =2 =g =L =i =25 =¥ (1

ar T oart ar?

B Authors database proposition

Based on the algorithm (RPRO), a database containing the
results of the mentioned algorithun for different combinations
of machine dynamics parameters and spindle motion
trajectories was created for the experiments. The values of the
studied variables are summarized 1n the Table 1 1t 15 worth
noting that for each combination of trajectory length and
reference point density, 10 random motion trajectories were
generated, which means a final of 9 proups of 10 trajectories.
Thus, the total number of analyzed machining processes 159 -
10+ 4 53 = 5400 (600 in each group). The database formad
trom such combinations of dynamics parameters and diversity
of trajectories provides the possibility of venfyving the
correctness of the proposed algorithm and evaluating the level
of adaptation to changing conditions of the working
environment.

TABLEL 1JATAPASE PARAMFTERS VALUES
Dalabase Purameters Values
Purimetor Possible Values Combinations
Tactor
Trajectary length {15, 50,100} 3
Reference points density {Low, Mediuny, Highl} 3
Maximum velocity [%] {2.5.4.0,6.0.8.0} 4
Musimum acceleration [;L:] {1.5,1.8,2.0,2.5,3.0} 3
Jerk [5] £20,20,30} 3
Target precision [mm] 0.01 1
Time dep duration [5] Q.002 1
Authorized licensed use limited to: Politechnika R ka. Downl

[1l. PROPOSED l'UZZY INFERENCE SYSTEM

With the primary goal of creating a system that the user
can easily interpret and modify as needed, the authors decided
to use a furry inferencing system according to the Mamdani
model. An additional advantage is its relatively simple
construction (construction of input signals and covering the
fuzzy domain with functions). The study of the Sugeno
system, which should pet better response tumes, the authors
leave for future work. The trained systems had three inputs
‘These were, respectively, normalized spindle velocity,
normalized spindle acceleration and normalized spindle
distance trom the next reference point. All inputs were evenly
covered with triangular functions in amounts of respectively:
5, 8 and 3. The mimimum values of the inputs respectively are
0.0, -1.0 and 0.0, while the maximum value of each input is
1.0. The output, whose values are in the range [—1.5, 1.5],
denoting the system's decision al a given ime step, 1s also
covered with three functions representing Deceleration, No
Action and Acceleration respectively. During calculation and
evaluation, the system's response (output value) was rounded
to the whole. The diagram of the created system is shown in
Figure 2. It 15 worth noting at this point that the functions
implementing the subsequent logical operators are as [ollows:
AN (min), OR (max), I (min) and 4G (max)

IV. EXPORIMENTS AXD RESULTS

To test the proposed solution, experiments were conducted
as tollows. Wantmng to check the correctness of the aperation
[or unobserved data during the learmning process, it was always
conducted on 2 trajectories from one of the 9 groups. Thus,
these were data from 120 machining processes with different
machine dynamics parameters. Testing the quality of the
obtained system was carried out on the data [or the remaining
R trajectories of a piven group. According to the authors
assumptions, 4 system leamed on short trajectories should also
be ahle to handle trajectories of other lengths. So the learming
was carried out for each of the groups numbered 1. 2 and 3
containing data for the shortest trajectorias for each of the 3
densities of relerence points. To confim the sclution's
stahiliy, it was decided to mplement the learning process tor
5 pairs of trajeclories in each of the 3 selected groups. During
the course of the experiments, however, 1t turned out that for
group number 3 the learning process was significantly longer.
T addition. the process of subssquent evaluation of the system
was far too long to meet the raquirements of mplementation
n a real solution. 1t was therefore decided to implement the
learning process for group number 3 only for the first pair of
trajectories. In addition, it was also necessary to reduce the
number of epochs of the learning process for this particular
case. The statistics of the learning process are shown in Tahle
1L

Analyzing the results, authors note that as the density of
reference points decreases, the number of records of the
learning sel and the test set (equal to the tolal number of time
steps i all the processing processes that constitute the set)
mercases  drastically. These results explain the noticed
problems with the duration of computation. The metric on
which the particle swarm optimization algorithm depended
was RMSE. For all the leaming processes presented, this
metric for the test sel was comparable or more [avorable than
for the learning set, which can be defined as success.
Conlirmation of the successlul implementation ol the lcaming
process 1s also provided by the percentage of mcorrect
decisions. A system response that differed by 0.5 or more from
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that contamned in the database was considered to be incarrect.
Analyzing the results, it can also he notad that as the number
of rules of the final system for a given group increases, the
qualnty of this system decreases (visible for group number 2)

TABLL IL TRANING RESULTS
Reflerence Maximum RVISE RMSE Bad Train Test Rul
Points Iterations Training Time Truining | Tesling Sel | Decisions Records Records Nuumf;‘r
Density Number Set [mm] [mm] Fraction Number Number
1 60 Th 8min 13 1341 1,338 0128 13628 53912 52
2 60 52nun 8s 1355 0361 0134 12759 54781 54
High 3 60 Th 19min 43s 1334 0.337 116 14552 S298% Hi?
4 60 1h 1dmin 155 0333 0.337 011 12673 54867 81
5 60 1h 1%min 18s 0325 0.334 0114 13928 53612 79
1 60 Sémin 283 0407 0.408 0.0%3 60623 286040 78
2 60 1h 36min 95 0495 0.441 0.168 77010 268753 145
Medinm 3 60 1h 21min 7s 0.501 0.446 0.156 69874 276789 122
4 60 52min 293 0393 0405 0.089 67603 279060 56
5 60 1h 28min 333 0517 0473 0159 70653 275010 136
Low 1 15 4h S0min 133 0212 0.154 0.026 693732 2631315 141
TABLE III. ASCSASCD EVALUATION RESULTS
Reference Reference Mamdani
Foints Points Number RIPRO
Density in Trajectory I Z 3 + 5
15 00201 = 0.0087 | 0.0255=0.0061 | 00255 =0.0061 | 0025 =00062 | 0.0255+0.0061 | 0.0232 =0.0063
High 50 004054 0.0172 | 0.0314 £ 0.0088 | 0.0314 - 00083 | 0.0313 - 0.0088 | 00314 10,0038 | 0.0315 L 0,0095
100 0.0497 + 00222 | 00327 +0.0100 | 0.0327 = 00000 | 0.0327 = 00090 | 00327 +0.0100 | 0.0332 + 0.0102
15 00154+ 00158 | 0.0162 +0.0029 | 0.0186 = 0.0031 | 00270+ 00100 | 00273 +0.0103 | 0.0162 + 0.0030
Mediun 50 00192+ 00169 | 00265+ 0.0056 | 0.0265=00060 | 00328 =00100 | 00326+ 00109 | 0.0269 + 0.0060
100 00162+ 0.0143 | 00303+ 0.0080 | 00311 = 00087 | 0.0323 = 00101 00322+ 0.009% | 00305 +0.0082
CONCLUSIONS including type-2 systems, which can tackle real-world

The authors presented a novel approach to the problem of
optimizing the motion dynamics of a CINC machine by using
a fuzzy logic inference expert system. The presented solution
achieved very good results optimizing the dynamics of the
CNC machine. The meraction of the presented RPRO
algorithm and the use of fuzzy logic methods results in the
smoothing of acceleration and feed rates, which 135 desmable
due to the improvement of the accuracy of the detail as well
as the service lile of the siructural components of the
machining center. The presented approach 1s based on expert
knowledge. Tt can also be customized by both learning or
teaching on the appropriate datebase. as well ag by directly
ediling the rules ol the already leamed expert system. The
presented solution increases the execution time of the
machining process, but 1L ¢an be modilicd depending on the
needs and requirements arising from the technological process
specific to certain industrics. However, the solution can be
applied in industry, several modifications should be made.
Therefore, n {urther work, the authors will undertake the
optimization of the system's response time and the learning
process itsell. The main goal will become the creation of a
system that gives satisfactory results for different densities of
reference points and for the variable nonlincar value of Jerk.
Attention will also be paid to the use of other artificial
mtclligence methods as well as other fuzzy logic methods

application uncertamtics
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Abstract. Optimization of industrial processes such as manufacturing or processing of specific materials constitutes a point of interest for many
researchers, and its application can lead not only to speeding up the processes in question, but also to reducing the energy cost incurred during
them. This article presents a novel approach to optimizing the spindle motion of a computer numeric control (CNC) machine. The proposed
solution is to use deep learning with reinforcement to map the performance of the reference points realization optimization (RPRO) algorithm
used in the industry. A detailed study was conducted to see how well the proposed method performs the targeted task. In addition, the influence
of a number of different factors and hyperparameters of the learning process on the performance of the trained agent was investigated. The
proposed solution achieved very good results, not only satisfactorily replicating the performance of the benchmark algorithm, but also speeding

up the machining process and providing significantly higher accuracy.

Keywords: deep reinforcement learning; CNC machining; machining optimization.

1. INTRODUCTION

The ability to carve out parts of complex shapes with high
accuracy not only allows the creation of robots capable of per-
forming many tasks, but also enables the development of tech-
nology. For a long time, therefore, computer numeric control
(CNC) machines has been the subject of many studies [1, 2].
Fields being developed include general machine control [3], es-
timation and minimization of machining errors [4,5]. The topic
attracting the most attention is spindle motion path planning
and determination of spindle motion control signals in succes-
sive time steps [6—15]. Artificial intelligence methods, actively
developed recently, are also eagerly used for the previously men-
tioned tasks [16-20]. A lot of attention has also been paid by
researchers to the reinforcement learning (RL) algorithm [21],
which, due to its versatility, can be applied to various types of
control tasks [22-33]. Due to the operating characteristics of the
shop floor, or even the machining process itself (time steps), this
algorithm is also widely used for various tasks: manufacturing
floor process control [34-38], damage prediction [39], equip-
ment overhaul management [40, 41], selection of equipment
settings [42—48] and optimizing the spindle motion path and de-
termining the g-code [49-59] that determines spindle motion.
In paper [60], the authors proposed to use fuzzy logic systems
taught by the particle swarm method to replicate the operation
of the g-code determination algorithm used in the industry [6].
In this manner, they wanted to linearize the computational com-
plexity of this algorithm and make its operation independent of

*e-mail: mazur@prz.edu.pl

Manuscript submitted 2023-11-02, revised 2023-12-27, initially
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CNC machine dynamics parameters such as maximum spindle
velocity or maximum linear acceleration of the spindle. The
present work builds on the aforementioned research by using a
deep learning algorithm with reinforcement to map the perfor-
mance of the reference points realization optimization (RPRO)
algorithm.

Contributions of this work are as follows:

e anovel approach that involves using a deep reinforcement
learning algorithm to mimic the work of the RPRO algo-
rithm,

o study of a number of different configurations of parameters
of the learning process,

o testing the accuracy of mimicking the operation of the RPRO
algorithm,

e optimization of the machining process

In Section 2 the proposed solution will be characterized. Then,
in Section 3 the conducted research will be described and the
results of the performed experiments will be presented and an-
alyzed. Section 4 will summarize the paper and indicate the
direction of further work.

2. PROPOSED FRAMEWORK

According to the premise, the work involves applying a deep
reinforcement learning algorithm to the task of generating the
g-code that controls the operation of the CNC machine. Its
form influences not only the duration of the machining of the
fabricate, but also the accuracy of the production of the final
workpiece, as well as the level of tool wear and electricity con-
sumption. The task is to train a neural network to respond to
the given input signals in such a way as to mimic the behavior
of another algorithm. According to the authors, this allows to

© 2024 The Author(s). This is an open access article under the CC BY license (http://creativecommons.org/licenses/by/4.0/)

- 124 -




www.czasopisma.pan.pl l /\ N www.journals.pan.pl
<

>

D. Kalandyk, B. Kwiatkowski, and D. Mazur

linearize the process of generating the g-code — while the RPRO
algorithm for each time step must perform checks for a certain
number of forward steps, the proposed solution directly gener-
ates the desired output signal. The proposed system of learning
and operation of the algorithm is shown in Fig. 1.

Training Phase

Actual dynamics of the machine spindle

I Reward l

Database of simulation Deep Reinforcement |
of machining processes Learning Agent

T Decision |

{Decelerate, Do nothing. Accelerate}

RPRO

1
1
<
Reference points
Trained Agent sequence

I—) Simulation ‘—I

1

3 Working Phase

G-code

Fig. 1. Proposed framework

2.1. Base algorithm used

The RPRO algorithm is aimed at optimizing the g-code in terms
of machining time, bearing in mind, however, to ensure the best
possible workpiece manufacturing accuracy at a given time. It
is worth noting that the above-mentioned workpiece machining
accuracy should be understood as the average accuracy of the
spindle reaching each reference point. For each time step of
2 ms, the algorithm decides whether the spindle should acceler-
ate, decelerate, or perhaps move with unchanged dynamics. The
calculations are carried out offline, allowing different versions
of the g-code to be checked going forward and manipulated ac-
cordingly. The disadvantage of this approach is the inability to
operate in real time, receiving as input the actual data describ-
ing the dynamics of the machine and the spindle, rather than
those from the simulation. During the simulation and operation
of the algorithm, the current spindle position, spindle velocity
and spindle acceleration are calculated based on equation (1).
The exact way the algorithm works is described in [6].

d ; dzy . d3r
In=g=d0=-gz=F0=03=+0 @

2.2, Reinforcement learning

The reinforcement learning algorithm is characterized by step-
wise action — the agent decides in successive time steps ¢ what
action a should be taken to maximize the sum of rewards r
granted to it after each choice. Its learning is accomplished
through its interaction with the environment in which it moves

and updating information about this environment. According to
currently accepted methods, this knowledge can be represented
in two ways. First, by a value function V7 (s) (2) specifying the
expected total value of the reward to be gained starting from a
given state so. The second way is by an action value function
Q7 (s,a) (3) specifying the expected total value of the reward
to be earned when an agent starts from a given state so and
performs an action ag in it. The discount factor y is also an
important aspect, controlling the learning process and the final
behavior of the agent. It is also referred to as the agent’s foresight
factor and takes values in the range of (0; 1).

V7(s) = En

Z (¥ -r’)] where s = s, @)

=0

T(s.a)=FE [r +v(«/"rt\] where g
. 2\ rJ

2 8 Lngfo
l t=0

For the simplest model of the environment and for many applica-
tions, a basic tabular representation of the functions mentioned
is sufficient. However, if the problem domain is not finite, then
some method of approximating the values of these functions can
be used. One such method is to use a neural network for this
purpose, the so-called deep learning with reinforcement (DRL).
Such an action provides the possibility of training an agent that
is likely to be able to perform satisfactorily even in the case of
small changes in the environment in which it moves.

2.3. Database

To conduct the experiments, a previously prepared database
consisting of stored simulations of machining processes for
different reference point paths and a number of combinations
of machine dynamics parameters was used. These simulations
were prepared using the RPRO algorithm. The values of the
various parameters are shown in Table 1. High density of refer-
ence points means that the distances between them are less than
1 mm, medium density means that the distance between them
is greater than 1 mm but less than 10 mm, while low density
means that the distances between successive reference points
are between 10 mm and 100 mm.

Table 1
Database of parameters values [60]

Parameter Possible values COH}Z?:(??OHS
Trajectory length {15, 50,100} 3
Reference points density {Low, Medium, High} 3
Maximum velocity [m/min] {2.5,4.0,6.0,8.0} 4
Maximum acceleration [m/sz] {1.5,1.8,2.0,2.5,3.0} 5
Terk [m/s3] {10, 20, 30} 3
Target precision [mm)] 0.01 1
Time step duration [s] 0.002 1

Bull. Pol. Acad. Sci. Tech. Sci., vol. 72, no. 3, p. 148040, 2024
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3. EXPERIMENTS

The experiments conducted included testing the impact of neu-
ral network architectures of different complexity for anumber of
combinations of hyperparameters of the learning process. The
differences in architectures concerned two aspects, namely the
number of neurons in successive layers and the type of activa-
tion function. The exact set of architectures studied is shown
in Table 2, while their general scheme is shown in Fig. 2. It
was determined that the input of the network would be the fol-
lowing signals: normalized current spindle velocity, normalized
current spindle acceleration and normalized distance to the next
reference point. Normalization of the data was performed with
respect to, accordingly: the maximum allowed spindle veloc-
ity, the maximum allowed spindle acceleration and the largest
distance between adjacent reference points. Double deep Q-
learning (DDQL) method was selected as the learning algo-
rithm. It is also necessary to specify what signals the agent will
receive after performing a particular action. A very simple sys-
tem of assigning reinforcement was established, namely, when
the agent performed an action in accordance with the decision
of the RPRO algorithm, the reward was equal to 0, otherwise he
received a penalty equal to —0.1. Exact form of reinforcement
signal is described by formula (4).

if dagent = ARPRO »

t O’
—0.1 otherwise.

(C)]

Table 2
Evaluated architecture parameters

Evaluated Layerwise Layerwise
architecture neuron count activation
number IN) function

1 24 ReLU

2 24 tanh

3 20 ReLU

4 20 tanh

5 16 RelLU

6 16 tanh

7 12 ReLU

8 12 tanh

9 8 ReLU

10 8 tanh

11 6 ReLU

12 6 tanh

At first, it was decided to evaluate the proposed solution de-
pending on the density of the accumulation of reference points.
Thus, the study was carried out for 3 subsets of the database
corresponding to combinations of other parameters for trajecto-
ries of 15 points. Each subset contained 600 recorded machining
processes. Learning was repeated on successive 5 pairs from the

Bull. Pol. Acad. Sci. Tech. Sci.,vol. 72, no. 3, p. 148940, 2024

Normalized velocity

Normalized acceleration

Normalized distance to
next reference point

Relu_1/tanh

L 2

Relu_2/tanh

Decision
{Decelerate, Do nothing, Accelerate}

Fig. 2. Diagram of the neural network used

combinations for 10 trajectories, resulting in 120 processes in the
training set and 480 in the test set. Each learning process was re-
peated 5 times to significantly reduce the impact of randomness
in the learning process. All experiments were performed using
the Matlab 2022a environment extended with the appropriate
toolboxes. Subsequent parameters of the learning process were
set as follows: maxEpisodes (500), TargetSmoothFactor (0.05),
TargetUpdateFrequency (5), MiniBatchSize (64), Experience-
BufferLength (5000), MaxStepsPerEpisode (300). For conve-
nience, the listed parameters are summarized in Table 3.

Table 3
Learning process hyperparameter values

Parameter name Parameter value
maxEpisodes 500
TargetSmoothFactor 0.05
TargetUpdateFrequency 5
MiniBatchSize 64
ExperienceBufferLength 5000
MaxStepsPerEpisode 300

A measure of the level of replication of the RPRO algorithm’s
behavior by the proposed solution can be expressed by the Pear-
son correlation coefficient between the number of steps in suc-
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cessive test machining processes. An interesting addition to it is
also the average accuracy of the machining process expressed
in micrometers. The listed metrics describing the results of the
experiment are shown in Table 4 and Table 5. Note that these

Table 5
Results of the first experiment — median of average error of the
machining process

values are the lngdiaps from all fepelitions and Lra!ining pairs e — Discount factor
for specific combinations of architecture and learning process 0.99 0.999
hyperparamgters valugs. In the situations Where the alganhm R.ef, Network Learning rate Learning rate
failed to achieve the intended effect (learning process did not points arch.
reach convergence), it was not possible to determine the cor- density | number | le-3 | le4 | le-S | le3 | led | le-5
relation coefficient, which is indicated ?n the tables by a triple 1 238 | 232 | 256 | 247 | 246 | 255
pause (—). Due to the large number of failures for a subset of the 3 a5 2 1251 | 26 [ 222 | 263
base with sparsely distributed reference points, the correspond- : ’ : ’ : -
ing part of the results was omitted and will become the focus of 3 24 | 246 249 | 244 | 245 | 258
future studies. 4 245249 | 251 | 252 | 252 | 246
Table 4 . 5 256 | 2.5 | 3.11 | 241 | 248 | 3.29
Results of the first experiment — median correlation coefficient between 12 6 247 | 243 | 469 | 248 | 235 | 4.81
the number of steps inthe processing performed by the RPRO algorithm 7 232|237 445 | 246 | 252 | 457
and the trained agent
8 249 | 247 | 2.56 | 249 | 243 | 2.57
Steps count Discount factor 9 24 | 25 | 316 | 241 | 251 | 338
comelton 0.99 0-999 10 | 245|248 | 254 [ 230 | 255 | 254
plzﬁis Nzg;’_rk Learning rate Learning rate 11 | 247|251 386 | 247 | 249 | 448
density | number | 1e-3 | le-4 | 1e-5 | 1e3 | le-4 | le-5 12 | 241|251 | 435 | 246 | 248 | 437
1 0.847 [ 0.750 | 0.848 | 0.647 | 0.844 | 0.844 1 553 | 59 | 541 | 2708 | 4496 | 4450
2 0.855 | 0.852 | 0.855 | 0.847 | 0.842 | 0.846 2 5.79 | 531 | 5.14 | 4835 | 2661 | 2926
3 0.844 | 0.855 | 0.848 | 0.839 | 0.777 | 0.847 3 5.54 | 5.03 | 1561 | 4481 | 4799 | 3580
4 0.852 | 0.851 | 0.849 | 0.687 | 0.848 | 0.849 4 4.99 | 547 | 534 | 4708 | 2531 | 816
5 0.849 | 0.856 | — | 0.844 | 0.853 — 5 537 | 6.2 | 7.08 | 4653 | 4742 | 4599
High 6 |o0s49|0853] — [osss|oss2| - Medium [ ¢ 5 5 | 556 | 2445 | 4852 | 1814 | 3607
s 0.825 | 0.857 - 0.847 | 0.846 = 7 5.02 | 5.19 | 2414 | 3727 | 4741 | 3581
8 0850|0851 0.849 | 0.850 | 0.836 | 0.848 8 542 | 514 5.06 | 4698 | 3369 | 2443
9 0821|0856 - |o0s845|0850| - 9 4.83 | 5.14 | 3344 | 3568 | 3742 | 4455
10 |0.852 | 0855 | 0.346 | 0.846 | 0.848 | 0.845 10 S4 | 534 | 513 | 4677 | 4286 | 4366
11 084210851 - |0848|0848| - 11 5.55 | 5.91 | 2446 | 4450 | 4622 | 3472
12 0.855 | 0.849 _ 0.844 | 0.845 _ 12 5.21 | 5.32 | 4421 | 4736 | 2635 | 4832
1 0.773 | 0.777 | 0.774 | 0.772 - -
2 0777 0774 | 0774 B 0472 | 0.538 The observed results show that for a subset of reference paths
with dense reference points, the proposed method achieves a
3 07740774 | 0774 | - _ _ high level of correlation in the number of steps during individ-
4 077110777 | 0775 | - |0.773]0.726 ual machining processes. It is also interesting to note that the
5 0774 | 0774 | - _ _ _ proposed solution achieves significantly better results in terms
Medium S of machining process accuracy. However, in order to be able
5 Q711 | 07 [Oio6a.| — | 0586 | 024 to verify whether this is by chance at the expense of the time
7 07771 0.774 | 0578 | — - | 0.041 spent on machining, it is necessary to analyze the median of the
g 0775 0776 | 0774 | - 0171|0172 steps performed in the individual machining processes. For the
o 0772 | o RPRO algorithm, this value is 110 for densely spaced reference
: . _ _ _ _ points and 500 for moderately spaced reference points, respec-
10 0774 (0.775 | 0774 | - | 0.009 | 0.112 tively. The corresponding medians for the proposed solution are
11 0772|0774 | 0543 | - _ | 0054 shown in Table 6. It can be observed that for both subsets of
” 077 | os the base the median number of steps is slightly smaller than for
. . _ _ _ _ the RPRO algorithm. Thus, the trained agent does not behave
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identically to the benchmark algorithm, but it achieves signifi-
cantly better processing accuracy than the algorithm in a slightly
shorter processing time.

Table 6
Results of the first experiment — median of the number of steps during
the machining process

Steps count Discount factor
0.99 0.999
Ref. | Network Learning rate Learning rate
points arch.

density | number | le-3 | le-4 | le-5 | le-3 [ le-4 | le-5
1 85 88 80 | 86 85 80

2 83 83 81 83 82 82

3 85 83 82 84 85 83

4 82 82 80 | 84 80 | 82

High 5 82 | 81 | 74 | 87 | 82 | 75
6 83 84 69 82 84 72

7 89 82 71 85 86 71

8 82 83 80 | 81 88 81

9 86 80 | 75 85 80 | 75

10 83 81 80 | 83 83 82

11 85 80 | 76 84 81 72

12 84 80 ! 83 80 1

1 471 | 469 | 476 | 179 | 71 | 101
2 475 | 482 | 484 1 293 | 204

3 478 | 482 | 446 73 1 101

4 489 | 467 | 478 1 322 | 453

Medium 5 482 | 465 | 431 1 1 101
6 486 | 480 | 410 1 263 | 234

7 487 | 482 | 406 | 87 1 101
8 481 | 485 | 483 1 290 | 472
9 488 | 486 | 367 | 159 [ 82 | 109

10 479 | 481 | 482 1 280 | 243
11 476 | 471 | 487 | 68 1 258

12 478 | 481 71 14 297 1

In addition, at this point it is also necessary to analyze the
decrease in the quality of the trained agent’s work with an in-
crease in the interval between the reference points as seen in
Table 4, Table 5 and Table 6. The intention of the first experi-
ment was to test the ability of the studied algorithm to replicate
the performance of the RPRO algorithm. Wanting to ensure the
constancy of as many parameters as possible while reducing the
computation time, the authors assumed that the aforementioned
maximum length of the episode would be 300. Less frequently
distributed reference points obviously lengthen the machining
process, and limiting the episode to the given value meant that

Bull. Pol. Acad. Sci. Tech. Sci.,vol. 72, no. 3, p. 148940, 2024

for an average distribution of them, the agent was not able to
achieve as good results as for densely distributed points, since
it did not have the opportunity to experience the end of the ma-
chining process during learning. For densely spaced reference
points, on the other hand, the agent was unable to achieve satis-
factory results at all, having had the opportunity to experience
only a small initial portion of the entire machining process (300
out of 4446 steps or less than 7%). The last noteworthy fact is
the indication of the presented results that potentially the best
values of hyperparameters could be the learning rate equal to
0.001 and discount factor equal to 0.99, respectively. All tested
architectures performed very well with a slight advantage for
those using the sigmoidal activation function. This is very good
news in terms of the development of the idea and the complica-
tion of the environment when attempting to achieve control in
multiple dimensions of motion.

In the second experiment, the authors decided to investigate
whether increasing the diversity of reference point trajectories
in the learning dataset has a positive effect on the quality of
the trained agent’s match with the RPRO algorithm’s behavior.
Thus, it was decided to gradually increase the number of trajec-
tories in the learning set starting with 2 and ending with 8. This
time, the virtual window of the training set moved sequentially
through a number of trajectories resultingin 8, 7, 6, .. ., 2 com-
binations of trajectories, respectively. The results were again
combined by calculating the corresponding medians, which are
shown in Table 7 and Table 8. In addition, in each row of Table 7,
both the largest values of the correlation coefficient of the num-
ber of steps, as well as its second best values, are marked in bold.
It should also be noted that for this experiment the maximum
number of possible episodes was reduced by 20%, resulting in
a value of 400. Analyzing the data presented, it can be indicated
that the three best performing architectures are those numbered
2, 8 and 10, respectively. In accordance with previous observa-
tions, their common feature is the use of sigmoidal activation
functions. The results also indicate that increasing the diversity
of reference point paths in the learning dataset had no noticeable
effect on the quality of the trained agent’s performance. Thus,
it can be conjectured that as few as two paths are sufficient for
an agent to learn decision-making to a satisfactory degree while
optimizing the machining process. It can be also observed that
the choice of a learning rate coefficient equal to le-5 led to a
disturbance in the stability of the learning process by, in sev-
eral cases, failing to successfully complete a single trial. This
clearly indicates that such small values of this coefficient should
be avoided in the studied case.

At the end of this section we present a comparison of the sim-
ulation run of an example processing performed by the RPRO
algorithm and in the way proposed by the authors in Fig. 3
and Fig. 4, respectively. The values shown in them are both
the normalized spindle velocity and its normalized acceleration
in successive time steps. The presented case shows the obser-
vations described so far, where the solution proposed by the
authors creates a g-code that improves the machining process
(realizing it in fewer steps and with higher accuracy). The RPRO
algorithm completed the task during 86 steps, achieving an aver-
age accuracy of 47.94 micrometers, while the proposed solution
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Results of the second experiment — median correlation coefficient between the number of steps in the processing performed by the RPRO algorithm
and the trained agent

Steps count correlation Network architecture number
Learning lrajil(;rcatg;ies 1 2 3 4 5 6 7 8 9 10 1 12
= count
2 0.827 | 0.839 | 0.853 - 0.807 | 0.832 | 0.828 | 0.833 | 0.846 | 0.835 | 0.855 | 0.844
3 0.858 | 0.846 | 0.851 | 0.850 | 0.801 | 0.838 | 0.799 | 0.856 | 0.858 | 0.858 | 0.848 | 0.840
4 0.843 | 0.840 | 0.836¢ | 0.827 | 0.842 | 0.833 | 0.798 | 0.835 | 0.814 | 0.848 | 0.831 | 0.832
0.001 5 0.803 | 0.816 | 0.810 | 0.808 | 0.805 | 0.821 | 0.810 | 0.807 | 0.807 | 0.820 | 0.822 | 0.808
6 0.819 | 0.813 | 0.814 | 0.812 | 0.818 - 0.811 | 0.824 | 0.815 | 0.821 | 0.817 | 0.825
7 0.793 | 0.834 | 0.828 | 0.831 | 0.796 | 0.837 | 0.799 | 0.833 | 0.835 | 0.835 | 0.828 | 0.838
8 - 0.855 | 0.844 | 0.848 | 0.717 | 0.850 | 0.842 | 0.851 | 0.851 | 0.850 | 0.844 | 0.850
2 0.855 | 0.837 | 0.842 | 0.840 | 0.852 | 0.843 | 0.838 | 0.847 | 0.840 | 0.845 | 0.835 | 0.829
3 0.861 | 0.841 | 0.849 | 0.843 | 0.852 | 0.849 | 0.846 | 0.842 | 0.842 | 0.854 | 0.839 | 0.836
4 0.837 | 0.844 | 0.838 | 0.827 | 0.839 | 0.837 | 0.839 | 0.824 | 0.831 | 0.828 | 0.832 | 0.822
0.0001 5 0.811 | 0.815 | 0.821 | 0.808 | 0.815 | 0.808 | 0.812 | 0.819 | 0.819 | 0.812 | 0.815 | 0.804
6 0.820 | 0.819 | 0.817 | 0.815 | 0.827 | 0.823 | 0.813 | 0.826 | 0.818 | 0.812 | 0.822 | 0.811
7 0.837 | 0.836 | 0.838 | 0.834 | 0.842 | 0.835 | 0.828 | 0.833 | 0.831 | 0.835 | 0.834 | 0.828
8 0.849 | 0.854 | 0.848 | 0.847 - 0.845 | 0.852 | 0.849 | 0.845 | 0.853 | 0.844 | 0.841
2 0.827 | 0.832 - 0.829 - - - 0.834 - 0.831 - -
3 0.837 | 0.853 - 0.842 - - - 0.843 - 0.840 - -
4 0.824 | 0.842 - 0.835 - - - 0.824 - 0.827 - -
0.00001 S 0.805 | 0.827 | 0.803 | 0.806 - - - 0.810 - 0.808 - -
6 0.818 | 0.824 | 0.815 | 0.812 - - - 0.810 - 0.809 - -
7 0.833 | 0.855 | 0.828 | 0.840 - - - 0.837 - 0.840 - -
8 0.848 | 0.859 | 0.853 | 0.842 - - - 0.849 o 0.849 - N
" RPRO performavnce i i i PropO§ed method performance i
normalized velocity normalized velocity
09 normalized acceleration 1 09 normalized acceleration J
08 08} 4
07 F—/_ I 0.7 1
06 4 06 1
o °
§ 05 4 § 05 1
04 4 04 1
03 1 03} 1
02 T 1 02} 1
0.1 1 0.1F 1
0 - - 0 - t t t 5 ;
0 20 4o 60 80 100 0 10 20 30 40 50 60 70
time step time step

Fig. 3. RPRO algorithm performance on exemplary machining

process

Fig. 4. Proposed method performance on exemplary machining

process
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Table 8
Results of the second experiment — median of average error of the machining process

Mean error Network architecture number
Le:{:ng uajzzat;?ies 1 2 3 4 5 6 7 8 9 0 | 1 12
count
2 2.44 2.04 242 2.10 1.81 2.19 1.93 2.44 2.29 2.51 243 248
3 238 246 247 2.55 247 2.59 2.24 248 2.64 251 2.58 2.58
4 248 2.54 228 2.58 247 2.51 2.59 2.50 247 247 2.59 2.58
0.001 S 230 2:55 2.36 2:53 238 248 2.58 248 2.54 249 248 2:19
6 2.59 2.59 2.65 248 248 3.03 2.59 2.58 2.69 2.58 2.59 2.59
7 2.49 2.59 2.63 2.61 2.05 2:53 230 2.59 2.59 2.59 2.59 2.59
8 2.19 2.36 248 241 227 221 227 2.24 2.36 231 2.39 227
2 247 247 247 248 244 2.56 1.80 247 2.51 2.58 243 2.51
8 247 2.56 D:5ul 249 247 2.58 213 2.58 2:57 245 2.51 2.58
4 2.58 247 248 2.59 2.59 2.59 240 248 2.60 2.58 248 2.58
0.0001 S 2.59 248 2.58 2.57 2.56 2.58 2.50 2.52 2:55 2.54 248 2.58
6 2.56 2.59 2.66 2.60 2.59 2.59 2.56 2.58 2.59 2.59 2.52 2.58
7 2.59 2.59 2.59 2.59 2.59 2.59 1.68 2.60 2.59 2.59 2.59 2.59
8 2.19 248 225 232 271 247 2.16 248 248 243 242 241
2 2.55 2.51 228 247 3:15 5:15 547 2.50 3:21 2:55 4.59 42733
8 2.56 2.58 221 247 3.10 5.10 4.14 247 2.86 2.53 558 448.67
4 257 2.58 247 2:51 2.98 5.20 5.63 2.59 3.09 2.59 4.18 438.00
0.00001 5 2.58 2.54 2.62 248 3.06 525 577 248 3.06 247 351 42733
6 2.54 2.59 2.59 2:51 3.06 513 6.17 2.66 3.06 2.59 3.65 42733
7 2.66 2.65 2.59 2.62 2.76 4.92 512 2.63 2.76 2.59 322 42733
8 2:55 2:53 248 2.30 2.69 4.28 4.81 248 2.69 236 2.69 448.67

completed the task during 69 time steps, achieving an average
accuracy of 32.98 micrometers. Another interesting aspect is the
way in which the dynamics of the spindle’s movement change,
namely, unlike the RPRO algorithm, which pursued the highest
possible acceleration, only to later reduce it just as sharply and
reduce the speed as well, the solution obtained by the algorithm
proposed by the authors relies on the gradual acceleration of the
spindle until it reaches its maximum speed, taking into account
minor adjustments that allow it to hit the reference points more
accurately.

4. CONCLUSIONS

The authors presented a novel approach to the problem of op-
timizing the motion dynamics of a CNC machine. It consisted
of using a deep learning algorithm with reinforcement to map
the operation of the RPRO algorithm used in the industry. The
presented solution achieved very good results — it mapped the
operation of the RPRO algorithm to a satisfactory degree, and,

Bull. Pol. Acad. Sci. Tech. Sci.,vol. 72, no. 3, p. 148940, 2024

in addition, it accelerated the machining process and provided
distinctly higher accuracy (visibly lower average error). How-
ever, in order for the proposed solution to be put into industrial
use, some improvements still need to be made and movement
in multiple axes needs to be integrated simultaneously, which
will be the main focus of the authors further research. Attention
will also be paid to optimizing other parameters of the machin-
ing process such as smoothing of acceleration and deceleration
cycles, which has a direct impact on extending both machine
service intervals and tool life.
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ARTICLE INFO ABSTRACT

Keywords:
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Continuous sign language recognition is challenging due to coarticulatory distortions, which occur at the
beginning and end of each gesture. These distortions depend on the temporal context and introduce additional
intraclass variability. To address this issue, a new approach is proposed that extracts segments from the image
sequence corresponding to undistorted parts of gestures. This should simplify the task by reducing it to the
casier problem of isolated gestures recognition. The proposed approach uses deep reinforcement learning for
segmentation and a novel image sequence processing scheme to extract gradient changes over time. A dataset
recorded by deaf people and annotated according to the proposed approach, was prepared to evaluate the
method. The proposed deep learning architectures achieved leave-one-subject-out recognition accuracies in
the range of 0.70 to 0.76. Considering the inability to compare with other works, the authors also proposed
other evaluation protocols to thoroughly examine the employed approach. This work will be developed, and
the main aspiration of the authors will be to create an integrated framework that converts the raw form of

RGB video into a string of words representing the Sign Language user’s intentions.

1. Introduction
1.1. Related works

For more than 25 years, the task of automatically interpreting
human gestures to develop the integration of humans with a variety
of computer systems has challenged many researchers. Some of the
earliest works in this area are: spotting gestures from time-varying
images (Nishimura and Oka, 1996), spotting dynamic gestures using
Hidden Markov Models (HMM) (Morguet and Lang, 1998), Active
Gesture Recognition (AGR) using Learned Visual Attention (Darrell
and Pentland, 0000), AGR using Partially Observable Markov Decision
Processes (POMDP) (Darrell and Pentland, 1996), and using RL to
Active Behaviors Recognition (Darrell, 1997). The main branches that
developed in the following years were: (i) finger-counting using Im-
pulse Radar with Convolutional Neural Network (CNN) (Ahmed et al.,
2019); (i1) static hand gesture recognition: a real-time approach (Zhu
et al., 2002), using HMM (Elmezain et al., 2009), using AutoGes-
Net (Li et al., 2020); (iii) dynamic gesture recognition: for video game
control (Kang et al., 2004), real-time approach (Neto et al.,, 2013),
using Long Short-Term Memory (LSTM) Convolutional Recurrent Neu-
ral Networks (CRNN) (Tsironi et al., 2017), using Deep Reinforcement

* Corresponding author.

Learning (DRL) and IoT sensor device (Seok et al., 2018), using Re-
inforcement Learning (LR) (Zhang et al., 2019), using RGB-D camera
and k-nearest neighbours (k-NN) algorithm with dynaming time warp-
ing (DTW) and HMM (Kapuscinski and Wysocki, 2020). Particularly
noteworthy are solutions that address both indirectly and directly
the tasks of gesture analysis such as face recognition (Rao et al.,
2017; Nicholl et al., 2010), face aging (Duong et al., 2019), emotion
recognition (Ouyang et al.,, 2017), masked facial emotion recogni-
tion (Thanathamathee et al., 2023), electroencephalogram-based emo-
tion recognition (Wirawan et al., 2022), gesture model learning (Wilson
and Bobick, 2000) and even improving robot training process by human
gestures support (Cruz et al., 2018; Jevti¢ et al., 2018).

The complexity of the gesture recognition field has been demon-
strated and analyzed in numerous review papers over the years: (i)
static/hand gesture recognition: (Mitra and Acharya, 2007) in 2007,
(Trigueiros et al., 2012) and Hasan and Kareem (2012} in 2012, (Sarkar
et al,, 2024) in 2013, (Pisharady and Saerbeck, 2015) in 2015,
(Sagayam and Hemanth, 2017) in 2017, (Singh et al., 2019) and Anwar
et al. (2019) in 2019, finally (Sarma and Bhuyan, 2021) in 2021; (i/)
dynamic/continuous gesture recognition: (Neiva and Zanchettin, 2018)
in 2018, (Aloysius and Geetha, 2020) in 2020, finally (Jain et al.,
2022) in 2022; (iii) gesture databases/datasets: (Ruffieux et al., 2014)
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in 2014, (Pisharady and Saerbeck, 2015) in 2015, (Sarma and Bhuyan,
2021) in 2021, finally (Jain et al,, 2022) in 2022. The issues, despite
such developments, are therefore still relevant and constantly being
addressed.

Research on automatic sign language recognition aims to bridge
communication gap between deaf and hearing communities. The tech-
niques mentioned in the literature can be categorized into two groups:
one uses specialized gloves with sensors (Cooper and Bowden, 2010;
Pezzuoli et al,, 2019), while the other relies on vision-based solu-
tions (Koller et al.,, 2018, 2019). The former is known for its high
precision but lacks flexibility, which results from additional hardware
and violates the natural interaction paradigm. Hence, this study aims
to explore vision-based solutions. Among the different solutions, two
problems can be identified: recognizing isolated and continuous sign
language. In the former, signing gestures are shown separately with
the beginning and the end of the gesture being marked specifically,
for instance by lowering the hand. In the latter, gestures are shown
in sequence just as they would be in natural conversation. Since it is
of greater practical importance, this work focuses on continuous sign
language recognition. The task can typically be divided into two parts:

Engineering Applications of Artfficial Intelligerce 131 (2024) 107879

and after the last gesture in the sequence. A deep reinforcement learn-
ing algorithm was used for this purpose. To the best of the authors’
knowledge, this is a novel solution, the application of which should
allow better recognition results for dynamic sign language gestures. In
addition, the algorithm has the potential to be used for other tasks
with a similar purpose, such as the detection of pedestrian behav-
ior anomalies. Proposed segmentation task requires specially prepared
database, the labels of which enable the proposed algorithm to be
trained. The structure of prepared database, as well as the database
itself and its creation process, are desctibed in this work. Algorithm
1 presents briefly main parts of proposed framework and on Fig. 1
it is illustrated in the context of the whole continuous sign language
gestures recognition task

Algorithm 1: Proposed framework

Data: X; #Input RGB image sequence
Result: 7; %Segmentation results (labels)
1 X processea + DataPreprocessing(X); %See Section 3.1

%See Section 3.2
%See Section 3.3

w

ordiminary ©— S egmentation(X pocesser )y
Y + ResultsSmoothing(X);

w

visual representation learning and sequence correspondence leamin
In eatlier works, hand-crafted features like histogram of oriented gra-
dients (HOG) (Buehler et al., 2009) or scale-invariant feature transform
(SIFT) (Pfister et al., 2013) were used. Later, solutions started us-
ing deep convolutional networks (DCNN) (Qiu et al, 2019) or their
variants (Hu et al,, 2021; Pu et al, 2018). Sequence correspondence
learning is usually based on hidden Markov models (HMM) (Zhang
et al, 2016), encoder-decoder architectures (Guo et al, 2019), re-
current neural networks (RNN) (Cui et al.,, 2017; Min et al., 2021),
or hybrid approaches (Koller et al., 2018). The task is quite difficult.
Review studies available in the literature (Bragg et al., 2019) highlight
the main challenges faced by researchers, such as the lack of publicly
available data sets that are representative, performed by deaf individ-
uals, and properly annotated. This is particularly true for languages
other than American Sign Language {ASL). Moreover, during quick
and spontaneous conversations, interjected gestures and coarticulatory
distortions occur in continuous signed communication. These distor-
tions depend on the temporal context, affect the beginning and end
of each gesture, and introduce additional intraclass variability during
machine learning. Therefore, this work presents a new dataset and
an alternative approach. It involves temporal segmentation of sign
sequences to extract undistorted gesture fragments, which can then
be classified using one of the established methods for isolated sign
language recognition.

The reinforcement learning algotithm, and in patticular its deep
versions, is also booming. Its versatility combined with the capabilities
of deep artificial neural networks allow it to be applied to a wide
range of image processing tasks such as: image blending (Hung et al,,
2018), video fast-forwarding (Lan et al, 2018), object finding and
tracking (Minut and Mahadevan, 2001; Yun et al., 2017; Supancic,
1 and Ramanan, 2017), frame iterpolation (Bao et al., 2019), game
playing (Mnih et al., 0000, 2015; Lample and Chaplot, 2017), robot
and vehicle control tasks (Cruz et al., 2016; Kim et al., 2017) wider
described in Kalandyk {(2021). Many existing algorithms including
reinforcement learning algorithms are also used for semantic segmen-
tation of images to facilitate processing. Examples include: liver tumor
detection (Durrani et al., 2022), multimodal medical images (Ve et al.,
2021) and histopathology images (Park et al, 2022) analysis, or even
steel surface defects detection (Bi et al., 2022).

1.2, Proposed solution

The authors of this study decided to attempt an autoratic temporal
segmentation of sign language gestures, in order to isolate the individ-
ual gestures and clear them of the noise caused by additional hand
movements both before the first gesture, between successive gestures

Contributions of this work are as follows:

+ A deep reinforcement learning algorithm was used for signed
gestures extraction by temporal segmentation of image sequence
to enable transition from a continuous to isolated gesture recog-
nition task.

A novel image sequence processing scheme to extract temmporal
changes allowing agent to focus on distinctive part of information
which better represents subject’s movement was introduced.

A dedicated database for evaluation of the proposed system has
been introduced along with appropriate labeling. The database
was created with the help of deaf people, who are potential users
of the future system.

A suitable method for adjustment of the proposed system response
which providing a beneficial effects on its performance has been
proposed.

The rest of the paper is organized as follows. In Section 2, new
database is introduced. Section 3 describes details of the proposed seg-
mentation method including data preprocessing, reinforcement learn-
ing implementation and results post-processing. Section 4 presents
results and analysis of conducted experiments. Finally, Section 5 con-
cludes the paper and indicates directions of future research.

2. Proposed database

To the best of the authors” knowledge, the available databases are
oriented towards the task of gesture recognition. By this statement,
it shall be understood that the labels consist of blocks of consecutive
numbers denoting specific gestures. This way of assigning labels is
based on the assumption that a person’s movement is a representation
of successive gestures, each of which can be slightly deformed. Such
assumptions do not allow the extraction of potentially superfluous
parts of the video that could negatively affect the performance of the
gesture recognition algorithm, as stated in Section 1. Therefore, there
is a need for a database which structure makes it possible to distinguish
both the gestures themselves, the transitions between them and hand
moves before and after gesture sequence. According to the thought
of the authors of this work, the database should allow te distinguish
the mentioned fragments of a person’s movement. This approach to
the problem will make it possible to extract key chunks of the video
unambiguously representing particular gestures.
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Proposed framework

RAW video af
gesture sequence —
(RGB image sequence)

+» Gesture recognition

Fig. 1. Proposced framework.

2.1. The source datebase creation and upgrede process

Guided by these reasons, the authors decided to create a database
suitable for mew approach needs by upgrading database introduced
in Kapuscinski and Wysocki (2020) using yet unpublished annctation
files and modify it, which will be discussed further in this section.
Original database was made in association with the Subcarpathian
Assaciation of the Deaf. The (Kapuscinski and Wysocki, 2020) authors
made recordings of a number of expressions (gesture sequences) used
during a conversation with an administrative officer. In addition to
deaf people (subject presenting gestures), professional sign language
interpreters were also present during the recordings. In order to orga-
nize the base in the subsequent study, it was decided to keep a fixed
distance between the person being recorded and the camera lens. The
person was additionally seated on a chair, behind which a solid blue
background was set. A Microsoft Kinect Xbox One 2.0 camera with
a frame rate of 29.98 fps was used for the recordings. The obtained
images were RGB images with 1920 x 1080 dimensions saved as files
with the JPEG extension. As stated before to address the challenge,
novel annotations were created using ELAN' software (Crasborn and
Sloetjes, 2008). Bach video formed from the previously obtained images
was annotated given a series of start- and end-gesture markers. The
annotations thus prepared were saved in files with the .*eaf extension
(one file for each video).

2.2. Modified database structure unalysis

To ensure uniformity and consistency of the data, the expressions
for which there are 5 repetitions of each expression for each person
were selected. An additional condition was the existence of the corre-
sponding annotation file for each repetition. All requirements were met
by 33 expressions, which were d rated by 3 subj Thus,
after the selection process, 495 videos with a total of 40716 frames
were obtained with average length of 82 frames. Brought together
they build up a database of which diagram is shown in Fig. 2, while
a list of the individual expressions qualified for it are presented in
Table 1.

It should be, taken into consideration at this point. that Polish
Sign Language has different syntax and grammar from spoken Polish
language, which means that the expressions presented are not correct
sentences in Polish. In order to better understand the content that
is expressed by the individual expressions, an explanatory column
including their meanings in spoken English language has been added
to Table 1. It should also be mentioned that one given word in Polish
may be represented by more than one gesture. For convenience, such
gestures have been numbered consecutively (e.g. dowod? and dowod2).
In addition, many different expressions can convey the same intention,
which is also quite natural in spoken languages. It is also important to
be aware that, in different regions of a country, the same words are
naturally expressed by different gestures. The database was recorded
for the Subcarpathian region.

1 Max Planck Institute for
Nijmegen, The Netherlands (hiip

sycholinguisties, The language Archive,
‘archive.mpi.nl/tla/elan).

Gesture Database
— Person A
— Gesture-01
— Repetition-1
—  rgb001.jpeg

—  rgh002.jpeg

—  rgbXXX.jpeg

— annotations.eaf

— Repetition-2

= Repetition-5

— Gesture-02

= Gesture-33

— Person B

= Person C

Fig. 2. Databasc structurc.

To better understand characteristics of the database which allows
to analyze the results of the study in more detail,

Table 2, Table 3, Table 4, and Table 5 present the distributions
of the gestures and the cxisting combinations of two gestures in the
databasc. The statistics show the over-representation of the gestures:
dowod1, dowod2, ile, ja, mogzna, nowy and wczesniej, as well as the
gesture pair nowy dowod2. It can therefore be expeceted that their
segmentation (and recognition) will be more effective than others.
The frequency of each gesture as the first and last gesture in an
expression also varies. Counter-intuitive, the unbalanced nature of the
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Table 1

Engineering Applications of Artfficial Intelligence 131 (2024) 107879

Used Polish Sign Language Expressions and their meaning in English. The underscore sign separates the
successive labels of each gesture in the expression.

1p. Gesture sequence Gesture sequernce meaning in spoken language

1. adres]_zmianal I have changed my address.

2. adres]_zmiana2 I have changed my address.

3. adres2_zmiana2 I have changed my address.

4. bye_moj nowy_dowed2 Can i receive my identity card?

5. cheiec nowy_dowed2 1 would like to apply for an identity card.

6. co_pisac miec 1 don’t know how to fill in an application.

7. czy_juz.nowy_dowodl Can i receive my identity card?

8. czy_juz_ntowy_dowod2 Can i receive my identity card?

9. dlaczego Why?

10. dom przeniesc_sie I have changed my address.

11. dowodl koniec wazny The expiry date of the identity card has passed.
12. dowodl_odbior wezesniej mozna Is it possible to come earlier to collect an identity card?
13. dowod] wezesniej gotowymozna  Can the identity card manufacturing be faster?
14. dowod2_gotowy Can i receive my identity card?

15. dowod2 koniec wazny The expiry date of the identity card has passed.
16. dowod2 niewazny The expiry date of the identity card has passed.
17. dowod2_odbior wezesniej mozna Is it possible to come earlier to collect an identity card?
18. dowod2_ wezesniej gotowy_mozna Can the identity card manufacturing be faster?
10. dowod2_zgubic I have lost my identity card.

20. dziekowacl Thatk yott.

21 dziekowac2 Thank you.

22. deien_dobry Good morning.

23. ile_dni_czekac How long do I have to wait?

24. e koszt_nowy_dowodl How much do [ pay to obtain an identity card?
25. ile koszt_nowy dowod2 How much do I pay to obtain an identity card?
26. ile placic dowedl How much do I pay to obtain an identity card?
27. ile sztuk zdjecie potrzeba How many photos are required?

28, Ja_dowodl moja_zona cheiec I want to apply for an identity card for my wife.
29, jadowedl_zgubic [ want to report the loss of my identity card.

30. Jja_dowod2_moje_dziecko chciec I want to apply for an identity card for my child.
3L Ja_dowod2 zgubic 1 want to report the loss of my identity card.

32. Jamalzenstwo 1 got married.

33. Jjanie rozumiec co pisac 1 dor’t know how to fill in an application.

Table 2 Table 4
The number of occwrrences of individual gestures in the considered expressions. The number of occurrences of individual gestures at the end of the considered
Number of Gestures xpressions.
occurrences Number of Gestures
1 adres2; byc; czekac; dlaczego; dni; dobry; dom; dziecko; occurrences
dziekowacl; dziekowac2; dzien; malzenstwo; miec; moj; moja; 1 czekac; dlaczego; dobry; dziekowacl; dziekowac2; gotowy;
moje; nie; niewazny; placie; potrzeba; przeniesc; rozumiec; sie; malzenstwo; miec; niewazny; pisac; potrzeba; sie; zmianal
sztuk; zdjecie; zmianal; zona 2 chelec; wazny; zmiana2
2 adresl; co; czy; juz; keniec; koszt; odbior; pisac; wazny; zmiana2 3 dowodl; zgubic
3 chelee; gotowy: zgubic 4 dowd2; mozna
4 mozna; wezesiiej
5 ile
6 jay nowy
8 dowedl 3. Proposed method
12 dowed2
The gesture recognition problemn can be solved by dividing it into
Table 3 two main tasks, namely the segmentation of the continuous data stream
able

The number of occurretces of individual gestires at the beginning of the
considered expressions.

Number of Gestures

occurrences

1 adres2; byc; chelec; co; dlaczego; dom; dziekowacl;
dziekowac2; dzien

2 adresl; czy

3 dowodl

5 ile

6 dowod2; ja

database can be treated as an advantage, as it presents data taken from
the real world rather than artificially created. The obtained database
supports the creation and testing of solutions for both segmentation and
recognition of continuous sign language gestures. It was named GEST.
Its original form and processed form are available at htp://vision kia.

prz.edu.pl/.

and the classification of the gestures presented within each segment. To
facilitate the second task, an initial categorization of the conversation
topic can additionally be performed, and only then, delegated for
gesture classification by a subject-specialized classifier. This issue will
be considered in a future work, but the initial focus should be on how to
perform segmentation of the continuous data stream. The solution pro-
posed by the authors includes the following parts: data pre-processing,
reinforcement learning and post-processing of the results.

3.1. Data preprocessing

There is a number of factors that can potentially confuse the algo-
rithm's segmentation task ot unnecessarily expand the domain in which
it operates. These can include skin color, clothing color, hair color, sub-
ject image occupancy factor, background shadows, background motion,
ete. If the color of the various elements just mentioned is similar, the
algorithm may have difficulty recognizing the correct hand movement
and interpreting it correctly. An example of this situation can be
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(a) Data stream at Stage 2.

(b) Data stream at Stage 8.

Fig. 3. GSADGM processing results,

observed in Fig. 3(a}, where the color of the trouser fragment is similar
to the color of the hand.

To address those issues, the authors decided to focus the algorithm’s
attention on body movement, which should decrease above-mentioned
factors influence. Consequently, each video was processed through a
series of operations in accordance with the procedure provided in the
Algorithm 2 which, along with additional and detailed information,
has been shown in Fig. 4. Initially, cach person’s vidcos were cropped
using bounding box tailored respectively (stg. 1 — stg. 2). The main
purpose of such action is to reduce unnecessary background scenery
around the person showing the gestures. This cropping reduced the
amount of data to an average of 77% of the original size. Subsequently,
a conversion of each frame from RGB color space to gray scale (GS) is
performed (stg. 2 — stg. 3). Such an action reduced the amount of data
by three more times - the data that had been processed in this way
already took up less than 26% of the original size. The Sobel filter is
used to calculate images gradients (imgradient Matlab function). Only
information about the magnitudes of the calculated gradients is left
for further transformations, which did not change the dimensionality
of the data (stg. 3 — stg. 4). In the following step differential images
between successive frames of the film are calculated, which effects in
reducing the number of frames in cach video by onc (stg. 4 — stg.
5). Such operation makes it possible to extract the contours of the
subject ¢ ing information about its movement. During the course
of the work, it became apparent that some differential images were
completely black, which meant that the two consecutive frames of the
film were identical and therefore did not represent the movement of
the subject. Differcnce images that do not carry the information (the
number of which is on average 20%), had to be eliminated from the
sequence (stg. 5— stg. 6). At the end of the pre-processing, the images
were scaled down to 224 x 224, which made them uniform to fit the
network input, and they were normalized using min-max formula form
range 0-255 to floating point numbers within range 0-1 (stg. 6 — stg.
7). The deseribed processing method was named Gray Scale Absolute
Difference Gradient Method (GSADGM).

Algorithm 2: Proposed data preprocessing approach
Data: X;
Result: ¥;
L Yy < CroplX);
Sig2-3 — RGBIGS (Y5, o)
Y- ¢ imgradieni(Ygo_a, eSebele); %A0nly magnitudes
Y5145 « ConsecuriveFrames Absolure Di f ference(Yg, a_y);
Yaugs—g — RemoveEmpty Frames(Yg, 4 5%
Yo7 < ScaleDown(¥gs g, 224, 224);
Y « Normalize(Ygp6.7. 0. 15

%Input RGB image sequence
AGSADGM results
haccording to the subject

[

B oW

@

el

i

In parallel to the processing of the films, provessing of the an-
notation files (*.caf) began. Based on the read tags, each video was
annotated by assigning it a vector composed of ‘0’ and ‘1, denoting

Table 5
The number of accurrances of pairs of gestures in the considered expressions.
Number of Gesture pairs
occurrences
1 adres]_zmianal; adves] zmiana2; adres2 zmiznaZ; byc moj;
cheiec_nowy; dni_czekac; dom_przeniesc; dowod1_koniec;
dowod1_moja; dowod1_odbior; dowed1_wezesnicj;
dowod1_zgubic; dowod2 gotowy; dowod2 koniec; dowod?2 moje;
dowod2_niewazny: dowod2_odbior; dowod2_wezesnie]:
dziccka_cheiee; dzien dobry: ile_dni; ile_placic: ile_szruk;
ja_malzenstwo; ja_nie; maj nowy; moja_zona: moje_dziecko:
nie_razumiec: pisac_miec; placic dowod1: przeniesc_sie:
rozumiec_co: sztuk zdjecie; zdjecie_patrzeba: zona_cheiec
2 Jue; dowod2 zgubic; gotowy mosna; ile koszt;
Jjadowodl
nowy_dowo
wezesniel mozna
4 nowy_dowod2

a gesture break and an ongoing gesture, respectively. During testing,
however, it became apparent that some pauses between gestures were
too short, which led to their elimination during differential imaging.
It was therefore decided to adopt vectors with extended gaps for the
experiments. Empirically, gaps of length 1 and 2 frames were selected
for the expansion, and symmetrically stretched to last 3 and 4 frames
respectively. This action did not significantly affect the content of the
gestures shown (2 frames = 0.0675) and avoided manual correction
of the *.caf files, which saved a tremendous amount of time. After
the application of all transformations, the database contains a total of
31741 frames which is about 78% of the initial value, and the average
length of the video is 64.12 frames.

3.2. Deep reinforcement learning for segmentation task

Reinforcement Learning (RL) refers to the idea of placing a so-called
agent in a specific environment (Kaelbling et al,, 1996). In each time
step ¢ the agent is allowed to perform one of the available actions.
Based on the cnvironment state s obscrvation the agent chooses
an action & to perform. This affects the environment, as well as,
transits the agent and environment to a new state s“*". The agent
also receives a reward % which evaluates agents moves. The agent

uses a strategy sz, starts in state s and chooses there the action « is
expected to accumulate a total reward expressed by (1), which is called
action value function Q. It is also worth noting that for manipulating
the agent’s so-called foresight discounting factor 7 is used. Its value
shall be within range (0;11. In addition, the choice of actions in the
next steps is made based on a greedy algorithm that prefers actions
with a higher Q-value. Depending on the needs, plenty of RL algorithms
that were brought together in Arulkumaran et al. (2017), can be used.
By using ANNs as a function approximator it is possible not only to
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Fig. 4. Pipeline of the propased data preprocessing approach

select discrete action, but also to determine continuous values. 1t i

called Deep Reinforcement Learning (DRL). Such possibility is a great

opportunity to apply RL algorithms in complex decision-making tasks,

where both environment knowledge and ability to predicting its future

behavior are needed to accomplish them.

Q.l5.a) = F |lrg+ Z ¥+ where 3g = s.ag = al
=0

n

One such task might be deciding whether to split a video stream
into frames sequences, containing gestures and frames sequences, con-
taining pauses. The authors therefore assumed that the episode for the
agent would be the evaluation of the individual frames of the video. The
agent should have information about the current state of the environ-
ment at its disposal to respond correctly. This information is contained
in the appropriately processed images described earlier. To broaden
the agent’s perspective, it was decided that instead of the currently
classified frame of the film, frames within a radius (R) of it should
also be available for the agent to inspect. For this reason, the state was
defined as a given set of pre-processed film frames, respectively. To
better adapt the algorithm to the complex task, the approximation of
the action value function was delegated to a deep convolutional neural
network. In order to ensure fast convergence and a stable learning
process as well, the Double Deep Q-Network algorithm (Van Hasselt
et al, 2016) was used. The exact architecture of the network (being
the representation of both Policy Network and Value Network) have
been presented in the form of a diagram in Fig. 7 and Fig. 9 as well
as described in Section 4. It should be noted that the network is an
extremely important part of the learning process, as it is what defines
the limits of an agent’s perceptual capabilities.

1t is also necessary to specify the reinforcement signal, which boiled
down to assigning a fixed value of 0.0 in the case of a correct frame
classification and —0.2 in the case of a mistake. The corresponding
equation (2) describes the reinforcement signal, where I, is the label
designated by the agent while /7 is the label as determined by the
database. This way of shaping the reinforcement signal ensures that
the agent is motivated to make as few mistakes as possible, while
at the same time there is no limit to the length of the episode. By
episode length, we mean the number of frames of the video minus

twice the radius of the agent’s field of view. The study of other complex
reinforcement signals is left for future work.

-

The entire scgmentation process for an example agent ficld-of-view
radius of 2 was schematically shown in Fig. 5. Red, green and blue
colors have been used to indicate the successive sets of data given
at the input to calculate the respective first second and third labels.
Fields marked with a cross symbolize frames for which the algorithm
does not determine labels, and their number is always equal to twice
the agent's viewing range (2R), which in the example considered is
equal to 4. The remaining frames are assigned a label equal to 0 (break
from showing the gesture) or 1 (showing the gesture) depending on the
agent’s decision.

—0.2,

0,

i 42

if 1, =1 @

3.3. Results post-processing

The result of the agent’s work is a vector of labels assigned to
each block of the input data (preprocessed film). It has length of
M — 2R. To support the analysis of the obtained results, a comparison
between the proper labels (ground truth) and those determined by the
agent (segmentation results) was presented also in the form of graph.
Exemplary comparisons are illustrated in Fig. 6. Black circles indicate
labels that are in accordance with the database, while blue circles
indicate labels that arc the result of the agent’s work. In addition, in
between, green and red asterisks mark the correctness of the decision
at each time step. The areas marked with a red box are places where
the agent for a short moment (few frames) recognizes that the state
ot the environment has changed to the opposite (break — gesture or
gesture — break). While the pauses or transitions between gestures can
last one or two frames, the gestures cannot be that short. The authors
therefore proposed that the vector obtained by the agent describing the
labels of the video should be subjeeted to filtering. The following filters
have been proposed: (i) to remove hills and valleys of length 1 (Gutting
Peaks - CP_1): to remove only hills of length 1 (Cutting Peaks Hills Only
- CP_HO_1); to remove only hills of length 1 and 2 (Cutting Peaks Hills
Only - CP_HO 2.
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respective first second and third labels. Fields marked with a 0/1 symbolize frames for which the algorithm determine labels. Fields marked with a cross symbolize frames for
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{b) Example segmentation results (movie no. 58)

Fig. 6. Fxample segmentation results check. Ground truth frame labels sequence are marked by black circled line while segmentation results frame labels sequence are marked by

blue circled line, Label validity tags for each frame separately were added for ease of sequence comparison. Thus, a green asterisk indicates a correct label, while a red asterisk
indicates a wrong label. In addition, red rectangles mark situations of potential use of one of the propased filters.

To demonstrate the stability of the solution, the learning process for
each combination of parameter was repeated 15 times. Inspired by the
tree forest method, the authors decided to test whether the result of
voting on the labels by multiple independently learned agents, would
represent a good segmentation of the input data. Voting results were
prepared for the usual test results and for the results after application
of each of the three filters. The decision to label a given video frame is
made by a simple majority vote.

4. Experiments

At the beginning of this section, the evaluation protocols will be
defined. Next, the research methodology will be presented, including
the metrics used to describe the quality of the proposed solution’s
performance. The research environment will also be described and the
hyperparameters of the learning process will be specified. This will be
followed by a presentation of the results from the two suceessive phases
of the conducted research and their analysis with a conclusion.

4.1. Evaluation protocols

Due to the fact that there is a lack of work with which to compare
the results achieved by the proposed system, the authors of this paper,
wanting to study it as carefully as possible, proposed a series of experi-
ment protocols. Each protocol should be understood as a sclection of an
appropriate subset of the available database. Tach successive protocol
was increasingly diverse in terms of the subjects showing the gestures,
In addition, the last protocol (LOSO) also introduces an additional
difficulty, which is the segmentation of recordings of a subject whose
records have not been previously observed by the algorithm. Such

approach will allow the quality of the proposed segmentation algorithm
to be analyzed. In total, the following four protocols were introduced:

«8$ (Single Subject) — dividing the data into training and test
sets of 80% and 20% respectively. The protocol considers five-fold
cross-validation respective to repetitions of each subject. This protocol
represents the lowest level of difficulty of the segmentation task and
allows to test whether the proposed algorithm is able to tackle this type
of task.

«DS (Double Subject) — dividing the data into training and test
sets of 80% and 20% respectively. The protocol considers five-fold
cross-validation respective to repetitions of each subject tuple. This
protocol represents the average difficulty level of the segmentation
task. Differences in the physical appearance of the subjects displaying
the gestures and the accuracy of the gesture display can be here an
additional difficulty.

«T$ (Triple Subject) — dividing the data into training and test
sets of 80% and 20% respectively. The protocol considers five-fold
cross-validation respective to repetitions of all subjects. This protocol
represents a high level of difficulty of the segmentation task. Differ-
ences in the size of the subjects showing the gestures and the accuracy
of the gesture display can be here an additional difficulty. This protocol
also provides the greatest variety of subjects.

«LOSO (Leave One Subject Out) - dividing the data into testing
data, which include all the films of the selected subject, and training
data, which are the films of the other subjects. This protocol assumes
that experiments are conducted for the selection of each of the avail-
able subjects. It represents by far the highest level of difficulty of
the segmentation task. An additional difficulty may be the need to
segment the videos of a person whose pattern has never been observed
by the algorithm and diversity which cannot be well represented by
limited dataset used. This is also the situation that is closest to the real
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environment conditions of the subsequent operation of the proposed
algorithm,

The second aspect of experiments was the choice of an appropriate
Deep Convolutional Neural Network (DCNN) architecture. This is an
extremely important element, as it determines the agent’s potential
perception of information about the environment, i.e. its perceptual
abilities. Guided by the practical application of the introduced solution,
the authors decided to study architectures similar to existing ones pre-
sented in Simonyan and Zisserman (2015), but much more shallow than
them. In addition, less classical approach was tested, that prioritizes
information reduction by using a MaxPool layer at the beginning of
the network. All architectures examined in specific experiments phase
are shown in further subsections.

A third important aspect was the choice of the radius of the agent’s
viewing window. What is worth considering, the selection of this
parameter can potentially bring positive, as well as, negative results.
The expected benefit may be an improvement in the quality of the
system’s performance, which will have access to additional information
describing the current state of the environment. The negative aspect, on
the other hand, will be an increase in the complexity of the aforemen-
tioned DCNN and a possible lengthening of its learning process. In the
successive phases of the experiments, the impact of different values of
this parameter was investigated.

4.2, Methodology

Three metrics were adopted to evaluate the results of the algorithm.
The first is Accuracy (Performance - Perf) (3) which defines the ratio of
the number of correctly annotated frames to the number of total frames
in a given video. The second (Gesture Difference - GD) (4) and the third
(Breaks Difference - BD) (5) are calculated based on the absolute value
from the difference of the number of gestures recognized by the agent
and the correct number of gestures (and similarly for breaks). In (2), (4)
and (5) symbol L represents labels vector for specific frames sequence
and L* represents proper labels vector.

X 0 _ JoforL, #L¥
Mear = oy 0=\ Lorr, = 1 &
Gp = told) where {;(L) = {’1’ segments count } 4)
{el(L")
Mgp = ﬁ where {g(L) = {*0’ segments count } (5)
{p(L*)

4.3. Evaluation environment

The calculations were carried out using a computer architecture
based on an AMD EPYC 7742 64-Core processor, two Nvidia A100
40 GB cards and access to 1TB RAM. To exclude randomness and
to demonstrate the stability of the solution, the learning process for
each of the later described parameter combinations was repeated 15
times. In order to speed up the computation, parallelization was applied
eventually training 5, 8 or 15 agents simultaneously depending on the
complexity (learnable variables number) of the deep network. The total
number of trained networks was 3180.

The learning process was limited to 500 episodes ensuring its con-
vergence. The discount factor was set to 0.02 since, in the adopted
environment and with the chosen reward system, choosing a subopti-
mal action in one move has no effect on choosing an optimal action
in the next move. In order to ensure fast convergence and a stable
learning process, the Double Deep Q-Network algorithm (Van Hasselt
et al., 2016) was used by adopting Matlab framework pararmeters values
accordingly: TargetSmoothFactor (0.05), TargetUpdateFrequency (5) and
NumStepsToLookAhead (1). The EpsilonGreedyExploration algorithm was
chosen as the exploration method with the parameters: Epsilonini-
tial (1.0), EpsilonMin (0.01) and EpsilonDecay (0.01). This provided a
trade-off between exploration and exploitation. ADAM was adopted
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Table 6

Learning hyperparameters vales.
Name Value
discountFactor 0.02
maxBpisodes 500
TargetSmoothFactor 0.05
TargetUpdateFrequency 5
NumStepsToLookAhead 1
Epsiloninitial 1.0
EpsilonMin 0.01
EpsilonDecay 0.01
LearningRate 0.0001
maxBufferCapacity 5000
MiniBatchSize 128

as the optimization algorithm, setting the learning rate to 0.0001,
the maximum buffer capacity to 5000 and the MiniBatchSize to 128,
Implementation of the solution and experiments were conducted using
Matlab 2022a software. All the hyperparameters discussed, along with
their values, have been gathered in Table &,

4.4, Phase I

In the first phase, four deep convolutional neural network architec-
tures (illustrated in Fig. 7) and three different agents viewing window
radii {equal respectively to 1, 2 and 3) were examined. The main
objective of the first round of testing was to reduce the number of
experiments by discovering a potential trend for the size of the agent’s
viewing window radius or deep convolutional network architecture. To
achieve this goal, a study was performed according to the 55 protocol.
It results taking into account the filters discussed earlier and the voting
result for each filter are presented in Table 7. The studied architectures
differ in the arrangement of layers - two are similar to resnet and
another two have a maxpool layer in front, which at the very beginning
leads to a significant reduction in the data processed by these networks.
In addition, the architectures in the two pairs differ in the size and
number of filters in the subsequent convolution layers.

Thanks to the appropriate selection of hyperparameters, all the
realized learning processes reached convergence within the assurned
time. To better understand the course of the learning process, the record
of one of them was analyzed. Fig. 8 shows the values of the metrics
obtained by the agent during each of the 500 episodes - respectively,
in the top graph there is a record of the classification accuracy of suc-
cessive blocks of input data, while below in yellow and cyan color there
are discrepancies in the number of gestures and gaps between gestures,
as determined by the agent. Each metric was also supplemented with a
moving average calculated on the basis of the last 50 episodes. Bearing
in mind that in each episode one of 132 films is drawn and shown
to the agent (33 expressions times 4 repetitions), it can be estimated
that during the learning process each film was viewed by the agent
an average of 4 times. The very high score of the performance metric
translates directly into a high percentage of correctly classified blocks.
The low average values of the other two metrics (below 1.0 at the end
of the learning process) should also be taken into account. Combined
with the high classification rate, this is a very good indication of the
correct performance of the algorithm.

The analysis should also include the results obtained when testing
the system on repetitions that the agent has not seen during the learning
process. These test results, have been collected in Table 7. All metrics
shown are averages and include all videos from the test set for each
agent trained for a given configuration. Bold indicates the best score
for a given metric among the scores for a given architecture and filter.
The best and second-best score of the metric for a given filter among
the results marked in bold are highlight with gray background. It is
worth noting that Mp,, . should be close to 1.0 and both Mgy, and Mz,
should be close to 0.0.
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Analyzing the data presented in Table 7, one can easily notice a
positive correlation between the radius of the agent’s range of view
and the quality of the segmentation achieved. This relationship is
preserved both for the results of individual agents and for the forests of
agents. It is also noteworthy that it has been a definite improvement in
system performance when using the agents forest method - on average
about 0.02 to 0.03 in accuracy which is around 3% increase and in
some cases almost double decrease in Gesture Difference and Breaks
Difference. The best architecture turned out to be the ‘0’ architecture
achieving almost always first or second place. This is an interesting
phenemenon because it is not a standard architecture starting from the
convolution layer, but a MaxPool. The two classical-like architectures
('2’ and *3") achieved comparable results, which were also satisfactory.
When analyzing the effect of the applied filters on the results, it can
be seen that the CP_1 filter was the most effective for individual agents

Lixemplary agent learning process.

and CP_HO_1 filter was the most effective for agents forest. As intended
by the authors, the proposed method is able to correctly segment videos
containing continuous sign language gestures. It has also been possible
to successfully study the impact of using post-processing methods and
preliminarily assess the capabilities of different types of architectures.

4.5. Phase I

After the initial diagnosis in phase one, the authors moved on to the
sceond phase of the study. Based on the conclusions drawn in the first
phase, they decided that the second phase would cover:

- test of the best classical-like phase I architecture and three new
architectures (two classical-lilke ones of different complexity and
one similar to the phase I best with higher complexity). All phase
1l architectures with layers characteristics were shown in Fig. 9;
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Table 7
Phase 1 mean results.
Results Tilter Tiew Farformance, Gesture Difference Frenks Ditlerenca
Type Type Window Network Architecture Network Architecture Network Architecture
Radius o 1 » £ [l 1 2 3 o 1 2
T TEET T TR T T T T TEIE THE TG
nane 2 3,563 0.559 ek 0775 0,594 Q775 0755 0,558
3 i 0558 0734 543 - 350 0.858
T TEET ] TEET TR
w1 2 . 0766 0510 o833
Agents 3 0723 0,500 2,545
T T i) T
@101 2 0.505 6,648 8.799
3 0.594 0,688
T P TS
PHO2 ] 0678 0,699
3 0.651 0700
T iz T 3
nana 2 0.356 2534 451
3 0,360 45 0438
T AT T TR
3 2 o5z 2742 0716
Agemts 5 0.525 0.689 . 0723
forests T X T T T
@0 z o 0485 0477 0470
3 0326 5 0.451 0.443
T TS AT T TETT TE
CPHO 2 2 0.333 0.345 024 0.480 0473
E 0.333 w11 0,428 0.466 0.458
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Table 8
Thase Il mean results.
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Results Protocol TFilter Performance Gesture Difference Breaks Difference
Type Natne Type Network Architectare Network Architecture Network Architecture
2 4 B 6 2 5 & 2 4 B 6
none 0.850 0.857 0.850 0.852 0.888 0.691 1.012 0.881 0.999 0.827 1.107 0.993
88 1 0.852 0.858 0.853 0.855 0.661 0.576 0.675 0.646 0.817 0753 0.815 0.787
CPHO1 0.850 0.857 0.880 0852 0713 0.557 0.765 0.687 0.885 0723 0.907 0.833
CPHO2 0.850 0.857 0.850 0.853 0.788 0.6085 0.878 0.767 0.014 0.761 0.906 0.839
none 0.340 0898 0838 0840 0997 0817 T.ZT 10T TI0T 0.99 130T 1117
DS P11 0.842 0.847 0.840 0.843 0.742 0.685 0793 0.741 0.883 0.845 0.526 0.886
CPHO1 0.840 0.846 0.836 0.840 0.801 0.673 0.945 0.813 0.933 0.828 1.076 0.949
Agents CPHO2 0.840 0.847 0.836 0.840 0.880 0.730 1.061 0.896 1.000 0.871 117z 1.016
none 0.830 0.836 0.824 0829 1.068 0.914 1.286 1.088 1162 1.026 1.364 1.186
TS 1 0.832 0.837 0.829 0.833 0.810 0764 0.860 0.808 0.940 0.804 0.988 0.638
CPHO1 0.831 0.836 0.825 0.830 0.878 0774 1.020 0.802 1.004 0.910 1.136 1.016
CPHO2 0.830 0.836 0.824 0.830 0.954 0.826 1.136 0.970 1.066 0.952 1.232 1.082
none 0714 0.720 0.70¢ 0714 1567 1.0 150 T.650 T.E: 1397 ¥ 17T
LOSO cP1 0.720 0724 0.713 0720 1.140 1.130 1.247 1.163 1.267 1.263 1.387 1.290
CPHO1 0713 0718 0.702 0713 1.387 1.267 1.817 1.443 1473 1387 1.940 1.533
CPHO2 0.714 0719 0.704 0714 1.467 1320 1.970 f 1.547 1430 2.080 1.617
none 0.885 0.888 0.886 0.889 0.392 0.313 0.406 0362 0.564 0.507 0.560 0.539
88 1 0.882 0.885 0.885 0.886 0.500 0.465 0.483 0.459 0.651 0.630 0.622 0.610
CPHO1 0.885 0,888 0.887 0.889 0.362 0.293 0.354 ¢.317 0.539 0475 0.521 0,489
CPHO2 0.885 0.888 0.887 0.889 0.368 0.289 0.370 0.325 0.549 0.483 0527 0.503
none 0.880 0.882 0.881 0.880 0.501 0.462 0.525 0.499 0.665 0.645 0.679 0.671
s cP1 0.878 0.879 0.878 0.879 0.591 0.554 0.594 0.583 0.752 0.722 0735 0.736
CPHO1 0.880 0.882 0.882 0.881 0468 0.426 0.476 0.453 0.642 0.611 0635 0.614
Agents CPHOD 0.880 0.882 0.882 0.881 0.479 0.433 0.400 0.468 0.648 0.622 0.658 0.628
forests none 0.870 0.874 0.860 0873 0.584 0.566 0.655 0.582 0.733 0723 0.780 0.743
TS P11 0.868 0.871 0.868 0.871 0.703 0.697 0.719 0,681 0.834 0.816 0.861 0.830
CPHO1 0.871 0.874 0.860 0.874 0.558 0.54% 0.612 0.53% 0.705 0.681 0.754 0.657
CPHOD2 0.871 0.874 0.870 0.87 4 0.564 0.560 0.626 0.53% 0.700 0701 0.766 0.708
none 0.751 0759 0.786 0757 1119 1079 1.166 1.073 1317 1278 1.340 1.313
LOSO CP1 0.752 0.760 0.757 0.758 1271 1.240 1.149 1192 1412 1410 1.313 1.404
CPHO1 0749 0758 0.754 0755 1.115 1.081 1.121 1.081 1.289 1.255 1.297 1317
CPHO2 0.750 0.758 0.755 0756 1.1z3 1.077 1.133 1.003 1.297 1263 1327 1.319
Table & lack of diversity in representation of the test set in the training set. The
Total learnables of proposed architectures (in thousands). authors believe that expanding the proposed database to include more
Network View window radius subjects should fill this gap and at the same time provide a much better
architecture 1 2 < learing environment for the system under study. The results presented
0 874 875 875 also confirm previous observations regarding the positive impact of the
ilters used, an e introduced voting method, The combination o
1 839 840 840 filt d, and the introduced vot thod. Th binati f
2 3248 3248 3249 the two methods provides, as before, about a 3%-3.5% increase in the
i 476 478 ?76993 classification accuracy of the data blocks received at the input, as well
5 - - Gty as, in many cases, works very well by strongly reducing the values of
s - - s 641 the other two metrics (GD and BD). The most effective architectures
turned out to be those numbered 4 and 6. These are architectures
representing the classical-like approach (6) and the approach proposed
by the authors of the paper (4). At this point, it is worth noting that the

+ conducting the test only for an agent’s window of view with a proposed architecture number 4 has a considerably lower complexity
radius equal to 3, because this value turned out to be unquestion- (number of learnable parameters), which makes it more attractive for
ably the best of all those studied so far; commercial applications.

« perform the test for all four proposed experiments protocols For a better analysis of the complexity of the investigated deep
{SS, DS, TS and LOSO), which should provide insight into the convolutional neural networks, the number of learnable parameters for
proposed system and allow for a very thorough evaluation of it each architecture considering different widths of the agent’s view win-
under different conditions; dow is presented in Table 9. It is also worth noting that the complexity

« re-examination the impact of filtering and the voting results (so of the proposed architectures, which can be expressed in terms of
far made only in the $S model). learnable parameters, is a few or even up to a tens of times lower than

for state-of-the-art architectures such as resnetl8 (11.6 mln), resnet50

The proposed Architecture 4 has doubled the number of neurons (25.5 mln) or vggl6 (138.3 mln).

in the fully connected layers compared to Architecture 1. Architecture

6 has been modified similarly compared to Architecture 2, and in 4.6, Trained filters

addition to this, the number of filters in all convolutional layers has

also been increased, the number of which has been increased by 1. In order to better understand how the information provided in the
Architecture 5, on the other hand, has an additional 3 convolutional input data block is analyzed by a trained agent, it was decided to
layers compared to Architecture 6. analyze the performance of learned filters. Thus, Fig. 10 shows an

Table 8 shows the metrics resulting from the work of the obtained example of a block of input data for the agent’s field-of-view radius

agents on the respective test data. The data illustration style used R = 2, while Fig. 11 graphically shows the excitation of neurons for

matches that proposed in the section discussing the first phase of the selected 7 of 32 filters. In order to improve the readability of the

the experiments. As expected, a slight decrease in performance can graphics, the colors have been inverted. It was observed that some

be observed in association with an increase in task difficulty. This is filters focused on the analysis of specific channels (frames from the

particulatly noticeable for the LOSO protocol, which is caused by the input block) others taking into account only to a small extent - filter 3
11
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Fig. 10. Lxcmplary decp netwerk input block (R =2).

Fig. 11. Selected 7 of 32 first convolutional layer filters activations.

Table 10
Comparison of best’s agents metrics.

Results  Protocol  Performance Gesture Difference Breaks Dilference
Type Name Network Architecture Network Architecture Network Architecture
2 4 5 6 2 4 5 6 2 4 El [}
55 0.852 0.858 0.853 0.855 0.661 0.576 0675 0.646 0.817 753 0.815 0.787
Agents DS 0.842  0.847 0840 0.843 0742 0685 0793 0741 0.883 (0.845 (.926 0.889
TS 0.832 0.837 0.829 0.833 0.810 0764 0860 0.808 0.940 0.904 (988 0.938
LOSO 0720 0724 0713 0720 1140 1130 1.247 1163 1.267 1.293 1.387 1.290
S5 0.885 0.888 (.887 0.889 0.362 0.293 0.354 0.317 0.539 0475 (.521 0.489
Agents DS 0.880 0.882 0.882 0.881 0468 0426 0476 0453 0.642 0611 0.639 0.614
Forests TS 0871 0874 (.89 0.874 0558 0549 0612 0539 0705 0681 0.754 0.697
LOSO 0752 0760 0757 0758 1.271 1240 1749 192 1,412 1410 1.313 1404

and 5 from the left. In the same time, others considered a larger number
of frames while differing in their subset. Such a combination not only
provides multi-modal analysis of the rececived block of data, but also
creates an extensive set of features on the basis of which, the agent
is later able to make accurate recognition of the state of the person
showing the gesture by appropriately ¢ fying the received blocks of
data.

4.7. Summary

Presented results build on existing evidence of that it is possible to
transit from the very difficult task of continuous sign language gesture
recognition to the far simpler task of isolated gesture recognition
through temporal video segmentation using a deep learning algorithm
with reinforcement. At the same time, an additional achievement of
this work is the proposal of an algorithm for preprocessing the video
stream, which enabled not only the reduction of information wich
may be potentially confusing for the system, but also the extraction
of valuable information about the movement of the subject’s hand. In
addition, this algorithm also provided up to almost 75% reduction in
data volume. In addition, the authors of the paper also presented not
only a database adapted to the new type of task, but also methods to
improve the performance of the system (obtained labels) providing a
significant increase in classification precision.

Table 10 shows the best results for each of the experiment protocols
and tested deep neural network architectures as a trade-off between
the values of each metric. It can easily be seen that the voting method
achieves significantly better results despite the more difficult task (T8
vs. 88).

The proposed system, despite achieving high quality results, will be
further developed. The authors, wanting to optimize its performance,
will undergo a detailed evaluation:

« larger values of the radius of the agent's field of view in order
to find a compromise between the size of the block forming the
input and the computation time focusing on ensuring real-time
operation of the system;

= deep network architectures with a different complexity than cur-
rently studied - deep analysis will be carried out on currently
learned filters in order to design an architecture that will al-
low to determine a much wider representation of the input re-
ceived without significantly increasing the number of learnable
parameters;

new input data formats - the authors plan to allow the agent to
have direct insight not only into the hand movement itself but
also its dynamics.

.

In addition, efforts will be made to expand the established database to
include more subjects. On the one hand, this will not only allow the
proposed system to be tested more precisely, but will also make it pos-
sible to verify the hypothesis claiming that an appropriate increase in
the learning data set should unambiguously and significantly improve
its performance. As a counter to this hypothesis, one can cite the work
of Bolon-Canedo and Remeseiro (2020), whose authors, referring to the
Kolmogorov complexity, show that this is not necessarily obvious in
their case. This thesis is worth testing because it may affect the need to
build more complex networks wanting to acquire interesting features

or even the opposite (Kabir and Garg, 2023).

5. Conclusions

The authors proposed a novel solution involving Deep reinforce-
ment learning for signed gestures extraction by temporal segmentation
of image sequence to enable transition from a continuous gesture
recognition to isolated gesture recognition. The first aspect of the devel-
opment is the introduction of a GEST database of a new nature enabling
not only the gesture recognition task, but also a new segmentation task.
In addition, the authors also proposed a novel method for preprocessing
the RGB image stream (GSADGM) allowing for the representation of
the motion of the recorded subject and a significant reduction in
unwanted noise and the size of the processed data. Furthermore, the
authors proposed several protocols for evaluating the quality of the
segmentation algorithm’s performance and two methods for correcting
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{filtering and a voting system)} the algorithm’s response, allowing to
considerably improve the results achieved by the proposed algorithm
{GSADGM-DRLFS). A future work plan includes further investigation
of potential applications of the proposed GSADGM-DRLFS in different
fields of study. In addition, it is planned to subsequently develop not
only the database but also the presented solution itself to enable the
construction of an application that translates sign language gestures in
real time.
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The widespread desire to automate the CNC machine control process and optimize it is
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1. Introduction

Automation of teclmological processes used in many branches of the
global economy requires solutions that will optimize aspects of product quality
and energy intensity of production lines and manufacturing time [1-2]. A
special and widely used solution is the use of CNC machines in the
manufacturing process. Optimizing the operation of CNC machines requires
the prior preparation of a data set that unambiguously describes all aspects
related to the dynamics of the machine. requirements arising from the
technological processes for the workpiece to be fabricated, and economic
aspects. These factors arise from the guidelines set for modemn technical
systems that are part of Industry 4.0. This requires the acquisition of a large
number of geometric data describing the parameters of the manutactured parts
and electrical data describing the energy state of the machine. Optimizing the
operation of such the machine requires the cooperation of scientists from
different fields [3]. The industrial experience of the authors, related to the
application of modern computer methods and the operation of CNC machine
tools, indicates that the development and implementation of new algorithms
and the optimum selection of parameters describing the dynamics of the CNC
machinc, allowing the exact reflection of geometric points of the performed
detail are still needed [4] [3].

One of the approaches available and operational in the industry for
automatic G-CODE  calculation is the Reference Points Realization
Optimization (RPRQ) algorithm proposed in [6]. This algorithm has as its main
goal the fastest possible execution of the machining process, using the full
capabilities of the dynamics of the CNC machine, while maintaining the
intended average accuracy of the machining process as much as possible.
However, this and similar solutions have some drawbacks [7-8]. The first is
high computational complexity: the need to check many combinations of
machine dynamics parameters in order to find the one that achieves the
targeted accuracy. The second one results from the way the machine is
controlled based on the generated g-code, specifically the use of full spindle
acceleration and deceleration (rapid movements). Such action leads to
vibrations, which can result in loss of machining accuracy, and can also lead to
faster wear of machine components. Machining in this way can, instead of the
intended decrease in the price of the part's products, have the opposite effect of
increasing the price [9-10]. A final aspect worth mentioning is the fact that the
operation of the available tools is not interpretable to the expert controlling the
CNC machine. To answer the challenge posed, the authors, using the
aforementioned RPRO algorithm, cstablished a database of many different
processing operations and proposed their own g-code delermination system
based on tuzzy logic. Fuzzy logic has been used before to solve other cnc
machine tasks [11-13].
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The remaining part of the article is organized as follows. Section 2
describes the proposed alternative motion planning svstem for a CNC machine,
Section 3 describes the proposed versions of the system and the tests that were
conducted, and considers the results. Finally, Section 4 summarizes the
achicvements and provides a plan for the future work.

2. Proposed method

The authors aimed to create a system that allows the determination of the G-
CODE for given machine dynamics parameters and a specified sequence of
reference points. This system should work in the offline mode and be casily
understood and intuitive for the expert optimizing the machining process.
Therefore, the proposed solution uses a fuzzy logic expert system based on the
Mamdani first-type model. The authors considered the process of generating the
G-CODE as a series of decisions concerning imoveiment of the spindle in
successive time steps. Between consecutive steps of performance quality
cvaluation, the expert can freely modify the sct of rules representing the
system's operating strategy. The proposed model requires the following
information:

s parameters of machine dynamics,

s the actual spindle dynamics and its position referred to as the spindle
state,

s the target reference point sequence.

Based on the above information, a simulation of spindle movement is
executed, where in subsequent steps one of three discrete values is selected:
Decelerate. DoNothing and Acccelerate, which constitute the considered set of
decisions. The simulation terminates when the spindle reaches the last of the
reference points. The investigation allows to take a decision using Fuzzy
Inference System (FIS) to focus on the movement of the spindle along a single
axis without the possibility of reversing. A diagram demonstrating the proposed
framework 1s shown in Figure 1.
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Figure 1. Proposed framework scheme

The authors proposed two different models shown in Figure 2. The first
model has two inputs: normalized spindle speed and normalized spindle distance
to the next reference point. Each of the inputs of this model received values in the
range [-1; 1] and were covered with evenly distributed five features
corresponding to the labels: "Very Small”, "Small", "Medium", "Large", and
"Very Large". These signals are analyzed according to 25 rules determined by the
expert, each of which refers to every possible combination of input signals. The
output of the system is a mumber in the range [-1; 1] covered by 3 functions
corresponding to possible decisions. The second medel is an attempt to extend
the perceptual abilities of the first model by supplementing its knowledge with a
normalized spindle speed. This input is a number in the range [-1.5; 2.5]. It is
covered by 8 functions corresponding in consecutive order to the labels: "Large
backward", "Medium backward", "Small backward", "Very small", "Small",
"Medium"”, "Large", "Very large”. Consequently, the number of rules proposed
for this model is 200.

Normalized Velocity
5 functions in range [-1; 1] Mamdani Decislon

Normalized Distance To Next Reference Point (25 rules) 2 functions in range [-1; 1]
5 functions in range [-1; 1]

Normalized Velocity

§ functions in range [-1; 1]

Normalized Distance To Next Reference Point Mamdani Decision
5 functions in range [-1; 1] (200 rules} 3 functions in range [-1; 1]

Normalized Acceleration

8 functions in range [-1.5; 2.5]

Figure 2. Proposed Fuzzy Expert Systems Models Diagram
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Two shapes of the coverage function, namely the triangular function and
the bell curve, were also considered in the conducted research. The proposed
rule sets in the form of graphs are shown in Figure 3. and Figure 4. Individual
symbols denote specific decisions of the system:

¢ Decelerate - red triangle,
e DoNothing - blue dot
e Adccelerate - green triangle.

Each point on the graph denotes one rule determined for a specific
combination of input signals and indicating the corresponding decision of the
fuzzy system. Subsequent numbers on the axes denote individual discrete values
of the input signals in the same order in which they were given earlier in this

paper.
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Figure 3. Rule set for 2-input model
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Figure 4. Rule Set for 3-input model

As one can easily notice, the number of proposed rules is very large,
Therefore, the authors decided to

model with three innuts

model with three inputs.
reduce the number of rules using the mentioned graphs as an assist in finding
dependencies. For example, eight rules containing three predecessors of the
implication, represented by the column in the closer right corner of the graph,
can be replaced by a rule with two predecessors "If Normalized velocity is Very
Small and Normalized distance to next Reference Point is Very Big then
Decission is Accelerate”. Making equivalent transformations, one alternative set
of rules was proposed for each model. The number of rules with individual
successors and the total number of rules for each version of the system are
shown in Table 1.

especially for a

g
i g

Table 1. Distribution of proposed fuzzy systems rules
Rules System Decelerate Do nothing | Accelerate Total rules
Type type number
full 2-variable 4 8 13 25
cover 3-variable 56 47 97 200
2-variable 4 8 4 16
reduced
3-variable 21 23 32 76
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3. Experiments

To check the quality of the 8 proposed fuzzy expert systemns, extensive
study was conducted using a set of processing proposed in [14]. The achieved
results were compared with results obtained using the RPRO algorithm, with
target accuracy set to 10pm. This parameter describes maximum value of mean
accuracy among all reference points. The database considered includes
machining processes with different issues: reference path lengths (3), densities
(3), trajectories (10), maximum spindle speeds (4), maximum spindle
accelerations (5) and Jerk values (3). For convenience of analysis, they are
assigned to 9 groups (combinations of length and density of reference paths)
with 600 processes in each. A detailed description of the parameters can be
found in [14].
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[um]

NINg process accuracy as average error

Accuracy Testing trajectory group number
Number .
of inpur | Fntians Butes 1 2 3 4 5 6 7 3 9
variables P P
e_-u.“._muu, 1572+ 485 25e7= 1030 2072= 11.37 2224 232 330 1173 3303 1158 3250« 1045 27+ 074 3317+ 1148
bell
reduced 1592+ 5 1% €90 = 1G53 2970+ 11.21 2338+ &€3 3380+ 1161 3293+ 1158 3213+ 10.03 329%% 1078 3314+ 11.31
2
a__.u:.._“u, 1530+ 435 2533 1034 2965+ 1123 30 834 M1z 2R+ 1158 3253+ 1077 3202 E (08 3316+ 1133
triangle
reduced 1821 + 4 44 BG4S = 1047 2266+ 11.23 2000+ 853 3301+ 171 32034 1158 3253+ 1045 33164 1102 3316+ 1140
n__.“._“u 1332+ 4 81 2232 = 1056 2529+ 1116 2750 218 33.69 = 12.06 2812+ 1199 3237« 1017 3296+ 1102 1868+
bell
reduced 1531 £ 4.96 267 = 1037 3046+ 11.82 2760 803 3389 1136 2313% 1146 3216+ 1007 3322+ 1039 237%+ 11.74
3
full
e%.mu, 1528+ 434 2854 = 1039 2837+ 1144 2739+ 824 3397+ 212 N+ 11e7 3207+ 9N 3213+ 1097 211+ 1238
trlangle
reduced 1541+ 474 PETT+ L0 30404 1135 2720+ RIS M2+ 1194 33254 1141 3214+ 1005 33104 08T 33314 1194
RPRO 21361 £74 1539 = 1535 36741 L4T 4024 1717 19.21 4 1688 3sgl 127 4872+ 2217 16.23 4 1432 3951 129

Table 2. Test results - mach
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Time steps count

Testing trajectory group number

MNumber N
of put | Funetions HM::: 1 2 3 4 s 6 3 s °
variables wpe ype
n—“._hu 20129 112647 11484 + 6527 ME{LOE V] 11700+ 0 37120+ 1681 40110+ 0 EORES 73753 £ 2509
bell
reduced 201429 1126+ 47 11484 £ 527 T0ED 11700+ 0 EPAVOER L)) 40110+ 0 EURDESY 73753 £ 2059
.
:m.“._mﬂ 01+ 1126+ 47 11424 + 627 1700 +0 11700+ 0 37120+ 1681 4011040 40110 + 0 73753+ 295¢
triangle
reduced 201 420 1126 4 47 11454 £ 627 70040 117004 & 371204 1681 4311040 40110 &0 737534 2550
ﬁm“._hq 201 + 29 1126+ 47 11455 + 625 1700 £0 11700 0 371314 1673 4011040 40110 + 0 73770+ 2534
bell
reduced 20129 2647 11485 £ 623 MrLsE ] 11700+ 0 37131 £ 1633 40110+ 0 EIORIVES) 3TN £ 2534
3
a”._muu e 12647 11486 £522 TT0EN 11700+ 0 M3 1534 4011017 AM 100 73770 £ 2534
triangle
reduced 201 429 11264 47 11496 £ €22 700 £0 117004 0 371324 1674 4011040 40110 &0 737704 2534
RPRO 113421 598 £236 S542= 2529 273 £80 1564 509 19436 + 8556 4702169 40521717 | 37977217048

Table 3. Test results - number of processing steps
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Table 2. and Table 3. show the test results of the proposed fuzzy expert
systems. The accuracy metric is measured as the average error of each of the
600 machining processes of a given group of trajectories and expressed in
micrometers. In addition, the standard deviation is also given for each
measurement, and the best and second best results are shown in bold. A metric
indicating the number of time steps, each of which lasted 2ms, was constructed
similarly. In this case, only the best results were marked in bold for clanty. As
expected, the RPRO algorithm provided shorter calculation time however, only
for 3 of the 9 groups of trajectories it was able to achieve the intended accuracy.
The proposed expert systems were successful in achieving satisfactory accuracy
between 15um and 34um. The results of the number of steps indicate that the
small machining error was achieved at the expense of not using the full potential
of the machine dynamics. However, it should be noted that this behavior is fully
dependent on the set of rules established by the expert that constitute the
strategy of the fuzzy system controlling the machining process. Depending on
the needs, the expert may propose a set of rules prioritizing the processing time.
An interesting effect visible duning the analysis of the results is the preservation
of the stability of the system operation after minimizing the size of the rule set.
This 1s a very advantageous effect that allows to significantly reduce the
calculation time. An additional advantage of the proposed system is the
smoothness of acceleration and deceleration of the spindle movement. This
phenomenon makes it possible to definitely reduce the level of vibration of the
working CNC machine, and consequently extend its lifetime and definitely
reduce operating costs.

Spindle position

Spindle velocity

Si

pindle acceleration

RPRO ||
% Ref. Paints
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o
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Figure 5. Comparative analysis for mixed density trajectory
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To better observe the described behavior of the algorithm and to confirm
that it also tackles mixed-density trajectories, a comparative simulation was
conducted for trajectory [0.0, 0.6, 0.9, 1.3, 1.6, 1.97, 2.38, 2.45, 2.51, 10.0, 13.0,
22.0, 40.0, 100.0, 110.0, 111.0]. The RPRO algorithm achieved an accuracy of
26.83um during 431 steps, while the proposed expert system achieved an
accuracy of 19.51um during 964 steps. As expected, the RPRO algorithm
determined a significantly shorter G-CODE. As for the vibration level, on the
other hand, the proposed solution provides an incomparably lower vibration
level during the machining process. This can be observed by comparing the
level of fluctuation of the wvelocity graph and spindle acceleration, which are
shown in Figure 5.

4, Conclusions

The paper proposes a novel, off-line, Mamdani I-type algorithm that
allows the generation of a G-CODE for given machine dynamics parameters and
a specified sequence of reference points. Its capabilities and various versions
have been tested during extensive experiments and compared with the results
achieved by the RPRO algorithm used in industry. The proposed solution
provides the possibility of personalizing the way of operation by appropriate
construction of rules for the fuzzy system by an expert. In addition, by
constructing the rules in a manner similar to that presented in the paper, it is
possible to ensure an effective reduction in the level of machine vibration during
the machining process. The authors also proposed a method for optimizing the
set of rules while maintaining the stability of the algorithm's operation. Future
work will focus on further optimizing the speed of the algorithm by using the
Sugeno system, as well as other artificial intelligence methods.
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Streszczenie w jezyku polskim

Niniej

sza rozprawa doktorska stanowi monotematyczny cykl publikacji naukowych

dotyczacych aplikacji metod sztucznej inteligencji ze szczegdlnym uwzglednieniem

algorytmu uczenia si¢ ze wzmocnieniem. Praca ma charakter interdyscyplinarny

1 rozwaza dwie gléwne galezie tematyczne: zadania przetwarzania obrazu oraz zadania

sterowania. W pierwszej z nich poruszony zostal temat wykrywania gestow poprzez

czasowg segmentacj¢ strumienia wideo. W drugiej gatezi skupiono si¢ na sterowaniu

dynamika wrzeciona maszyny sterowanej numerycznie (ang. Computer Numeric

Control — CNC). Duza cze¢$¢ badan zostata zaprezentowana w trakcie migdzynarodowych

konferencji naukowych. Uwzgledniajac powyzsze w pracy sformutowano nast¢pujaca

hipotezg badawcza.

Mozliwa  jest  aplikacja  rozmych  metod  sztucznej  inteligencyji,

a w szczegolnosci algorytmu uczenia sie ze wzmocnieniem, zarowno do zadan

przetwarzania obrazu jak i do zadan sterowania, celem uzyskania rezultatow

nie gorszych niz przy pomocy innych metod znanych z literatury.

Hipoteza zostata uprawdopodobniona poprzez realizacje nastgpujacych zadan:

1))

2)

3)

Studia literaturowe dotyczace wykorzystania algorytmu uczenia si¢
ze wzmocnieniem do:
a. rozwigzywania zadan przetwarzania obrazow,

b. rozwigzywania zadan sterowania.

Zebranie niezbednych danych oraz utworzenie =zbioru pozwalajacego
na trenowanie oraz weryfikowanie poprawnosci dziatania badanych metod:
a. do zadania wykrywania gestow,

b. do zadania sterowania dynamika ruchu wrzeciona maszyny CNC.

Zaproponowanie metody pozwalajacej na:
a. czasowa segmentacj¢ ciggltego strumienia gestow,
b. optymalizacje sterowania dynamikg ruchu wrzeciona maszyny CNC
z wykorzystaniem logiki rozmyte;,
c. optymalizacj¢ sterowania dynamika ruchu wrzeciona maszyny CNC

z wykorzystaniem paradygmatu uczenia si¢ ze wzmocnieniem
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Zadanie 1.

a)

b)

Zadanie 2.

b)

Zadanie 3.
a)

b)

Studia literaturowe dotyczace wykorzystania algorytmu uczenia si¢
Ze wzmocnieniem

Zadanie zostalo zrealizowanie poprzez przygotowanie przegladu
literatury, ktory zostal zaprezentowany podczas konferencji krajowej oraz
przedstawiony w formie publikacji. Zgromadzona wiedza stanowila

inspiracj¢ podczas dalszych prac.

Zadanie zostato zrealizowanie poprzez przygotowanie przegladu
literatury, ktory  zostat zaprezentowany podczas konferencji
mig¢dzynarodowej oraz przedstawiony w formie publikacji. Zgromadzona

wiedza stanowila inspiracj¢ podczas dalszych prac.

Zebranie niezbednych danych oraz utworzenie zbioru pozwalajacego
na trenowanie oraz weryfikowanie poprawnosci dzialania badanych
metod

Zadanie zostalo wykonane poprzez utworzenie dedykowanej bazy danych
wykorzystanej podczas badan nad propozycja algorytmu, ktorego
zadaniem byto wykrywanie gestoéw w ciagtym strumieniu wideo poprzez

jego czasowg segmentacje.

Zadanie zostalo wykonane poprzez utworzenie dedykowanej bazy danych
wykorzystanej podczas badan nad propozycja algorytmu, ktorego
zadaniem byta optymalizacja pracy maszyny CNC poprzez odpowiednie

sterowanie dynamika ruchu wrzeciona.

Zaproponowanie autorskiej metody

Zadanie zostalo wykonane poprzez publikacje artykutu zawierajacego
opis proponowanej metody czasowej segmentacji strumienia gestow. W
pracy zaproponowano rowniez autorski sposob przetwarzania wstepnego
klipow wideo w celu minimalizacji niekorzystnego wpltywu szeregu
czynnikéw. W pracy wykorzystano zarowno glebokie sieci neuronowe jak

roOwniez paradygmat uczenia si¢ ze wzmocnieniem.

Zadanie zostalo wykonane poprzez publikacje dwoch artykutow
naukowych, w ktérych prezentowane sg proponowane rozwigzania oparte
na systemach eksperckich logiki rozmytej. W trakcie badan do nauki

zbioru regut wykorzystano tez algorytm optymalizacji rojem czastek oraz
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algorytm genetyczny. Wyniki badan zostaly przedstawione w ramach

konferenc;ji.

c) Zadanie zostalo wykonane poprzez publikacje artykulu naukowego,
w ktorym prezentowane jest proponowane rozwigzanie oparte na sieci
neuronowej oraz na paradygmacie uczenia si¢ ze wzmocnieniem. Wyniki

badan zostaly przedstawione w ramach konferencji.

Stowa kluczowe: sztuczna inteligencja, uczenie si¢ ze wzmocnieniem, przetwarzanie
obrazu, zadania sterowania, maszyny CNC, optymalizacja
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Streszczenie w jezyku angielskim

This dissertation is a monothematic series of scientific publications on the application of
artificial intelligence methods with a particular focus on the reinforcement learning
algorithm. The work is interdisciplinary in nature and considers two main main branches:
image processing tasks and control tasks. In the first, the topic of gesture detection
through temporal segmentation of the video stream is addressed. The second branch
focuses on controlling the spindle dynamics of a Computer Numeric Control (CNC)
machine. Much of the research has been presented at international scientific conferences.

Taking the above into account, the paper formulates the following research hypothesis.

It is possible to apply various artificial intelligence methods, especially the
reinforcement learning algorithm, to both image processing and control
tasks, with the goal of obtaining results no worse than with other methods
known from the literature.

The hypothesis was made probable by performing the following tasks:

1) Literature studies on the use of the reinforcement learning algorithm to:
a) solving image processing tasks,

b) solving control tasks.

2) Collecting the necessary data and creating a set that allows training and verifying
the correctness of the tested methods:
a) for the task of gesture detection,
b) for the task of controlling the dynamics of movement of the CNC machine

spindle.

3) To propose a method that allows:
a) temporal segmentation of a continuous stream of gestures,
b) optimization of the control of the dynamics of the CNC machine spindle
movement based on fuzzy logic,
c) optimize the control of the spindle motion dynamics of the CNC machine

based on the reinforcement learning paradigm

Task 1. Literature studies on the use of the reinforcement learning algorithm
a) The task was accomplished by preparing a literature review, which was
presented at a national conference and collected in the form

of a publication. The accumulated knowledge provided inspiration during

further work.
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b) The task was accomplished by preparing a literature review, which was
presented at an international conference and collected in the form
of a publication. The accumulated knowledge provided inspiration during

further work.

Task 2.  Collect the necessary data and create a collection that allows to train
and verify the correctness of the methods studied

a) The task was carried out by creating a specialized database used during

the research on the proposal of an algorithm whose task was to detect

gestures in a continuous video stream through its temporal segmentation.

b) The task was performed by creating a specialized database used during the
research on the proposal of an algorithm whose task was to optimize the
operation of a CNC machine through appropriate control of the dynamics

of spindle movement.

Task 3. Propose the author's method
a) The task was accomplished by publishing a paper describing a proposed
method for temporal segmentation of a gesture stream. The paper also
proposed an author's method of preprocessing video clips to minimize the
adverse effects of a number of factors. The paper uses both deep neural

networks and a reinforcement learning paradigm.

b) The task was accomplished through the publication of two scientific
articles that present proposed solutions based on fuzzy logic expert
systems. In the course of the research, a particle swarm optimization
algorithm and a genetic algorithm were also used to learn a set of rules.

The results of the research were presented at the conference.

c) The task was accomplished through the publication of a scientific article,
in which the proposed solution based on neural network and reinforcement
learning paradigm is presented. The results of the research were presented

in the framework of the conference.

Keywords: artificial intelligence, reinforcement learning, image processing, control
tasks, CNC machines, optimization
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Oswiadczenia wspolautorow

Niniejszy rozdzial zawiera o$wiadczenia dotyczace indywidualnego wkladu
merytorycznego autora rozprawy oraz wspotautorow w przygotowanie, przeprowadzenie
1 opracowanie wynikow badan oraz przedstawienie prac w formie publikacji, a takze
informacje o procentowym sktadzie autorskim. Os$wiadczenia dotycza kolejno

nastepujacych artykutow:

[A-3] Kalandyk, D., Kwiatkowski, B., & Mazur, D. (2023, August). Application
of Mamdani Fuzzy Logic Inference System to Optimise CNC Machine Motion
Dynamics. In 2023 IEEE International Conference on Fuzzy Systems (FUZZ) (pp.
1-4). IEEE. https://doi.org/10.1109/FUZZ52849.2023.10309802; wktad 70%;
liczba punktéw wczesniej: 140; liczba punktow teraz: 70; (autor

korespondencyjny)

[A-4] Kalandyk, D., Kwiatkowski, B., & Mazur, D. CNC Machine Control

Using Deep Reinforcement Learning. Bulletin of the Polish Academy of Sciences

Technical Sciences, ¢148940-¢148940.
https://doi.org/10.24425/bpasts.2024.148940; wkiad 33.3%; liczba punktéw: 100;
IF: 1.2; CS: 2.8

[A-5] Kalandyk, D., & Kapuscinski, T. (2024). Temporal signed gestures
segmentation in an image sequence using deep reinforcement learning.
Engineering  Applications of Aurtificial Intelligence, 131, 107879.
https://doi.org/10.1016/j.engappai.2024.107879; wkiad 90%; liczba punktow:
140; IF: 8.0; CS: 12.3, (autor korespondencyjny)

[A-6] Kalandyk, D., Kwiatkowski, B., & Mazur, D. Calculating G-Code for
CNC machine using the Mamdani Fuzzy Logic Inference System. Archives of
Control Sciences, artykut przyjety do publikacji, wktad 33.3%; liczba punktow:
100; IF: 1.2; CS: 2.7; (autor korespondencyjny)
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Oswiadczenie wspotautorow publikacji

Niniejszym potwierdzam wklad autorski w publikacjg pt.: ,,Application of Mamdani Fuzzy
Logic Inference System to Optimise CNC Machine Motion Dynamics”. Wkiad Dawida
Kalandyka w czasie powstania publikacji obejmuje:

¢ wspolne opracowanie metodologii zaproponowanej w publikacji,

e wspdlne opracowanie kodoéw oraz przeprowadzenie eksperyemntow,
® wspdlne opracowanie i analize wynikow,

e wspélne przygotowanie rysunkow oraz tabel,

e wspodlredakcje pracy.

ln‘:f[:;;aaml::o Proc:ll:]tt(:)vgk‘;vklad Data i podpis wspoélautora
Dawid Kalandyk 70% 19.06.908 Dol loludy
pL
Bogdan Kwiatkowski 15% M. Jops oy e,
i w"ilri“{'.’._,
) (1 Y 77 -'??.;( g e
Damian Mazur 15% {¢-Lo gcc2 4 _
FUL A~

- 167 -




: ? b
e S AL V0C..70 'y S

miejscowosé, data

dr inz. Bogdan Kwiatkowski
Katedra Elektrotechniki i Podstaw Informatyki

Politechnika Rzeszowska im. Ignacego Lukasiewicza

Oswiadczenie wspélautora publikacji

Jako wspétautor pracy pt. ,,Application of Mamdani Fuzzy Logic Inference System to Optimise
CNC Machine Motion Dynamics” o$wiadczam, iz moj wlasny wklad merytoryczny w
przygotowanie przeprowadzenie i opracowanie badaf oraz przedstawienie pracy w formie
publikacji stanowi:

e wspblne opracowanie metodologii zaproponowanej w publikacji,

e wspolne opracowanie koddw oraz przeprowadzenie eksperyemntow,
e wspdlne opracowanie i analizg wynikow,

e wspdlne przygotowanie rysunkéw oraz tabel,

s wspolredakcje pracy.

Mo6j udzial procentowy w przygotowaniu publikacji okreslam jako 15%. Jednoczesnie
wyrazam zgodg na wykorzystanie w/w pracy jako czgsci rozprawy doktorskiej mgr inz. Dawida
Kalandyka.
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miejscowosé, data

dr hab. inz. Damian Mazur
Katedra Elektrotechniki i Podstaw Informatyki

Politechnika Rzeszowska im. Ignacego Lukasiewicza

Oswiadczenie wspdlautora publikacji

Jako wspélautor pracy pt. ,,Application of Mamdani Fuzzy Logic Inference System to Optimise
CNC Machine Motion Dynamics™ o$wiadczam, iz moj wlasny wklad merytoryczny w
przygotowanie przeprowadzenie i opracowanie badan oraz przedstawienie pracy w formie
publikacji stanowi:

e wspdlne opracowanie metodologii zaproponowanej w publikacji,

e wspdlne opracowanie kodow oraz przeprowadzenie eksperyemntow,

e wspdlne opracowanie i analizg wynikéw,

e wspdlne przygotowanie rysunkow oraz tabel,

e wspolredakcje pracy.

Moj udzial procentowy w przygotowaniu publikacji okre§lam jako 15%. Jednoczesnie
wyrazam zgodg na wykorzystanie w/w pracy jako cz¢sci rozprawy doktorskiej mgr inz. Dawida
Kalandyka.
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Oswiadczenie wspotautorow publikacji

Niniejszym potwierdzam wklad autorski w publikacjg pt.: ,,CNC Machine Control Using Deep
Reinforcement Learning”. Wkiad Dawida Kalandyka w czasie powstania publikacji obejmuje:

e wspolne opracowanie metodologii zaproponowanej w publikacji,

e wspolne opracowanie kodéw oraz przeprowadzenie eksperyemntow,
e wspolne opracowanie i analize wynikow,

¢ wspolne przygotowanie rysunkow oraz tabel,

e wspotredakeje pracy.

Imig lrnazwmko Procentowy \zvklad T e mar—
wspolautora autorski
Dawid Kalandyk 33.33% 1063090 Daid /ﬁ[}/
AV K- 2008
Bogdan Kwiatkowski 33.33% Byosiclee WA luon e .
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Damian Mazur 33.33% p K /
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dr inz. Bogdan Kwiatkowski
Katedra Elektrotechniki i Podstaw Informatyki

Politechnika Rzeszowska im. [gnacego Eukasiewicza

Oswiadczenie wspodtautora publikacji

Jako wspélautor pracy pt. ,CNC Machine Control Using Deep Reinforcement Learning”
o$wiadczam, iz méj wilasny wklad merytoryczny w przygotowanie przeprowadzenie i
opracowanie badan oraz przedstawienie pracy w formie publikacji stanowi:

e wspdlne opracowanie metodologii zaproponowanej w publikacji,

e wspolne opracowanie kodow oraz przeprowadzenie eksperyemntow,
e wspdlne opracowanie i analize wynikdow,

e wspdlne przygotowanie rysunkow oraz tabel,

e wspdlredakeje pracy.

Moj udzial procentowy w przygotowaniu publikacji okreslam jako 33.33%. Jednoczesnie
wyrazam zgode na wykorzystanie w/w pracy jako czgsei rozprawy doktorskiej mgr inz. Dawida
Kalandyka.
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migjscowosé, data

dr hab. inz. Damian Mazur
Katedra Elektrotechniki i Podstaw Informatyki

Politechnika Rzeszowska im. Ignacego Lukasiewicza

Oswiadczenie wspotautora publikacji

Jako wspétautor pracy pt. ,,CNC Machine Control Using Deep Reinforcement Learning”
o$wiadczam, iz mo6j wihasny wkiad merytoryczny w przygotowanie przeprowadzenie i
opracowanie badan oraz przedstawienie pracy w formie publikacji stanowi:

e wspdlne opracowanie metodologii zaproponowanej w publikacji,

e wspdlne opracowanie kodow oraz przeprowadzenie eksperyemntow,
e wspdlne opracowanie i analizg wynikow,

® wspdlne przygotowanie rysunkéw oraz tabel,

e wspdlredakeje pracy.

Moj udzial procentowy w przygotowaniu publikacji okreslam jako 33.33%. Jednoczesénie
wyrazam zgode na wykorzystanie w/w pracy jako czesci rozprawy doktorskiej mgr inz. Dawida
Kalandyka.
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Oswiadczenie wspotautorow publikacji

Niniejszym potwierdzam wklad autorski w publikacj¢ pt.: ., Temporal signed gestures
segmentation in an image sequence using deep reinforcement learning”, Wkiad Dawida
Kalandyka w czasie powstania publikacji obejmuje:

e wspdlne opracowanie metodologii zaproponowanej w publikacji,

e opracowanic kodéw oraz przeprowadzenie eksperyemntow,

e wspblne opracowanie 1 analize¢ wynikow,

e przygotowanie rysunkow oraz tabel,

e wspolredakcje pracy.

Imie i nazwisko

Procentowy wkilad

Data i podpis wspélautora

wspolautora autorski
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dr hab. inz. Tomasz Kapuécifiski
Katedra Informatyki i Automatyki

Politechnika Rzeszowska im. Ignacego Fukasiewicza

Oswiadczenie wspotautora publikacji

Jako wspétautor pracy pt. ,, Temporal signed gestures segmentation in an image sequence using
deep reinforcement learning” o$wiadczam, iz mé) wlasny wklad merytoryczny
w przygotowanie przeprowadzenie i opracowanie badan oraz przedstawienie pracy w formie
publikacji stanowi:

¢ wspolne opracowanie metodologii zaproponowanej w publikacji,
e wspdlne opracowanie i analizg wynikow,
e wspdlredakcje pracy.

Mo¢j udziat procentowy w przygotowaniu publikacji okreslam jako 10%. Jednoczes$nie
wyrazam zgode na wykorzystanie w/w pracy jako czgdci rozprawy doktorskiej mgr inz. Dawida
Kalandyka.
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Oswiadczenie wspolautorow publikacji

Ninigjszym potwierdzam wklad autorski w publikacje¢ pt.: ,Calculating G-Code for CNC
machine using the Mamdani Fuzzy Logic Inference System”. Wklad Dawida Kalandyka w
czasie powstania publikacji obejmuje:

e wspdlne opracowanie metodologii zaproponowanej w publikacji,

e wspdlne opracowanie koddw oraz przeprowadzenie eksperyemntow,

e wspdlne opracowanie i analizg wynikéw,

e wspdlne przygotowanie rysunkow oraz tabel,

» wspotredakcje pracy.

Imig i nazwisko Procentowy wklad . . ;
wspolautora S Data i podpis wspolautora

Dawid Kalandyk 33.33% (1.062014 Dasid Wbudd,
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dr inz. Bogdan Kwiatkowski
Katedra Elektrotechniki i Podstaw Informatyki

Politechnika Rzeszowska im. Ignacego Lukasiewicza

Oswiadczenie wspotautora publikacji

Jako wspotautor pracy pt. ,,Calculating G-Code for CNC machine using the Mamdani Fuzzy
Logic Inference System” o$wiadczam, iz moj wiasny wkiad merytoryczny w przygotowanie
przeprowadzenie i opracowanie badan oraz przedstawienie pracy w formie publikacji stanowi:

¢ wspolne opracowanie metodologii zaproponowanej w publikacji,

e wspolne opracowanie koddw oraz przeprowadzenie eksperyemntow,
e wspolne opracowanie i analize wynikdw,

e wspolne przygotowanie rysunkéw oraz tabel,

e wspotredakeje pracy.

Moj udzial procentowy w przygotowaniu publikacji okreslam jako 33.33%. Jednoczesnie
wyrazam zgode na wykorzystanie w/w pracy jako czesci rozprawy doktorskiej mgr inz. Dawida
Kalandyka.
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dr hab. inz. Damian Mazur
Katedra Flektrotechniki i Podstaw Informatyki

Politechnika Rzeszowska im. Ignacego fukasiewicza

Oswiadczenie wspotautora publikacji

Jako wspétautor pracy pt. ,,Calculating G-Code for CNC machine using the Mamdani Fuzzy
Logic Inference System” o$wiadczam, iz moj wiasny wklad merytoryczny w przygotowanie
przeprowadzenie i opracowanie badan oraz przedstawienie pracy w formie publikacji stanowi:

e wspdlne opracowanie metodologii zaproponowanej w publikacji,

e wspdlne opracowanie kodéw oraz przeprowadzenie eksperyemntow,
¢ wspolne opracowanie i analizg wynikow,

e wspolne przygotowanie rysunkéw oraz tabel,

e wspolredakeje pracy.

Mbéj udzial procentowy w przygotowaniu publikacji okreslam jako 33.33%. Jednoczesdnie
wyrazam zgode na wykorzystanie w/w pracy jako czgsci rozprawy doktorskiej mgr inz. Dawida
Kalandyka.
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