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Wykaz symboli, oznaczeń i akronimów 

 

ASIMO – Advanced Step in Innovative Mobility 

CNC – Computer Numeric Control 

CNN – Convolutional Neural Network 

CRNN – Convolutional Recurrent Neural Network 

DDQN – Double Deep Q-Learning 

DRL – Deep Reinforcement Learning 

DTW – Dynamic Time Warping 

FIS – Fuzzy Inference System 

flops – Floating Point Operations Per Second 

FPS – First Player Shooter 

GANs – Generative Adversarial Networks 

GSADGM – Gray Scale Absolute Difference Gradient Method 

HMM – Hidden Markov Model 

k-NN – k-Nearest Neighbours 

LOSO – Leave One Subject Out 

LSTM – Long Short-Term Memory 

PJM - Polski Język Migowy 

PSO – Particle Swarm Optimization 

RL – Reinforcement Learning 

RPRO – Reference Points Realization Optimization 

SI – Sztuczna Inteligencja 

SOM – Self-Organizing Map 

SRI – Stanford Research Institute 
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1. Wprowadzenie 

Niniejsza rozprawa doktorska stanowi monotematyczny cykl publikacji naukowych 

dotyczących aplikacji metod sztucznej inteligencji ze szczególnym uwzględnieniem 

algorytmu uczenia się ze wzmocnieniem. Praca osadzona jest w dyscyplinie Informatyka 

Techniczna i Telekomunikacja, a część omówionych prac porusza tematykę sterowania 

związaną z dyscypliną Automatyka, Elektronika, Elektrotechnika i Technologie 

Kosmiczne. Praca jest podzielona na dwie główne gałęzie tematyczne: zadania 

przetwarzania obrazu oraz zadania sterowania. Pierwsza z nich dotyczy przetwarzania 

danych wizualnych z propozycją algorytmu wykrywania gestów poprzez czasową 

segmentację strumienia wideo. W drugiej gałęzi skupiono się na sterowaniu dynamiką 

ruchu wrzeciona maszyny sterowanej numerycznie (ang. Computer Numeric 

Control – CNC). Artykuły ujęte w cyklu zostały zebrane na diagramie przedstawionym 

na Rys. 1. Kolorem niebieskim oznaczono tematykę badań, natomiast zielone pola 

zawierają tytuły prac omówionych w dalszej części niniejszej dysertacji. Większa część 

opisanych badań została zaprezentowana w trakcie międzynarodowych konferencji 

naukowych. 

 

Rys. 1 Artykuły ujęte w cyklu [opracowanie własne] 
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Pięć z pośród sześciu prac zostało opublikowanych w bazach SCOPUS oraz Web Of 

Science. Wszystkie prace zostały opublikowane w latach 2021-2024. Sumaryczny Impact 

Factor (zgodnie z rokiem ukazania się publikacji) wynosi 11.6, sumaryczny wskaźnik 

Cite Score wynosi 20.5, a liczba punktów MNiSW (punktacja czasopism naukowych 

zgodnie z aktualnym wykazem MNiSW) wynosi 510. 

1.1. Motywacja oraz stan wiedzy 

Sztuczna Inteligencja (SI) jest definiowana1 jako zdolność maszyn do wykazywania 

ludzkich umiejętności m.in.: wnioskowania, uczenia się, planowania, czy nawet 

kreatywności. Początki Sztucznej Inteligencji przypadają na 1950 rok, kiedy to jej 

prekursor oraz pionier w dziedzinie komputerów i logiki Alan Turing przedstawił artykuł 

pt. „Computing Machinery and Intelligence” [1], w którym postawił bardzo ogólne, lecz 

kluczowe pytanie: „Czy maszyny mogą myśleć?”. Można powiedzieć, że tym samym 

rozpoczął on pewną epokę w dziejach świata. Sam termin Sztuczna Inteligencja 

formalnie pojawił się sześć lat później, tj. w 1956 roku na konferencji w Dartmouth2, 

którą zorganizowało czterech naukowców: John McCarthy, Marvin Minsky, Nathaniel 

Rochester oraz Claude Shannon.  

Jednym z pierwszych sukcesów na polu „myślących maszyn” był program o nazwie 

ELIZA [2] utworzony przez Josepha Weizenbauma w 1966 roku, który poprzez analizę 

słów kluczowych oraz kontekstu wypowiedzi potrafił sprawić wrażenie rozmowy 

z człowiekiem. Jego celem była pomoc w terapii osobom z zaburzeniami psychicznymi. 

Niespełna trzy lata później Instytut Badań Stanford (ang. Stanford Research 

Institute - SRI3) zbudował pierwszego autonomicznego robota o nazwie Shakey4. 

Autonomia robota była określona poprzez jego możliwości percepcji rzeczywistości, 

umiejętność planowania trasy pomiędzy kolejnymi punktami, a nawet zdolność 

do reorganizacji obiektów w przestrzeni, w której się poruszał. Rozwój badań nad 

SI nie hamował, co potwierdza system ekspercki o nazwie MYCIN [3], stworzony 

w 1973 roku przez Edwarda Shortliffe. Zadaniem tego systemu była pomoc lekarzowi 

w identyfikacji rodzaju bakterii wywołujących chorobę krwi, a także dobraniu 

określonego antybiotyku. System składał się z około 600 reguł, operujących na 

 
1 https://www.europarl.europa.eu/topics/pl/article/20200827STO85804/sztuczna-inteligencja-co-to-jest-i-
jakie-ma-zastosowania 
2 https://home.dartmouth.edu/ 
3 https://www.sri.com/ 
4 http://ai.stanford.edu/users/nilsson/OnlinePubs-Nils/shakey-the-robot.pdf 
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odpowiedziach z około 50-60 pytań zadanych lekarzowi opisujących stan pacjenta. 

Jego największymi zaletami, poza krótkim czasem odpowiedzi, była możliwość działania 

w sytuacji braku części informacji oraz możliwość uzasadnienia udzielonej odpowiedzi. 

W tym samym czasie Seppo Linnainmaa zaproponował efektywne wykorzystanie reguły 

łańcuchowej Leibniza, tworząc szeroko znaną metodę wstecznej propagacji5. 

W kolejnych latach, dzięki rozwojowi technologii umożliwiającej prowadzenie 

zdecydowanie bardziej złożonych obliczeń, można było obserwować wzmożony rozwój 

algorytmów sztucznej inteligencji i ich zastosowań. W latach 90-tych firma IBM® 

zaprezentowała komputer o nazwie Deep Blue6, który był w stanie wygrać partię szachów 

z ówczesnym mistrzem świata Garrym Kasparovem. Jednostka liczyła 32 procesory 

zdolne wykonać niespełna 1.4 mld operacji zmiennoprzecinkowych na sekundę 

(ang. Floating Point Operations Per Second – flops), co przekładało się na ewaluację 

około 200 mln ustawień figur na planszy. Innymi badaniami, które prekurowały 

późniejszą ścieżkę rozwoju dziedziny, były te dotyczące autonomicznych pojazdów 

do transportu ludzi. Pierwszym systemem był ALVINN [4] zaproponowany w 1988 roku 

przez Deana A. Pomerleau na konferencji Advances in Neural Information Processing 

Systems. Ważnym punktem na osi czasu można również określić powstanie algorytmu 

NETtalk7, autorstwa Lindy Watson [5]. Jego zadaniem było przetwarzanie tekstu 

pisanego na mowę. Stanowiło to kolejny krok w stronę usprawnienia interakcji pomiędzy 

człowiekiem a maszyną. Ostatnim przywołanym przykładem niech będzie sieć 

LeNet-5 [6] służąca do rozpoznawania cyfr na czekach bankowych. Yan LeCun, który 

opracował tą architekturę, zapoczątkował tym samym dynamiczny rozwój sieci 

splotowych (ang. Convolutional Neural Network – CNN) stosowanych dziś szeroko. 

Lata 2000-2020 można określić jako następny etap rozwoju Sztucznej Inteligencji jako 

dziedziny. Podobnie jak wcześniej rozwój technologii, w tym przypadku ogromnych baz 

danych (ang. Big Data), umożliwił utworzenie wielu coraz lepiej działających rozwiązań. 

Wśród osiągnięć tego etapu można wyróżnić: 

1) Rozwój projektów autonomicznych robotów i pojazdów – w roku 2000 

w muzeum Miraikan8 firma Honda prezentuje humanoidalnego robota o nazwie 

 
5 Linnainmaa, S. (1970). The representation of the cumulative rounding error of an algorithm as a Taylor 
expansion of the local rounding errors (Doctoral dissertation, Master’s Thesis (in Finnish), Univ. Helsinki). 
6 https://www.ibm.com/history/deep-blue 
7 http://www.ntalk.de/Nettalk/en/ 
8 https://www.miraikan.jst.go.jp/en/ 
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ASIMO9 (ang. Advanced Step in Innovative Mobility), który miał być krokiem 

w kierunku utworzenia robotycznego asystenta życia codziennego. Robot miał 

możliwość poruszania się w przód, do tyłu oraz na boki, a także potrafił planować 

trasę w inteligentny sposób. Jego atutem było również posiadanie wyświetlacza 

imitującego ludzką twarz oraz wydawanie różnych dźwięków, dzięki czemu dość 

łatwo było mu nawiązać kontakt z człowiekiem. Nacisk na analizę języka 

naturalnego oraz zrozumienie kontekstu wypowiedzi położyła firma IBM®, której 

komputer o nazwie Watson10 pokonał w 2011 roku w teleturnieju Jeopardy!11 

wszystkich konkurentów. Trzecim przykładem jest autonomiczny samochód 

o nazwie Stanley12 skonstruowany w 2005 przez zespół Stanford Racing Team. 

Wygrał on ówczesną edycję zawodów The Grand Challenge13 znanych też jako 

DARPA Challenge, przejeżdżając jako pierwszy aż 132 mile kalifornijskiej 

pustyni w czasie 6 godzin i 54 minut. Całość trasy została pokonana bez żadnej 

pomocy człowieka, co przenosiło odpowiedzialność za manewry oraz nawigację 

na robota. 

2) Dynamiczny rozwój modeli klasyfikatorów opartych na głębokich sieciach 

konwolucyjnych – został on rozpoczęty w 2012 roku na konferencji Advances 

in Neural Information Processing Systems, gdzie Alex Krizhevsky, Ilya Sutskever 

oraz Geoffrey E. Hinton zaproponowali architekturę sieci o nazwie AlexNet [7]. 

Jej zadaniem było klasyfikowanie około 1.3 mln zdjęć wysokiej rozdzielczości 

ze zbioru LSVRC-2010 ImageNet14 [8]. Docelowa liczba klas, które miały być 

rozróżniane, wynosiła 1000. Zaproponowana sieć neuronowa liczyła łącznie 500 

tys. neuronów oraz około 60 mln współczynników poddawanych optymalizacji. 

Była ona rozszerzeniem wcześniej wspomnianej architektury LeNet-5. Różnicę 

stanowiła zarówno zmiana funkcji jądra warstwy puli ze średniej na maksimum, 

jak również dołożenie trzech następujących po sobie warstw konwolucyjnych. 

Dwa lata później w 2014 roku zaproponowana została sieć GoogleNet [9] oparta 

o tak zwane jednostki Inception module [10]. Ich wyróżnikiem jest jednoczesne 

uzyskanie informacji z obrazu przy pomocy warstw konwolucyjnych o różnym 

 
9 https://global.honda/en/robotics/asimo/ 
10 https://www.ibm.com/watson 
11 https://www.jeopardy.com/jeoparday 
12 https://cs.stanford.edu/group/roadrunner/stanley.html 
13 https://www.darpa.mil/about-us/timeline/-grand-challenge-for-autonomous-vehicles 
14 https://www.image-net.org/ 
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rozmiarze filtra, które w następnym kroku są łączone jako kolejne kanały obrazu 

wyjściowego. W tym samym roku Karen Simonyan oraz Andrew Zisserman 

wprowadzają architekturę sieci o nazwie VGGNet [11]. Jej założenia polegają na 

wielokrotnym powtórzeniu grup warstw, z których każda składa z dwóch lub 

trzech warstw konwolucyjnych o rozmiarze filtra 3x3, a na końcu umieszczona 

jest warstwa puli o funkcji jądra maksimum. Warstwy konwolucyjne każdej 

kolejnej z grup zwracają coraz głębsze wyjście, zaczynając od głębokości 64 

a kończąc na głębokości 512. Po pięciu takich grupach występują dwie warstwy 

w pełni połączone o dużej liczbie neuronów, a cała sieć kończy się warstwą 

Softmax. Ostatnim przykładem w tej grupie jest architektura o nazwie ResNet 

[12] przedstawiona w 2015 roku na konferencji Computer Vision and Pattern 

Recognition przez Kaiming He, Xiangyu Zhang, Shaoqing Ren oraz Jian Sun. Jest 

to architektura oparta na rezyduach, które są zdefiniowane jako grupy dwóch 

lub trzech warstw konwolucyjnych o odpowiednio dobranych parametrach. 

Ważnym aspektem działania tej sieci jest też dodawanie wejścia danego 

rezyduum do jego wyjścia. Na przestrzeni lat powstały kolejne rozszerzenia oraz 

modyfikacje tej architektury mianowicie: ResNet-18, ResNet-34, ResNet-50, 

ResNet-101 oraz ResNet-152. Ich nazwy wskazują zwiększającą się sumaryczną 

liczbę wszystkich warstw. Dodatkowo kolejne architektury mają odpowiednio 

zwiększone liczby filtrów w kolejnych warstwach. Wymienione architektury 

w oryginale lub z pewnymi modyfikacjami są szeroko stosowane we wszelkich 

zadaniach związanych z przetwarzaniem obrazów, [13] takich jak: 

klasyfikowanie obrazów retinopatii cukrzycowej [14], klasyfikowanie zapisów 

EEG pod kątem choroby epileptycznej [15], rozpoznawanie chorób kur [16], 

monitorowanie jakości produktów żywnościowych [17], rozpoznawanie słów 

arabskich pisanych odręcznie [18], kontrola jakości działania linii 

produkcyjnej [19], autonomiczne sterowanie pojazdami [20] oraz automatyczne 

wykrywanie przeszkód na drodze [21], rozpoznawanie uszu [22], wykrywanie 

i lokalizowanie obiektów na zdjęciach [23][24], czy nawet wykrywanie gestów 

[25]. 

3) Wprowadzenie asystentów głosowych – oprogramowanie rozpoznające mowę 

naturalną w języku angielskim oraz wykonujące odpowiednie zadania przypisane 

do konkretnych komend, które z czasem było rozwijane, by analizować również 

kontekst wypowiedzi i wyświetlać odpowiednie informacje zgodnie 
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z wprowadzonym głosowo zapytaniem. Najbardziej popularnymi rozwiązaniami 

są: Siri15 zaproponowana przez firmę Apple®, GoogleNow16 zwany też Google 

Assistant zaprojektowany przez firmę Google®, a także Alexa17 oferowana przez 

firmę Amazon®.  

4) Generatywne Sieci Adwersaryjne (ang. Generative Adversarial 

Networks [26] - GANs) – zostały zaproponowane przez Iana Goodfellow’a oraz 

jego współpracowników w 2014 roku. Główna zasada działania opiera się na 

dwóch konkurujących ze sobą sieciach – jednej zwanej generatorem, 

odpowiedzialnej za tworzenie próbek w jak największym stopniu podobnych do 

danych rzeczywistych oraz drugiej, zwanej dyskryminatorem, której zadanie 

polega na rozpoznaniu, czy przedstawione dane są rzeczywiste, czy też zostały 

spreparowane. Siła tego rozwiązania polega na tworzeniu dwóch rozwiązań 

jednocześnie, przy czym postęp jednej z sieci napędza rozwój drugiej.  

5) Głębokie uczenie się ze wzmocnieniem (ang. Deep Reinforcement 

Learning - DRL) – algorytm, który został rozpropagowany szczególnie dzięki 

pracy zespołu Google DeepMind. W 2015 roku opublikował on pracę, w której 

wykorzystał wspomniany algorytm do nauki podejmowania decyzji w trakcie 

rozgrywki dla 49 gier platformy Atari [27]. Wcześniej podejmowali oni już 

podobne próby [28]. Uczenie się ze wzmocnieniem (ang. Reinforcement 

Learning - RL) jest oparte na paradygmacie zakładającym wykorzystanie do 

nauki niegotowych odpowiedzi, których powinien nauczyć się algorytm, lecz 

raczej sygnału wartościującego odpowiedzi algorytmu. Dzięki takiemu podejściu 

jest on w stanie nauczyć się takiego sposobu podejmowania decyzji, który będzie 

lepszy od tego zaproponowanego przez eksperta. Sam paradygmat zakłada 

istnienie agenta działającego w pewnym środowisku, mogącego podejmować 

interakcje z tym środowiskiem, otrzymując przy tym pewne informacje zwane 

sygnałem wzmocnienia. Istota algorytmu głębokiego uczenia się ze 

wzmocnieniem polega na wykorzystaniu głębokiej sieci konwolucyjnej jako 

funkcji analizującej aktualny stan środowiska, w którym aktualnie znajduje się 

agent. Podejście to pozwoliło autorom na utworzenie systemu osiągającego 

poziom rozgrywki gracza ludzkiego lub niekiedy przewyższający go. Z biegiem 

 
15 https://www.apple.com/siri/ 
16 https://assistant.google.com/ 
17 https://alexa.com/ 
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czasu algorytm z sukcesem został również zastosowany w trudniejszym zadaniu 

jakim jest granie w grę typu FPS (ang. First Player Shooter) [29]. Samo uczenie 

się ze wzmocnieniem i jego głębokie odmiany [30] zostały z powodzeniem 

zastosowane do wielu zadań, [31][32] jak np.: usuwanie szumów oraz napisów 

z obrazów przy pomocy algorytmu PixelRL [33], poprawianie kolorów obrazu 

[34], aktywne wykrywanie obiektów zwykłych [35] oraz połączonych [36], 

śledzenie obiektów [37][38], czy rozpoznawanie zachowań [39]. 

6) Algorytmy grupy Alpha – zostały zaprojektowane przez zespół DeepMind, 

a pierwszym z nich jest AlphaGo18 opublikowany w 2015 roku, któremu udało się 

pokonać mistrza świata w grze Go. Było to duże osiągnięcie, szczególnie z uwagi 

na fakt ogromnej złożoności gry mimo jej pozornej prostoty – liczba możliwych 

układów na planszy to 10ଵ. Początkowo autorzy uczyli model prowadzenia 

rozgrywki w sposób podobny do ludzkich graczy [40]. Dalsza nauka modelu była 

prowadzona poprzez rywalizację algorytmu z samym sobą [41]. Rozwiązanie 

opierało się na wykorzystaniu potencjału algorytmu głębokiego uczenia się ze 

wzmocnieniem oraz zaawansowanych algorytmów przeszukiwania. Dwa lata 

później w 2017 roku zespół ten opublikował rozwiązanie AlphaZero.19, Było ono 

jeszcze bardziej skuteczne w grze Go [42], a ponadto potrafiło wygrywać także 

w grze w szachy. Pokonało ono wówczas mistrza z roku 2016, czyli algorytm 

Stockfish20 oraz Shogi, czyli japońską wersję szachów, w której pokonało 

dotychczas najlepszy algorytm o nazwie Elmo. Dodatkowo ważnym aspektem 

jest również odkrycie nowych możliwości prowadzenia rozgrywki, jak np. 

utrzymywanie króla w centrum planszy (gra w Shogi), co początkowo wzbudzało 

zdziwienie profesjonalnych graczy, ale przy utrzymaniu odpowiedniej strategii 

pozwoliło na zwiększenie szans na zwycięstwo. Trzeci przykład nie odnosi się już 

do problemu opracowania strategii wygrywającej w grze planszowej, lecz zgoła 

innego tematu, jakim jest przewidywanie struktury cząsteczek białkowych. 

System nosi nazwę AlphaFold21. Jest to niezwykłe osiągnięcie ułatwiające, 

między innymi, opracowywanie nowych leków. 

 
18 https://deepmind.google/technologies/alphago/ 
19 https://deepmind.google/discover/blog/alphazero-shedding-new-light-on-chess-shogi-and-go/ 
20 https://stockfishchess.org/ 
21 https://deepmind.google/discover/blog/putting-the-power-of-alphafold-into-the-worlds-hands/ 
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Omówione rozwiązania to tylko niewielki wycinek osiągnięć dziedziny, jaką jest 

Sztuczna Inteligencja oraz jej praktycznych zastosowań. Niniejsza praca jest wynikiem 

inspiracji tymi osiągnięciami i chęcią rozwoju istniejących metod. Cel ten wydaje się być 

realny, biorąc pod uwagę ogromną liczbę potencjalnych możliwości zastosowania 

istniejących oraz nowych metod. 

1.2. Hipoteza badawcza oraz cele pracy 

Głównym celem pracy jest przedstawienie możliwości aplikacji metod sztucznej 

inteligencji ze szczególnym uwzględnieniem algorytmu uczenia się ze wzmocnieniem. 

Opierając się na tym założeniu sformułowano następującą hipotezę badawczą: 

Możliwa jest aplikacja różnych metod sztucznej inteligencji, 

a w szczególności algorytmu uczenia się ze wzmocnieniem, zarówno do zadań 

przetwarzania obrazu, jak i do zadań sterowania, celem uzyskania rezultatów 

nie gorszych niż przy pomocy innych metod znanych z literatury. 

W celu potwierdzenia postawionej hipotezy sformułowano następujące zadania 

szczegółowe: 

Zadanie 1. Studia literaturowe dotyczące wykorzystania algorytmu uczenia się 

ze wzmocnieniem do: 

a) rozwiązywania zadań przetwarzania obrazów, 

b) rozwiązywania zadań sterowania. 

Zadanie 2. Zebranie niezbędnych danych oraz utworzenie zbioru pozwalającego na 

trenowanie oraz weryfikowanie poprawności działania badanych metod: 

a) do zadania wykrywania gestów, 

b) do zadania sterowania dynamiką ruchu wrzeciona maszyny CNC. 

Zadanie 3. Zaproponowanie metody pozwalającej na: 

a) czasową segmentację ciągłego strumienia gestów, 

b) optymalizację sterowania dynamiką ruchu wrzeciona maszyny CNC 

z wykorzystaniem logiki rozmytej, 

c) optymalizację sterowania dynamiką ruchu wrzeciona maszyny CNC 

z wykorzystaniem paradygmatu uczenia się ze wzmocnieniem. 
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Osiągnięcie celu dysertacji polegało na realizacji wyszczególnionych zadań, 

które wymagały: pozyskania, przetworzenia i analizy danych, sformułowania 

odpowiednich pomniejszych celów, wyboru i wykorzystania odpowiednich narzędzi 

informatycznych, implementacji oraz weryfikacji proponowanych rozwiązań, a także 

interpretacji wyników oraz sformułowania wniosków. 

2. Aplikacje metod sztucznej inteligencji ze szczególnym 
uwzględnieniem algorytmu uczenia się ze wzmocnieniem 

Rozdział ten przedstawia zaproponowane przez autora aplikacje metod sztucznej 

inteligencji ze szczególnym uwzględnieniem algorytmu uczenia się ze wzmocnieniem. 

W poszczególnych podrozdziałach opisano kolejno przeprowadzony przegląd 

powiązanej literatury, która stanowiła inspirację własnych pomysłów autora. Dalej 

przedstawiono propozycję autorskiej metody czasowej segmentacji strumienia gestów 

w postaci wideo. Poruszono również tematykę optymalizacji dynamiki pracy maszyny 

CNC z wykorzystaniem zarówno systemu opartego na logice rozmytej, jak i systemu 

bazującego na paradygmacie uczenia się ze wzmocnieniem. 

2.1. Uczenie się ze wzmocnieniem w zadaniach przetwarzania obrazu 

Zagadnienie przetwarzania obrazów jest aktualnie niemal nieodzownym elementem 

ogromnej części systemów komputerowych. Jak już wspomniano, informacje zapisane 

w obrazie oraz umiejętność ich odczytania, a także wnioskowania na ich podstawie 

pozwalają na tworzenie rozwiązań ułatwiających życie codzienne. Na przykład 

wykonanie zdjęcia w aplikacji po wykryciu uśmiechniętej twarzy bez potrzeby 

korzystania z przycisku na ekranie. Bezpośrednio wpływają one także na sferę 

biznesową, gdzie przykładem może być uwierzytelnianie przy pomocy twarzy. Natomiast 

w sferze gospodarczo-produkcyjnej najbardziej popularnym zastosowaniem jest szeroko 

rozumiany monitoring hal produkcyjnych oraz magazynów obejmujący zarówno zwykły 

dozór terenu zakładu, jak również samą analizę jakości działania linii produkcyjnej, 

czy jakości gotowych produktów. Realizując Zadanie 1.a) przeprowadzono analizę 

literatury pod kątem zastosowania algorytmu uczenia się ze wzmocnieniem do realizacji 

szeroko rozumianych zadań przetwarzania obrazu. Wyróżniono trzy główne kategorie 

istniejących rozwiązań, z których każda zawiera kilka węższych podkategorii 

realizowanych przez wyspecjalizowane algorytmy służące konkretnemu zadaniu. Podział 

przedstawia się następująco: 
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1) Modyfikacja obrazu – rozumiana jako ingerencja w konkretne piksele obrazu. 

Kategoria zawiera algorytmy realizujące zadania takie jak: 

a) redukcja szumów: 

i. poprzez budowanie łańcucha różnego rodzaju przekształceń 

obrazu [43], 

ii. z wykorzystaniem algorytmu PixelRL, gdzie modyfikacja 

konkretnych pikseli obrazu jest realizowana przez przypisanych do 

nich agentów [33], 

b) korekcja kolorów: 

i. uwzględniająca kolejne modyfikacje całego obrazu przez agenta 

dysponującego analizą kontekstu dzięki sieci głębokiej VGG16 

oraz informacją o kolorach obrazu na podstawie histogramu [34] 

ii. oparta o ustalenie wartości parametrów wejściowych do procesu 

przetwarzania obrazu w programach Adobe Lightroom® oraz 

Adobe Photoshop® [44], 

c) odzyskiwanie bloków: 

i. rozumiane jako rekonstrukcja obrazów pochodzących z tomografii 

komputerowej z wykorzystaniem algorytmu Alternating Direction 

Method of Multipliers [45] lub algorytmu Magnetic Resonance 

Imaging [46], 

ii. rozumiane jako usuwanie napisów zasłaniających obraz 

z wykorzystaniem wspomnianej wcześniej metody PixelRL [33], 

d) wyostrzanie obrazów oparte na metodzie PixelRL wykorzystującej 

możliwości algorytmów: Enhanced Deep Super-Resolution network, 

Enhanced Super-Resolution Generative Adversarial Network oraz 

Progressive Perception-Oriented Network [47], 

e) scalanie obrazów w programie Adobe Photoshop®, gdzie zadaniem 

zaproponowanego przez autorów algorytmu był odpowiedni dobór 

parametrów procesu blendowania [48]. 

2) Detekcja oraz śledzenie obiektów – algorytmy realizujące jedno z zadań: 

a) detekcja obiektów: 

i. przy założeniu podziału obrazu na określoną liczbę sektorów [49], 

ii. poprzez modyfikację rozmiaru oraz położenia ramki okalającej 

obiekt [35], 
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iii. z przyspieszeniem wyszukiwania poprzez odpowiedni dobór 

kolejnych punktów skupienia na obrazie [50], 

iv. przy pomocy dwóch współpracujących agentów wykrywających 

obiekty połączone [36]; 

b) śledzenie obiektów: 

i. w oparciu o procesy decyzyjne markowa [37] 

ii. poprzez modyfikację rozmiaru oraz położenia ramki okalającej 

obiekt do momentu osiągnięcia odpowiedniego poziomu pewności 

agenta [38] 

iii. na podstawie uaktualniania mapy ciepła wskazującej przekonanie 

agenta o miejscu przebywania obiektu [51]. 

3) Różne – zadania bardziej złożone: 

a) rozpoznawanie gestów [39] i zachowań [52] z wykorzystaniem obrazów 

pochodzących z kamery szerokokątnej zapewniającej kontekst sceny oraz 

kamery o wysokiej jakości obrazu analizującej konkretne części postaci, 

b) rozpoznawanie twarzy na podstawie sekwencyjnego porównania klatek 

dwóch materiałów wideo [53], 

c) szeroko rozumiane zadania sterowania: 

i. utrzymywanie pojazdu w obrębie drogi z wykorzystaniem 

samoorganizujących się map (ang. Self-Organizing Maps - SOM) 

w celu analizowania obrazu z kamery czołowej [54], 

ii. osiąganie strategii wygrywającej w 49 grach platformy Atari 

poprzez odpowiednią imitację ruchów drążka sterującego [27], 

iii. sterowanie czasem otwarcia przesłony oraz parametrem ISO 

poprzez zarządzanie wartością ekspozycji w celu uzyskania 

żądanego przez użytkownika efektu wizualnego [55], 

d) ekstrakcja istotnych klatek filmu w celu przewijania w przód materiału 

wideo [56], 

e) rekonstrukcja sceny 3D z wykorzystaniem sieci MVCNN, SSCNet oraz 

2DCNN [57]. 

Przeprowadzona analiza przytoczonych prac pozwoliła na zapoznanie się z różnymi 

podejściami do zastosowania paradygmatu uczenia się ze wzmocnieniem. Szczególną 

inspiracją do tworzenia własnych rozwiązań stały się prace [33][38][27]. Na ich 
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przykładzie zauważono, że wykorzystując algorytm uczenia się ze wzmocnieniem, 

można zdecydowanie podnieść poziom interpretowalności działań podejmowanych przez 

zaproponowany system oraz ułatwić proces ich wizualizacji. Algorytm ten jest również 

względnie prosty w implementacji, co sprawiło, że doczekał się wielu realizacji 

w różnych językach programowania. W pewnych warunkach proces jego nauki może 

przebiegać zdecydowanie bardziej efektywnie, co wyraża się poprzez szybsze osiągnięcie 

zadowalającego rozwiązania. Dodatkowym atutem jest również możliwość jego 

zastosowania w sytuacji braku klasycznych danych uczących w postaci par 

(przykład, pożądana odpowiedź) – do nauki wystarczy mu sygnał wartościujący podjętą 

akcję, który może być nawet odsunięty w czasie. Analiza wykazała również rosnące 

zainteresowanie paradygmatem uczenia się ze wzmocnieniem, co można zaobserwować 

na Rys. 2. zaczerpniętym z [A-1]. Nie do pominięcia jest także interdyscyplinarny 

charakter analizowanych prac, które poruszają aspekty z zakresu: fotografii, grafiki 

komputerowej, bezpieczeństwa, socjologii, psychologii czy robotyki. 

 

Rys. 2 Zestawienie przeanalizowanych prac uwzględniające datę publikacji [A-1] 

Udział własny autora niniejszej rozprawy doktorskiej w przygotowaniu pracy [A-1] 

wynosił 100% i polegał na: analizie badanych prac, opracowaniu wyników oraz redakcji 

treści pracy. Wprowadzona systematyka pozwoliła na zidentyfikowanie potencjalnych 

obszarów rozwoju dziedziny, natomiast praca w kole naukowym Interakcji Człowiek-

Komputer GEST oraz chęć odpowiedzi na zapotrzebowanie otoczenia społecznego 
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zorientowały dalsze prace w kierunku propozycji rozwiązania realizującego wykrywanie 

gestów języka migowego. 

2.2. Czasowa segmentacja strumienia gestów 

Od ponad 25 lat zadanie automatycznego interpretowania ludzkich gestów w celu 

rozwijania integracji ludzi z różnymi systemami komputerowymi stanowiło wyzwanie 

dla wielu badaczy. Wyróżnić można następujący podział tematyczny badań: 

1) Zliczanie palców dłoni – głównym zadaniem jest poprawne zidentyfikowanie 

liczby widocznych (wyciągniętych) palców dłoni w celu podjęcia na tej podstawie 

odpowiedniej akcji. Przykładem może być praca [58], której autorzy chcieli 

uzyskać informację o geście wykonywanym przez osobę prowadzącą samochód, 

w celu wykonania przypisanej do danego gestu akcji. 

2) Rozpoznawanie statycznych gestów dłoni – zadanie to polega na rozpoznaniu 

pokazywanego gestu na podstawie zdjęcia bądź wybranej klatki filmu wideo. 

Wymienić można tutaj dwa przykłady. Pierwszym z nich jest próba utworzenia 

systemu analizy gestu w czasie rzeczywistym [59], drugim natomiast jest 

wykorzystanie ukrytych modeli Markov’a (ang. Hidden Markov 

Model - HMM) [60]. 

3) Rozpoznawanie dynamicznych gestów dłoni – zadanie polegające na rozpoznaniu 

pokazywanego gestu na podstawie filmu wideo. Można tutaj wymienić szereg 

istotnych prac prezentujących różne podejścia do tego zadania: system działający 

w czasie rzeczywistym [61], system sterowania grą komputerową przy pomocy 

gestów, system wykorzystujący splotową rekurencyjną sieć neuronową 

(ang. Convolutional Recurrent Neural Network - CRNN) w połączeniu 

z jednostkami Long Short-Term Memory (LSTM) [62], system oparty o kamery 

typu RGB-D oraz algorytm k-najbliższych sąsiadów (ang. k-Nearest 

Neighbours – k-NN) w połączeniu z algorytmem Dynamic Time Warping (DTW) 

i HMM [63], a także prace wykorzystujące algorytm uczenia się 

ze wzmocnieniem [64] oraz jego modyfikację w postaci głębokiego uczenia się 

ze wzmocnieniem. (ang. Deep Reinforcement Learning - DRL) [65]. 

Na przestrzeni kolejnych lat rozwoju dziedziny szeroko pojętego rozpoznawania gestów 

powstały prace przeglądowe analizujące konkretne jej aspekty. Ogólną analizę problemu 
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przedstawili autorzy [66]. Kolejno w pracach [67] (2007), [68] oraz [69] (2012) zostały 

przeanalizowane metody rozpoznawania statycznych gestów dłoni. Dużo bardziej 

obszerną analizę, bo nie kilkunastu, lecz niespełna 90 prac, zaprezentowano rok później 

w [70]. W następnych latach powstały kolejne prace analizujące nowo powstałe 

algorytmy, jak np. [71]. Na szczególną uwagę zasługują też prace [72] oraz [73], które 

oprócz analizy samych algorytmów do rozpoznawania statycznych gestów dłoni 

zawierają także podsumowanie informacji o dostępnych bazach danych do nauki tych 

algorytmów. W 2021 roku opublikowano natomiast kompleksową analizę [74] zarówno 

wspomnianych algorytmów, jak i baz danych. Jej dodatkowym atutem, oprócz analizy 

ponad 200 prac, jest również usystematyzowanie zagadnień związanych z procesem 

rozpoznawania gestów statycznych oraz dynamicznych. Problematyka rozpoznawania 

dynamicznych gestów dłoni również była szeroko analizowana. Podczas, gdy jedni 

autorzy skupiali się na analizie algorytmów rozpoznawania gestów języka migowego w 

kontekście aplikacji mobilnych [75], kolejni rozważali aspekt złożoności obliczeniowej 

[76], a inni skupiali się na analizie metod opartych na uczeniu sieci głębokich [77]. 

Podobnie dużym zainteresowaniem cieszyła i nadal cieszy się tematyka tworzenia 

odpowiednich i coraz bardziej bogatych w różnego rodzaju gesty baz danych [78]. 

Przeprowadzenie analizy wspomnianych prac przeglądowych pozwoliło na dostrzeżenie 

pewnych zależności, które zostały opisane w publikacji [A-5]. Zidentyfikowano dwa 

główne podejścia do zadania rozpoznawania gestów dynamicznych. Pierwsze z nich 

skupia się na rozpoznawania wyodrębnionych wcześniej gestów (ang. Isolated Sign 

Language Recognition), natomiast drugie polega na analizie kolejnych klatek filmu oraz 

jednoczesnym wykryciu i klasyfikacji danego gestu (ang. Continuous Sign Language 

Recognition). Metody należące do pierwszej grupy osiągają zdecydowanie wyższe 

wyniki poprawności klasyfikacji od tych z grupy drugiej, natomiast należy w tym miejscu 

stwierdzić fakt, że w codziennym życiu osoby posługujące się językiem migowym nie 

wstrzymują ruchów po każdym znaku, lecz ich ruchy płynnie przechodzą z jednego 

w drugi. Jest to problem koartykulacji obecny też w zadaniu analizy mowy ludzkiej. 

Autor niniejszej pracy zauważył też, że wszystkie dostępne bazy danych wydają się 

w ogóle nie uwzględniać tego zjawiska, co jest widoczne w sposobie tworzenia etykiet 

kolejnych klatek nagrań w tych bazach. Kierując się chęcią utworzenia połączenia między 

obiema grupami algorytmów i umożliwienia nauki rozpoznawania gestów na podstawie 

danych oczyszczonych ze zbędnego w jego przekonaniu szumu informacyjnego 
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wywołanego przez zjawisko koartykulacji, autor w artykule [A-5] zaproponował metodę 

zdolną do czasowej segmentacji strumienia wideo. 

W pierwszej kolejności należało przygotować dedykowaną pod kątem nowego 

rozwiązania bazę danych. Do tego celu wykorzystano bazę danych przygotowaną 

w Katedrze Informatyki i Automatyki Politechniki Rzeszowskiej we współpracy 

z Podkarpackim Stowarzyszeniem Głuchych rozszerzając ją o odpowiednio 

przygotowane etykiety określające miejsce występowania gestów (wartość 1) oraz 

miejsce występowania przejść bądź przerw w pokazywaniu gestów (wartość 0). Nagrania 

były realizowane przez członków stowarzyszenia pod opieką zawodowych tłumaczy. Do 

nagrań wykorzystano kamerę Microsoft Kinect Xbox One 2.0 działającą z klatkarzem 

równym 29.98. W ten sposób uzyskano odpowiednie serie zdjęć RGB-D o rozdzielczości 

1920x1080 pikseli zapisanych w formacie JPEG. Wspomniane adnotacje wykonano przy 

pomocy oprogramowania ELAN22. Ostateczna forma bazy danych zawierała nagrania 33 

sekwencji gestów (zwanych również wyrażeniami) wykonywanych 5-krotnie przez 

3 osoby.  

 

Rys. 3 Schemat przetwarzania wideo przez algorytm GSADGM [A-5] 

W kolejnym kroku autor niniejszej pracy na podstawie wykonanej analizy danych 

zdefiniował szereg czynników mających wpływ na przetwarzanie strumienia wideo 

 
22 Max Planck Institute for Psycholinguistics, The Language Archive, 
Nijmegen, The Netherlands (https://archive.mpi.nl/tla/elan) 
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mogących potencjalnie utrudniać zadanie rozpoznawania gestów. Były to: możliwość 

zbieżności koloru skóry lub włosów z elementami tła bądź garderoby osoby pokazującej 

gesty, cienie wywołane różnym sposobem oświetlenia, a także sama jasność obrazu. 

Chcąc zminimalizować potencjalne negatywne efekty wywołane tymi czynnikami, 

a także dążąc do zmniejszenia wymiarowości przetwarzanych danych, autor niniejszej 

pracy zaproponował autorski algorytm wstępnego przetwarzania materiału wideo 

o nazwie Gray Scale Absolute Difference Gradient Method (GSADGM). Kolejne kroki 

jego działania oraz rozmiar danych w każdym z etapów (Stage 1 – Stage 8) zostały 

zobrazowane na Rys. 3.  

W pierwszym kroku będącym przejście z etapu pierwszego (Stage 1) do etapu drugiego 

(Stage 2) każda z klatek filmu jest kadrowana w celu odrzucenia zbędnych informacji 

oraz zapewnienia centralnego ustawienia postaci w kadrze. Później (przejście Stage 2 – 

Stage 3) klatki te są konwertowane do odcieni szarości. Dzięki takiemu działaniu zyskuje 

się minimum 3-krotne zmniejszenie wielkości danych bez utraty istotnych informacji. 

Następnie (przejście Stage 3 – Stage 4) obliczane są gradienty pomiędzy pikselami każdej 

klatki, a do dalszych obliczeń pozostawia się tylko informację o ich wielkościach. 

W kolejnym kroku (przejście Stage 4 – Stage 5) obliczana jest wartość bezwzględna 

z różnicy między kolejnymi klatkami każdego z filmów. Tak uzyskane obrazy 

są weryfikowane – jeżeli są całkiem czarne (wszystkie piksele są równe 0), to są one 

usuwane (przejście Stage 5 – Stage 6). Następnym krokiem jest skalowanie obrazów do 

wymiarów umożliwiających podanie ich do zaprojektowanej sieci głębokiej (przejście 

Stage 6 – Stage 7). Ostatnim krokiem jest normalizacja wartości pikseli w celu stabilizacji 

procesu nauki (przejście Stage 7 – Stage 8). Opisany proces pozwala na uzyskanie 

informacji o ruchu postaci, redukując potencjalne negatywne efekty wywołane przez 

wspomniane wcześniej czynniki. Na Rys. 4 została przedstawiona przykładowa 

sekwencja klatek stanowiących dane wejściowe przekazane do zaproponowanego 

algorytmu. Rys. 5 prezentuje natomiast przykładowy rezultat działania 

zaproponowanego algorytmu. Dla poprawy czytelności przykładowe dane wyjściowe 

zostały przedstawione w postaci negatywu. 

 

Rys. 4 Przykładowy strumień danych wejściowych dla algorytmu GSADGM [A-5] 
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Rys. 5 Przykładowy strumień danych wyjściowych dla algorytmu GSADGM przedstawiony 
w negatywie dla poprawy czytelności [A-5] 

Następnym krokiem w trakcie projektowania rozwiązania było zaproponowanie modelu 

sieci neuronowej oraz sposobu jej nauki. Autor niniejszej pracy zdecydował się 

wykorzystać połączenie głębokich sieci konwolucyjnych ze względu na ich możliwości 

analizy skomplikowanych danych wielowymiarowych oraz algorytm uczenia się 

ze wzmocnieniem, a dokładnie jego odmiany zwanej Double Deep 

Q-Learning (DDQN) [79], która jest szeroko stosowana w literaturze dla zapewnienia 

poprawy zbieżności i stabilności procesu nauki. W pracy [A-5] przebadane zostało 

siedem autorskich architektur, z których część była wzorowana na modelu ResNet. Autor 

przyjął, że analiza jednego filmu zawierającego sekwencję gestów będzie określała ramy 

epizodu. Agent w każdym kroku epizodu korespondującym z klatką filmu może 

podejmować jedną z dwóch akcji będącą decyzją, czy w danej klatce trwa gest 

(etykieta 1), czy nie (etykieta 0). Jako obserwacje pochodzące ze środowiska posiada on 

zestaw przygotowanych wcześniej klatek filmu. Warto zauważyć, że liczba kroków 

w epizodzie jest uzależniona od długości filmu i odpowiednio pomniejszona w zależności 

od wielkości zestawu klatek, który może obserwować agent. Diagram przedstawiający 

symbolicznie opisaną sytuację został zamieszczony na Rys. 6. 

 

Rys. 6 Schemat wiedzy i działań agenta [A-5] 

Jako sygnał wartościujący akcje podejmowane przez agenta zdecydowano się zastosować 

następującą zależność: „Jeżeli agent w danej klatce wybrał etykietę zgodną 

z informacjami zawartymi w bazie, wtedy otrzymuje wzmocnienie równe 0.0, natomiast 

w przypadku błędnej decyzji otrzymuje on karę w postaci wzmocnienia o wartości -0.2”. 

W ramach końcowej obróbki wyznaczonych przez agenta etykiet kierując się analizą 
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uzyskanych wyników zdecydowano się przebadać wpływ trzech zaproponowanych 

filtrów oraz metodę głosowania opartą na algorytmie lasu drzew. Zastosowanie obu 

metod jednocześnie zapewniło zdecydowanie lepsze wyniki pracy zaproponowanego 

rozwiązania. 

Autorzy [A-5] zdecydowali się zaproponować rozbudowane testy oraz analizę 

proponowanego przez siebie rozwiązania. Oprócz klasycznych testów w formule LOSO 

(ang. Leave One Subject Out) polegającej na traktowaniu jako zbioru testowego nagrań 

konkretnej osoby, przygotowano również protokoły sprawdzające oparte na wyborze 1, 

2 lub 3 osób we wszystkich kombinacjach oraz na 5-krotnej walidacji krzyżowej 

względem powtórzeń nagrań wykonanych przez każdą z osób. W artykule przedstawiono 

również omówienie wpływu omówionych parametrów oraz przeanalizowano działanie 

wyuczonych filtrów sieci. Zaproponowane rozwiązanie osiąga wskaźnik poprawności na 

poziomie 0.76 podczas testów zgodnych z protokołem LOSO oraz wartość 0.89 podczas 

testów pojedynczych osób. 

 

Rys. 7 Zakres działań zaproponowanego algorytmu [A-5] 

Udział własny autora niniejszej rozprawy doktorskiej w przygotowaniu pracy [A-5] 

wynosił 90% i polegał na: wspólnej konceptualizacji proponowanego rozwiązania, 

opracowaniu metodyki, przygotowaniu danych, implementacji niezbędnych do nauki 

oraz testów kodów aplikacji, opracowaniu wyników oraz współredakcji treści pracy. 

Praca zbliża autora do osiągnięcia celu, jakim jest utworzenie aplikacji mobilnej 

pozwalającej w czasie rzeczywistym tłumaczyć mowę Polskiego Języka Migowego 

(PJM), co będzie miało pozytywny wpływ na komfort codziennej komunikacji 

międzyludzkiej. Zakres rozwiązania zaproponowanego w artykule [A-5] został 

schematycznie przedstawiony na Rys. 7. Aktualnie trwają badania nowych propozycji 

architektur oraz intensywne prace w kierunku rozwinięcia bazy danych o nagrania dla 

większej liczby osób pokazujących gesty, co będzie miało pozytywny wpływ na jakość 

działania rozwiązań proponowanych w przyszłości, a także podniesie możliwości 

weryfikacji istniejących rozwiązań. Warto również zauważyć, że opracowana baza 
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danych została udostępniona publicznie w trybie „na żądanie”, co niewątpliwie ułatwia 

innym badaczom weryfikację własnych propozycji rozwiązań. Omówiona publikacja 

realizuje nie tylko Zadanie 2.a) lecz także Zadanie 3.a). 

2.3. Zadania sterowania 

Drugą tematyką podejmowaną w niniejszej rozprawie doktorskiej jest zastosowanie 

metod sztucznej inteligencji do rozwiązywania zadań sterowania. Cieszą się one 

szerokim zainteresowaniem ze względu na swoją wartość wyrażoną poprzez częściową 

bądź pełną automatyzację różnego rodzaju procesów. Pozwala to zredukować ryzyko 

błędu ludzkiego operatora w przypadku chociażby kierowania wszelkiego rodzaju 

pojazdami oraz pozwala mu skupić się na innych bardziej wymagających zadaniach. 

Realizując Zadanie 1.b) przeprowadzono analizę literatury pod kątem zastosowania 

algorytmu uczenia się ze wzmocnieniem, do realizacji szeroko rozumianych zadań 

sterowania pojazdami autonomicznymi. W artykule [A-2] autor niniejszej rozprawy 

doktorskiej usystematyzował oraz scharakteryzował szereg aspektów związanych 

z zastosowaniem algorytmu uczenia się ze wzmocnieniem w zadaniach sterowania 

pojazdami. Przygotowane opracowanie było wynikiem analizy blisko 50 prac 

związanych z omawianą tematyką: 

1) Rodzaj zadania do realizacji – pierwsza wprowadzona systematyka dotyczyła 

rodzaju zadania postawionego przed proponowanym przez badaczy systemem. 

W pracy wyróżniono poniższe kategorie umieszczając odpowiednie odwołania 

do konkretnych analizowanych prac: 

a) parkowanie, 

b) utrzymywanie docelowej prędkości pojazdu, 

c) utrzymywanie bezpiecznej odległości od poprzedzającego pojazdu, 

d) utrzymywanie się w obrębie danego pasa ruchu, 

e) włączanie się do ruchu, 

f) wyprzedzanie, 

g) przejazd przez skrzyżowanie, 

h) kierowanie pojazdem w przypadku występowania utrudnień z obserwacją 

otoczenia, 

i) reagowanie na nagłe i niespodziewane zdarzenia drogowe, 

j) przejazd trasy w możliwie najkrótszym czasie, 

k) zarządzanie zasobami energetycznymi pojazdu, 
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l) zarządzanie przepływem informacji, 

m) reagowanie na rozpoznane znaki drogowe, 

n) zarządzanie ruchem pojazdów (przepustowość skrzyżowania 

lub przepustowość drogi). 

Największym zainteresowaniem wśród badaczy cieszą się zadania: utrzymywanie 

się w obrębie danego pasa ruchu (23 prace), wyprzedzanie (13 prac), przejazd 

trasy w możliwie najkrótszym czasie (12 prac), przejazd przez skrzyżowanie 

(6 prac). 

2) Symulator ruchu – druga systematyka dotyczyła różnego rodzaju środowisk, 

a w szczególności symulatorów wykorzystanych przez badaczy w analizowanych 

pracach. W artykule [A-2] autor niniejszej rozprawy doktorskiej omawia 

następujące symulatory: SUMO, CARLO, CARLA, TORCS, WRC 6, GTS, 

Microsoft AirSim, Open DS-CTS 1.0, UnityML Agents. Dodatkowo opisy 

ubogacono o odwołania do konkretnych analizowanych prac oraz odnośniki do 

miejsc, z których można pobrać wspomniane symulatory. Warto zauważyć, 

że ogromna większość prac, z wyjątkiem sześciu, korzystała z symulatorów. 

Tylko dwie analizowane prace były wykonane przy użyciu rzeczywistych danych, 

a cztery korzystały z danych rzeczywistych oraz symulowanych jednocześnie. 

3) Rodzaj danych wejściowych – trzecia systematyka dotykająca tematu 

związanego z charakterystyką rozwiązania oraz jego implementacją. W trakcie 

analizy wyróżniono następujące kategorie: 

a) Dane pochodzące z wszelkiego rodzaju czujników (prędkościomierz, 

LIDAR, RADAR, itp.), które były wykorzystane w różnych 

kombinacjach. 

b) Dane w postaci obrazów z kamer, które były usytuowane w różnych 

miejscach: 

i. widok pierwszoosobowy, 

ii. widok z perspektywy trzeciej osoby, 

iii. widok z lotu ptaka. 

c) Dane mieszane łączące zarówno informacje z różnych czujników, 

jak i obrazy z kamer: 
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i. widok pierwszoosobowy, 

ii. widok z lotu ptaka. 

Badacze w ponad połowie prac skorzystali tylko i wyłącznie z danych 

pochodzących z różnych czujników. Kolejnymi w równej mierze chętnie 

wykorzystywanymi danymi były obrazy z kamer w widoku pierwszej osoby oraz 

dane mieszane uwzględniające obrazy z kamer również w widoku 

pierwszoosobowym. 

4) Rodzaj zbioru dostępnych akcji – ostatnia zaproponowana systematyka dotyczy 

istotnej, z punktu widzenia algorytmu uczenia się ze wzmocnieniem kwestii, 

mianowicie definicji typu możliwych do podjęcia przez agenta akcji. 

W analizowanych pracach wyróżnić można trzy podejścia badaczy wyrażone 

poprzez zastosowanie zbioru akcji o charakterze dyskretnym, ciągłym 

lub mieszanym. Tylko dwie prace wykorzystywały zbiór akcji typu mieszanego, 

natomiast pozostałe w równej części korzystały z typu dyskretnego lub ciągłego. 

Wszystkie zaproponowane systematyki zostały uzupełnione o odpowiednie tabele 

zawierające odnośniki do konkretnych analizowanych prac, co ułatwi czytelnikowi 

dotarcie do interesującego go źródła, a także pokaże opracowania, do których wyników 

można odnieść swoje badania. Dodatkowo w pracy przedstawiony został również szkic 

autorskiego rozwiązania związanego z zadaniem wyprzedzania. W zamierzeniu 

wykorzysta on sygnały z czujników wzbogacone o informacje z szeregu kamer, których 

pokrycie zostało przedstawione na Rys. 8. Kolorem żółtym oznaczony został rozważany 

pojazd, kolorem szarym oznaczone zostało pole widzenia kamer przedniej oraz tylnej, 

których zadaniem jest obserwacja najbliższego otoczenia pojazdu. Natomiast kolorem 

zielonym zaznaczony został obszar pokrycia kamer tylnych-skośnych, 

które w zamierzeniu powinny wykrywać pojazdy jadące z tyłu, ale z dużo większą 

prędkością oraz pozwalać na uniknięcie niebezpiecznej sytuacji. Takie ustawienie kamer 

zakłada, że wyprzedzanie następuje na drodze posiadającej minimum dwa pasy w każdą 

stronę. W trakcie analiz zauważono, że żaden z badaczy nie próbował rozważać 

wyprzedzania, w trakcie którego koniecznym jest zjechanie na przeciwny pas ruchu. 

Po uzyskaniu pomyślnych rezultatów z badań w aktualnie zaproponowanym układzie 

(Rys. 8), kolejnym krokiem będzie podjęcie wyzwania realizacji zadania wyprzedzania 

w trudniejszej z opisanych wersji. Omówiona publikacja realizuje Zadanie 1.b). 
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Rys. 8 Schemat układu kamer w proponowanym rozwiązaniu [opracowanie własne] 

 

2.4. Systemy logiki rozmytej w zadaniach sterowania maszynami 
CNC 

Na podstawie informacji zdobytych podczas wykonanych przeglądów literatury autor 

niniejszej rozprawy podjął działania mające na celu wykorzystanie metod sztucznej 

inteligencji do realizacji zadania optymalizacji pracy maszyny CNC poprzez sterowanie 

dynamiką ruchu jej wrzeciona. Prace te były realizowane i są nadal rozwijane w zespole, 

którego członkami są dr inż. Bogdan Kwiatkowski oraz dr hab. inż. Damian Mazur 

z Politechniki Rzeszowskiej. Wspólnie postanowiono, by opracowywane metody 

weryfikować, porównując je z algorytmem Reference Points Realization Optimization 

(RPRO) [80]. Należy również dodać, że algorytm RPRO jest wykorzystywany 

w przemyśle. Jego zadaniem jest generowanie tzw. g-code’u, czyli ciągu instrukcji 

reprezentujących zmiany dynamiki wrzeciona w kolejnych dyskretnych krokach 

czasowych. Algorytm RPRO skupia się na minimalizacji czasu procesu obróbczego 

z jednoczesnym umożliwieniem określenia żądanej dokładności, która jest rozumiana 

jako średnia dokładność osiągnięcia każdego z punktów referencyjnych należących do 

założonej przez operatora trajektorii. Rolę algorytmu RPRO oraz opracowywanych 

metod w procesie produkcji elementów maszyn przedstawiono na Rys. 9 (kolor zielony). 
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Rys. 9 Rola projektowanych metod w procesie produkcji elementów maszyn. [opracowanie 
własne] 

Prace rozpoczęto od zaprojektowania dedykowanej bazy danych pozwalającej na 

weryfikowanie jakości działania proponowanych później algorytmów. Postanowiono, 

że baza będzie składała się z szeregu symulowanych procesów obróbczych o różnych 

trajektoriach wykonywanych przez maszyny o różnych parametrach dynamiki. Przyjęto 

następujące możliwe wartości parametrów: 

 liczba punktów trajektorii {15, 50, 100} 

 gęstość punktów referencyjnych  

ቐ

𝐷𝑢ż𝑎      − 𝑜𝑑𝑙𝑒𝑔ł𝑜ś𝑐𝑖 𝑚𝑛𝑖𝑒𝑗𝑠𝑧𝑒 𝑛𝑖ż 1𝑚𝑚             

Ś𝑟𝑒𝑑𝑛𝑖𝑎 − 𝑜𝑑𝑙𝑒𝑔ł𝑜ś𝑐𝑖 𝑚𝑖ę𝑑𝑧𝑦 1𝑚𝑚 𝑎 10𝑚𝑚       
𝑀𝑎ł𝑎      − 𝑜𝑑𝑙𝑒𝑔ł𝑜ś𝑐𝑖 𝑚𝑖ę𝑑𝑧𝑦 10𝑚𝑚 𝑎 100𝑚𝑚  

 



- 33 - 

 maksymalna prędkość wrzeciona wyrażona w [𝑚/𝑚𝑖𝑛] {2.5, 4.0, 6.0, 8.0} 

 maksymalne przyspieszenie wrzeciona wyrażone w [𝑚/𝑠ଶ] 

{1.5, 1.8, 2.0, 2.5, 3.0} 

 maksymalny zryw wrzeciona wyrażony w [𝑚/𝑠ଷ] {10, 20, 30} 

Ze względu na charakterystykę konstrukcji i oprogramowania maszyn CNC długość 

dyskretnego kroku czasowego podczas wszystkich symulacji wynosi 2ms. Dodatkowo 

w celu zapewnienia możliwości przeprowadzenia każdego procesu obróbki zdecydowano 

się na to, by podczas rejestrowania symulacji sterowanych algorytmem RPRO żądana 

dokładność obróbki wynosiła 0.01mm. Postanowiono również, by dla każdej 

z dziewięciu grup, rozumianych jako kombinacje długości trajektorii oraz jej gęstości, 

wylosować po dziesięć różnych trajektorii. Finalnie utworzona baza danych składa się 

z łącznie 5400 zarejestrowanych procesów obróbczych, których zestawy parametrów są 

między sobą parami różne. Jednocześnie omówiona praca jest realizacją Zadanie 2.b). 

 

Rys. 10 Schemat działania systemu zaproponowanego w pracy [A-6]  

Po pomyślnym utworzeniu niezbędnej bazy danych autor niniejszej rozprawy wraz 

z zespołem podjął się wyzwania utworzenia systemu opartego na systemie wnioskowania 

rozmytego, którego zadaniem było sterowanie dynamiką wrzeciona maszyny CNC. 

Schemat działania rozwiązania zaproponowanego w pracy [A-6] został przedstawiony na 

Rys. 10. Jego kluczowym elementem jest wspomniany już system sterowania rozmytego 

(ang. Fuzzy Inference System - FIS). Wejście rzeczonego systemu stanowią zarówno 

zlecona przez operatora trajektoria jak również parametry dynamiki maszyny oraz 

aktualna dynamika ruchu wrzeciona. Na podstawie tych informacji system wyznacza 

decyzję określającą, która z możliwych akcji ma zostać podjęta, mianowicie: 
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 należy spowolnić wrzeciono, 

 należy utrzymać aktualną prędkość wrzeciona, 

 należy zwiększyć prędkość wrzeciona. 

Po wykonaniu akcji wskazanej przez system symulator wyznacza nowe położenie 

wrzeciona, czym zamyka cykl. Kluczową rolę pełni również ekspert. Opracowuje on 

reguły, na których operuje system rozmyty. 

Badania obejmowały dwa modele – system o dwóch wejściach oraz system o trzech 

wejściach. Każdy z modeli zaprojektowany został w dwóch wariantach określających 

rodzaj funkcji przynależności: funkcja trójkątna lub krzywa dzwonowa. Wejścia 

stanowiły odpowiednio przeskalowane wielkości: 

 znormalizowana prędkość wrzeciona określona jako stosunek aktualnej 

wartości prędkości oraz maksymalnej możliwej prędkości wrzeciona, 

 znormalizowany dystans do następnego punktu referencyjnego określony 

jako stosunek odległości do następnego punktu referencyjnego oraz maksymalnej 

odległości między dwoma sąsiednimi punktami referencyjnymi w rozważanej 

trajektorii, 

 znormalizowane przyspieszenie wrzeciona określone jako stosunek aktualnej 

wartości przyspieszenia oraz maksymalnego możliwego przyspieszenia 

wrzeciona. 

Pierwsze dwa z wymienionych wejść zostały opisane pięcioma równomiernie 

rozłożonymi funkcjami reprezentującymi rozmyte wielkości: bardzo małe, małe, średnie, 

duże lub bardzo duże. Dokładny kształt funkcji opisujących wejście reprezentujące 

znormalizowaną prędkość wrzeciona został przedstawiony odpowiednio dla funkcji 

o kształcie trójkątnym na Rys. 11, a dla krzywej dzwonowej na Rys. 12. Wejście 

opisujące znormalizowane przyspieszenie wrzeciona opisane zostało natomiast przez 

osiem funkcji z uwagi na możliwość hamowania wrzeciona: wsteczne duże, wsteczne 

średnie, wsteczne małe, bardzo małe, małe, średnie, duże lub bardzo duże. Dokładne 

pokrycie tego wejścia funkcjami zostało przedstawione na Rys. 13 oraz Rys. 14. Wyjście 

systemu opisane zostało zaś trzema funkcjami reprezentującymi możliwe do wykonania 

akcje: spowolnienie ruchu wrzeciona, utrzymanie prędkości wrzeciona lub przyspieszenie 

ruchu wrzeciona. Pokrycie funkcjami wyjścia dla obydwu wariantów zostało 

przedstawione na Rys. 15 oraz Rys. 16.  
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Rys. 11 System Mamdaniego - pokrycie wejścia "znormalizowana prędkość" - funkcje trójkątne 
[opracowanie własne] 

 

Rys. 12 System Mamdaniego - pokrycie wejścia "znormalizowana prędkość" - krzywe 
dzwonowe [opracowanie własne] 

 

Rys. 13 System Mamdaniego - pokrycie wejścia "znormalizowane przyspieszenie" - funkcje 
trójkątne [opracowanie własne] 
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Rys. 14 System Mamdaniego - pokrycie wejścia "znormalizowane przyspieszenie" – krzywe 
dzwonowe [opracowanie własne] 

 

Rys. 15 System Mamdaniego - pokrycie wyjścia - funkcje trójkątne [opracowanie własne] 

 

Rys. 16 System Mamdaniego - pokrycie wyjścia - krzywe dzwonowe [opracowanie własne] 
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Pierwszy z zaproponowanych modeli został uzupełniony o 25 reguł zapewniających 

pełne pokrycie sytuacji, które mogą wystąpić podczas procesu obróbki. Analogicznie dla 

drugiego modelu autorzy zaproponowali 200 reguł. Schemat opisanych modeli został 

przedstawiony na Rys. 17. 

 

Rys. 17 Budowa modeli wykorzystanych w pracy [A-6] 

Każda z zaproponowanych reguł miała postać koniunkcji, co można zauważyć na         

Rys. 18, gdzie zostały przedstawione wszystkie reguły dla pierwszego z opisywanych 

modeli. W trakcie badań, chcąc zoptymalizować czas wykonywania obliczeń, autorzy 

postanowili również przebadać modele o regułach skróconych w oparciu o logikę 

boolowską. Zaproponowane reguły skrócone dla pierwszego modelu zostały 

przedstawione na Rys. 19. Statystykę każdego z zaproponowanych modeli podsumowuje 

Tab. 1. Dzięki zaproponowanemu skróceniu reguł udało się zmniejszyć liczbę obliczeń 

wykonywanych przy podjęciu każdej z decyzji o odpowiednio 36% dla modelu 

pierwszego oraz aż 62% dla drugiego modelu. Można też zauważyć, że w przypadku 

modelu o trzech wejściach skrócenie reguł wprowadziło balans pomiędzy liczbami reguł 

o poszczególnych następnikach. 

Tab. 1 Statystyki modeli badanych w pracy [A-6] 

Rules type System type Decelerate Do nothing Accelerate 
Total rules 

number 

full cover 
2-variable 4 8 13 25 

3-variable 56 47 97 200 

reduced 
2-variable 4 8 4 16 

3-variable 21 23 32 76 
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Rys. 18 System Mamdaniego o dwóch wejściach - zaproponowane reguły [opracowanie własne] 

 

Rys. 19 System Mamdaniego o dwóch wejściach - reguły skrócone [opracowanie własne] 
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W trakcie kreowania reguł autorzy skupili się na osiągnięciu dość dobrej dokładności, 

czyli takiej na poziomie około 20 mikrometrów, która pozwala na zastosowanie 

algorytmu w przemyśle. Dodatkowym aspektem była chęć uzyskania wygładzonego 

ruchu wrzeciona, który pozytywnie wpływa nie tylko na dokładność procesu obróbczego, 

lecz także zmniejsza ilość energii potrzebnej do poruszania wrzecionem oraz zwiększa 

żywotność wiertła, ponieważ nie naraża go na nadmierne naprężenia [81]. 

Tab. 2 Średnia dokładność procesu obróbki [μm] – RPRO [opracowanie własne] 

RPRO – średnia 
dokładność procesu 

obróbki [μm] 

Gęstość punktów referencyjnych w trajektorii 

Duża Średnia Mała 

Liczba punktów 
referencyjnych 

15 21.36 ± 08.74 40.54 ± 17.10 49.72 ± 22.17 

50 15.39 ± 15.85 19.21 ± 16.80 16.23 ± 14.32 

100 03.67 ± 01.47 03.88 ± 01.27 03.95 ± 01.29 

 

Tab. 3 Średnia dokładność procesu obróbki [μm] – Mamdani [A-6] [opracowanie własne] 

Mamdani – średnia 
dokładność procesu 

obróbki [μm] 

Gęstość punktów referencyjnych w trajektorii 

Duża Średnia Mała 

Liczba punktów 
referencyjnych 

15 15.28 ± 04.34 27.29 ± 08.15 32.07 ± 09.94 

50 28.54 ± 10.39 33.69 ± 12.06 32.96 ± 11.02 

100 25.29 ± 11.16 28.12 ± 11.99 28.68 ± 11.74 

W Tab. 2 przedstawiono średnią dokładność procesu obróbki dla algorytmu RPRO 

stanowiącego odniesienie, natomiast w Tab. 3 zebrano najlepsze z uzyskanych przez 

zaproponowane modele średnich dokładności procesu obróbki. Obydwie zaprezentowane 

tabele zawierają wyniki z wyszczególnieniem każdej z 9 podgrup w bazie danych 

reprezentujących zbiory trajektorii o konkretnej liczbie punktów oraz gęstości ich 

rozłożenia. Otrzymane wartości średniej dokładności procesu obróbki znalazły się 

w zakresie od 15 do 35 mikrometrów, co spełniło założenia zespołu projektowego. 

Należy również zaznaczyć, że obydwa badane modele we wszystkich wariantach spełniły 

oczekiwania, natomiast najlepiej radził sobie model z trzema wejściami w wariancie z 

większą liczbą reguł. Różnica ta, choć nie była duża, to jest istotna z punktu widzenia 

złożoności obliczeniowej rozwiązania i wskazuje na konieczność szukania 
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alternatywnych metod redukcji tej złożoności. Wyższość modelu z większą liczbą wejść 

była zgodna z przewidywaniami autorów pracy – większa ilość informacji o aktualnej 

sytuacji powinna skutkować zwiększoną jakością pracy systemu. Kolejnym aspektem 

poddanym weryfikacji jest zamierzone wygładzenie pracy wrzeciona. W tym celu 

przeanalizowano przebieg pracy algorytmu, a przykładową dynamikę ruchu wrzeciona 

podczas procesu obróbczego, przedstawiono na Rys. 20. Analiza wykazała, że udało się 

osiągnąć zamierzony efekt redukcji szarpnięć wrzeciona, a w konsekwencji obniżyć 

wydatek energetyczny oraz wydłużyć żywotność wiertła i całej maszyny w porównaniu 

do algorytmu RPRO. 

 

Rys. 20 Porównanie działania algorytmu zaproponowanego w pracy [A-6] 
oraz algorytmu RPRO 

Zaproponowane rozwiązanie przedstawione w artykule [A-6] wprowadza nowe 

podejście do zadania optymalizacji procesu obróbczego poprzez generowanie 

określonego g-code’u z wykorzystaniem metod sztucznej inteligencji. Głównymi jego 

zaletami są zarówno łatwość implementacji jak również łatwość interpretacji sterujących 

modelem reguł. Dodatkowo daje ono możliwość prostej parametryzacji oraz 

personalizacji polegającej na optymalizacji konkretnych aspektów procesu obróbczego 

poprzez odpowiednie zarządzanie zestawem reguł. Omówiona publikacja realizuje 

Zadanie 3.b). 
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Drugie opracowanie [A-3] zawiera opis innej metody zaproponowanej przez autora 

niniejszej rozprawy wraz z zespołem. Wprowadzoną nowością był odmienny sposób 

przygotowania reguł systemu, które w tym podejściu są modelowane przez algorytm 

optymalizacji rojem cząstek (ang. Particle Swarm Optimization - PSO). Głównym celem 

było nauczenie zaprojektowanego systemu naśladowania pracy istniejącego algorytmu. 

Jako algorytm źródłowy wybrano wspomniany już wcześniej algorytm RPRO. Chcąc 

sprawdzić zdolności uogólniające tworzonego systemu postanowiono do nauki 

wykorzystać jedynie dane z symulacji procesów obróbczych dla najkrótszych trajektorii 

(15 punktów) o gęstościach punktów referencyjnych Dużej oraz Średniej. Dodatkowo, 

żeby sprawdzić stabilność rozwiązania, proces nauki powtarzano 5-krotnie wybierając do 

nauki dane z odpowiedniej grupy reprezentujące kolejne pary trajektorii, czyli te 

o numerach 1-2, 3-4, 5-6, 7-8, oraz 9-10. Dane testowe stanowiły informacje o procesach 

obróbczych dla pozostałych ośmiu trajektorii w danej grupie (przykładowo dla pary 1-2 

znajdującej się w zbiorze trajektorii uczących trajektorie 3-10 stanowiły zbiór testujący).  

Tab. 4 Statystyki i rezultaty procesu nauki systemów logiki rozmytej [A-3] 

Ref. Pts. 
Density 

Trainin
g Pair 

Number 

Max. 
Iter. 

Num. 

Training 
Time 

RMSE 
Training 
Set [mm] 

RMSE 
Testing 

Set [mm] 

Bad 
Decission 
Fraction 

Train 
Records 
Number 

Test 
Records 
Number 

Rules 
Number 

High 

1 60 1h 8min 43s 0.341 0.338 0.128 13628 53912 52 

2 60 52min 8s 0.355 0.361 0.134 12759 54781 54 

3 60 1h 19min 43s 0.334 0.337 0.116 14552 52988 60 

4 60 1h 14min 15s 0.333 0.337 0.110 12673 54867 81 

5 60 1h 17min 18s 0.325 0.334 0.114 13928 53612 79 

Medium 

1 60 56min 28s 0.407 0.408 0.093 60623 286040 78 

2 60 1h 36min 9s 0.495 0.441 0.168 77910 268753 145 

3 60 1h 21min 7s 0.501 0.446 0.166 69874 276789 122 

4 60 52min 29s 0.393 0.405 0.089 67603 279060 56 

5 60 1h 28min 33s 0.517 0.473 0.199 70653 276010 136 
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Rezultaty badań zebrano w Tab. 4. W każdym z badanych przypadków ustalono, 

że proces nauki będzie trwał maksymalnie 60 iteracji. Rzeczywisty czas nauki oscylował 

od około 52 minut do maksymalnie 1 godziny 36 minut. W 9 z 10 przypadków metryka 

RMSE dla danych treningowych spadła poniżej wartości 0.5, co oznacza, że system 

poprawnie reaguje na większość sytuacji – poprawnie przypisuje wartość -1, 0, lub 1 

w zależności od wybranej akcji. Osiągnięte wartości metryki RMSE dla danych 

testowych w każdym przypadku osiągnęły zadowalający poziom. Sukces nauki 

potwierdza również metryka informująca o ułamku błędnych decyzji, czyli tych 

niezgodnych z zachowaniem algorytmu RPRO. Bezpośrednio przekłada się to na 

skuteczność proponowanej metody od 80.1% w najgorszym badanym przypadku do 

91.1% w najlepszej sytuacji. Ostatnim istotnym elementem jest liczba reguł, 

która oscyluje w zakresie od wartości 52 aż do 145, przy czym głównie przyjmuje 

wartości poniżej 80. Należy w tym miejscu zauważyć, że liczba ta jest bliska liczbie 

zredukowanych reguł dla systemu z pracy [A-6]. Podobieństwo odnaleziono również 

w samej treści reguł, mianowicie tak, jak uprzednio, mają one postać koniunkcji 

poprzedników. 

Tab. 5 Wyniki badania porównawczego średniej dokładności [A-3] 

Ref. Pts. 
Density 

Reference 
Points 

Number in 
Trajectory 

RPRO 

Mamdani 

1 2 3 4 5 

High 

15 
0.0214 

± 
0.0087 

0.0255 
± 

0.0061 

0.0255 
± 

0.0061 

0.0256 
± 

0.0062 

0.0255 
± 

0.0061 

0.0232 
± 

0.0063 

50 
0.0405 

± 
0.0172 

0.0314 
± 

0.0088 

0.0314 
± 

0.0088 

0.0313 
± 

0.0088 

0.0314 
± 

0.0088 

0.0315 
± 

0.0095 

100 
0.0497 

± 
0.0222 

0.0327 
± 

0.0100 

0.0327 
± 

0.0099 

0.0327 
± 

0.0099 

0.0327 
± 

0.0100 

0.0332 
± 

0.0102 

Medium 

15 
0.0154 

± 
0.0158 

0.0162 
± 

0.0029 

0.0166 
± 

0.0031 

0.0270 
± 

0.0109 

0.0273 
± 

0.0103 

0.0162 
± 

0.0030 

50 
0.0192 

± 
0.0169 

0.0265 
± 

0.0056 

0.0269 
± 

0.0060 

0.0325 
± 

0.0109 

0.0326 
± 

0.0109 

0.0269 
± 

0.0060 

100 
0.0162 

± 
0.0143 

0.0303 
± 

0.0080 

0.0311 
± 

0.0087 

0.0323 
± 

0.0101 

0.0322 
± 

0.0099 

0.0305 
± 

0.0082 
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Autorzy zweryfikowali również potencjalne możliwości uogólniające przeprowadzając 

symulację procesów obróbczych dla wszystkich kombinacji w bazie danych 

o wymienionych wcześniej gęstościach. Wyniki średniej dokładności wyrażonej 

w milimetrach wraz z odchyleniem standardowym odpowiednio pogrupowano, a także 

porównano z korespondującymi wynikami dla wzorcowego algorytmu RPRO. Tab. 5 

przedstawia zebrane rezultaty. Analizując przedstawione dane można dostrzec, 

że proponowane rozwiązanie osiąga wyniki na podobnym poziomie co algorytm RPRO, 

a czasami nawet nieco lepsze, jak w przypadku trajektorii o wysokiej gęstości i liczbie 

punktów równej 50 oraz 100. Drugim ważnym aspektem jest stabilność proponowanego 

rozwiązania, którą potwierdzają niskie wartości odchyleń standardowych.  

 

Rys. 21 Porównanie działania algorytmu zaproponowanego w pracy [A-3] oraz algorytmu 
RPRO 

Uzyskane wyniki wskazują na zadowalające odwzorowanie jakości pracy algorytmu 

RPRO. Dodatkowo potwierdzona została hipoteza stawiana przez autorów 

o możliwościach uogólniających zaproponowanego systemu, który dla nowych danych 

radził sobie na podobnym poziomie, uzyskując w pełni akceptowalne rezultaty. Chcąc 

uzupełnić analizę, autorzy [A-3] ponownie porównali też dokładny przebieg procesów 

obróbczych, z których jeden został przedstawiony na Rys. 21. Analizując wykresy, 

można zauważyć, że mimo braku zachowania pełnej wierności w stosunku do algorytmu 

źródłowego, zaproponowany system stabilizował pracę wrzeciona. Stabilizacja jest tutaj, 

jak uprzednio, rozumiana jako redukcja szarpnięć wywołanych naprzemiennym 

przyspieszaniem oraz spowalnianiem wrzeciona. Omówiona publikacja realizuje 

Zadanie 3.b).  
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2.5. Algorytm uczenia się ze wzmocnieniem w zadaniach sterowania 
maszynami CNC 

Autor niniejszej rozprawy podjął również działania mające na celu wykorzystanie metod 

sztucznej inteligencji do realizacji zadania optymalizacji pracy maszyny CNC poprzez 

sterowanie dynamiką ruchu jej wrzeciona z wykorzystaniem paradygmatu uczenia się ze 

wzmocnieniem. Prace te były realizowane i są nadal rozwijane we wspomnianym 

zespole, którego członkami są dr inż. Bogdan Kwiatkowski oraz dr hab. inż. Damian 

Mazur. W artykule [A-4] zaprezentowana została metoda nauki naśladowania algorytmu 

źródłowego z wykorzystaniem głębokiego uczenia się ze wzmocnieniem.  

 

Rys. 22 Schemat działania systemu zaproponowanego w pracy [A-4] 

W pracy przyjęto, że każdy proces obróbki można określić mianem epizodu, który składa 

się z odpowiedniej liczby kroków pozwalającej na realizację wszystkich punktów 

referencyjnych znajdujących się w zadanej trajektorii. W każdym kroku agent ma 

możliwość podjęcia jednej z trzech akcji: spowolnienie wrzeciona, utrzymanie prędkości 

wrzeciona lub przyspieszenie wrzeciona. Decyzja agenta jest oparta na sygnałach 

otrzymywanych ze środowiska a mianowicie: znormalizowanej prędkości, 

znormalizowanemu przyspieszeniu oraz znormalizowanej odległości od następnego 
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punktu referencyjnego. Sposób wyznaczania tych wielkości został już omówiony 

w rozdziale 2.4. Wartościowanie akcji agenta realizowane jest przez regułę: „Jeżeli agent 

w danym kroku wybrał akcję zgodną z informacjami zawartymi w bazie, czyli taką samą 

jak algorytm RPRO, wtedy otrzymuje wzmocnienie równe 0.0, natomiast w przypadku 

podjęcia innej decyzji otrzymuje on karę w postaci wzmocnienia o wartości -0.1”. 

Schemat nauki oraz pracy systemu został przedstawiony w postaci diagramu na Rys. 22.  

 

Rys. 23 Struktura sztucznej sieci neuronowej wykorzystanej w pracy [A-4] 

W zaproponowanym rozwiązaniu rolę aproksymatora funkcji wartości akcji pełniła 

sztuczna sieć neuronowa, której schematyczna budowa została przedstawiona na Rys. 23. 

Składała się ona z dwóch warstw w pełni połączonych o liczbie neuronów oznaczonych 

przez N, po których następowała ostatnia warstwa złożona z trzech neuronów 

reprezentujących wymienione wcześniej akcje. W trakcie badań autorzy sprawdzali różne 

kombinacje parametrów sieci, mianowicie testowane były wartości N ze zbioru {6, 8, 12, 
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16, 20, 24}, a także funkcje aktywacji neuronów pierwszej i drugiej warstwy, takie jak: 

Rectified Linear Unit – ReLU oraz tangens hiperboliczny – tanh. Badane architektury 

zostały wyszczególnione w Tab. 6. 

Tab. 6 Badane architektury sieci neuronowych [A-4] 

Evaluated 
Architecture 

Number 

Layerwise 
Neuron 

Count (N) 

Layerwise 
Activation 
Function 

1 24 ReLU 

2 24 tanh 

3 20 ReLU 

4 20 tanh 

5 16 ReLU 

6 16 tanh 

7 12 ReLU 

8 12 tanh 

9 8 ReLU 

10 8 tanh 

11 6 ReLU 

12 6 tanh 

Badaniu poddano również różne wartości tzw. współczynnika dalekowzroczności agenta 

zwanego też współczynnikiem dyskontowania (ang. Discount Factor) oraz różne wartości 

współczynnika szybkości uczenia (ang. Learning Rate). Badania zdecydowano się 

przeprowadzić na dwóch podgrupach bazy danych odnoszących się do trajektorii o 15 

punktach referencyjnych oraz odpowiednio gęstym i średnim rozłożeniu punktów 

referencyjnych. Podobnie jak wcześniej, w celu sprawdzenia stabilności rozwiązania oraz 

jego możliwości uogólniających, dla każdej z grup badania 5-krotnie powtarzano. Każde 

z powtórzeń określało wybór odpowiedniej pary trajektorii jako tych, które stanowić będą 

dane uczące. Naturalnie dane testujące stanowiły wtedy zapisy procesów obróbczych 

rozważających pozostałe osiem trajektorii (np. podczas drugiego powtórzenia trajektorie 

3 oraz 4 stanowią dane uczące, co z kolei determinuje trajektorie 1-2 oraz 5-10 jako dane 

testujące). W każdym z powtórzeń liczba zapisów procesów obróbczych 

wykorzystywanych do nauki agenta wynosiła 120, natomiast liczba zapisów w zbiorze 

testującym wynosiła 480. 
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Tab. 7 Wyniki badań - współczynnik korelacji Pearson'a dla liczby kroków czasowych [A-4] 

Steps Count 
Correlation 

Discount Factor 
0.99 0.999 

Ref. 
Points 

Density 

Network 
Arch. 

Number 

Learning Rate Learning Rate 

1e-3 1e-4 1e-5 1e-3 1e-4 1e-5 

High 

1 0.847 0.750 0.848 0.647 0.844 0.844 
2 0.855 0.852 0.855 0.847 0.842 0.846 
3 0.844 0.855 0.848 0.839 0.777 0.847 
4 0.852 0.851 0.849 0.687 0.848 0.849 
5 0.849 0.856 --- 0.844 0.853 --- 
6 0.849 0.853 --- 0.855 0.852 --- 
7 0.825 0.857 --- 0.847 0.846 --- 
8 0.850 0.851 0.849 0.850 0.836 0.848 
9 0.821 0.856 --- 0.845 0.850 --- 
10 0.852 0.855 0.846 0.846 0.848 0.845 
11 0.842 0.851 --- 0.848 0.848 --- 
12 0.855 0.849 --- 0.844 0.845 --- 

Medium 

1 0.773 0.777 0.774 0.772 --- --- 
2 0.777 0.774 0.774 --- 0.472 0.538 
3 0.774 0.774 0.774 --- --- --- 
4 0.771 0.777 0.775 --- 0.773 0.726 
5 0.774 0.774 --- --- --- --- 
6 0.771 0.775 0.664 --- 0.386 0.237 
7 0.777 0.774 0.578 --- --- 0.041 
8 0.775 0.776 0.774 --- 0.171 0.172 
9 0.774 0.774 --- --- --- --- 
10 0.774 0.775 0.774 --- 0.009 0.112 
11 0.772 0.774 0.543 --- --- 0.054 
12 0.774 0.775 --- --- --- --- 

Autorzy zaproponowali trzy metryki opisujące działanie wyuczonych agentów. Pierwszą 

z nich jest współczynnik korelacji Pearson’a określający związek pomiędzy liczbą 

kroków czasowych każdego z procesów obróbczych zaplanowanych przez algorytm 

RPRO, a liczbą kroków wyznaczonych przez wyuczonego agenta. Wartość 

0 zaproponowanej metryki wskazywać będzie na brak jakiejkolwiek korelacji, natomiast 

wartości bliskie 1 informować będą o ścisłym związku między liczbami kroków. Druga 

zaproponowana metryka to średnia dokładność realizacji punktów referencyjnych 

wyrażona w mikrometrach. Uzupełnieniem tych informacji jest trzecia metryka, czyli 

mediana liczby kroków czasowych w procesach obróbczych wygenerowanych przez 

wyuczonego agenta. Omówione metryki opisujące wyniki przeprowadzonych 

eksperymentów zostały przestawione odpowiednio: współczynnik korelacji w Tab. 7, 

średnia dokładność procesu obróbki w Tab. 8, a mediana liczby kroków czasowych 

w Tab. 9. 
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Tab. 8 Wyniki badań - średnia dokładność [A-4] 

Mean Error 
Discount Factor 

0.99 0.999 
Ref. 

Points 
Density 

Network 
Arch. 

Number 

Learning Rate Learning Rate 

1e-3 1e-4 1e-5 1e-3 1e-4 1e-5 

High 

1 2.38 2.32 2.56 2.47 2.46 2.55 
2 2.45 2.43 2.51 2.46 2.44 2.63 
3 2.4 2.46 2.49 2.44 2.45 2.58 
4 2.45 2.49 2.51 2.52 2.52 2.46 
5 2.56 2.5 3.11 2.41 2.48 3.29 
6 2.47 2.43 4.69 2.48 2.35 4.81 
7 2.32 2.37 4.45 2.46 2.52 4.57 
8 2.49 2.47 2.56 2.49 2.43 2.57 
9 2.4 2.5 3.16 2.41 2.51 3.38 
10 2.45 2.48 2.54 2.39 2.55 2.54 
11 2.47 2.51 3.86 2.47 2.49 4.48 
12 2.41 2.51 435 2.46 2.48 437 

Medium 

1 5.53 5.9 5.41 2708 4496 4450 
2 5.79 5.31 5.14 4835 2661 2926 
3 5.54 5.03 1561 4481 4799 3580 
4 4.99 5.47 5.34 4708 2531 816 
5 5.37 6.2 7.08 4653 4742 4599 
6 5.08 5.56 2445 4852 1814 3607 
7 5.02 5.19 2414 3727 4741 3581 
8 5.42 5.14 5.06 4698 3369 2443 
9 4.83 5.14 3344 3568 3742 4455 
10 5.4 5.34 5.13 4677 4286 4366 
11 5.55 5.91 2446 4450 4622 3472 
12 5.21 5.32 4421 4736 2635 4832 

Analizując przedstawione współczynniki korelacji (Tab. 7) zauważono, że większość 

spośród badanych modeli osiągnęła wartości tej metryki większe od 0.75, a prawie 

połowa wartości większe od 0.84, co może wskazywać, że działanie wyuczonych 

agentów jest podobne do działania wzorcowego algorytmu RPRO. Zauważono również, 

że dla pewnych kombinacji badanych parametrów, wartości współczynnika korelacji są 

bliższe wartości 0 lub w skrajnych przypadkach nie było możliwe ich policzenie (miejsca 

oznaczone potrójną pauzą „---”). W tych miejscach dokładność procesu obróbki często 

była nieakceptowalna, natomiast liczba kroków w pewnych przypadkach wynosiła 1, co 

wskazuje na całkowity brak realizacji zamierzonej trajektorii. Kolejnym wnioskiem, jaki 

nasunął się autorom podczas analizy Tab. 7, jest informacja o preferowanych wartościach 

współczynnika dyskontowania równego 0.99 oraz współczynnika szybkości uczenia 

równego 0.001. Analizując otrzymane wartości średnich dokładności (Tab. 8), autorzy 

zauważyli, że agenci osiągają jej bardzo dobry poziom – dokładność rzędu 2.0–5.0 

mikrometrów pozwala na zastosowanie systemu w przemyśle. Dodatkowo potwierdzono 
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wnioski wysnute wcześniej – agenci o słabej korelacji liczby kroków charakteryzują się 

nieakceptowalnym poziomem osiąganej dokładności procesu obróbki. Ponadto autorzy 

zauważyli również, że agenci oparci na architekturach o sigmoidalnej funkcji aktywacji 

osiągają nieco lepsze wyniki od tych opartych na architekturach z funkcją RELU. 

Uzupełniając zebrane informacje o mediany liczby kroków (Tab. 9), autorzy zauważyli 

również, że zaproponowani agenci realizują procesy obróbki nie tylko dokładniej niż 

algorytm RPRO, lecz także wykorzystują do tego mniejszą liczbę kroków czasowych. 

Algorytm RPRO potrzebował odpowiednio 110 kroków czasowych na realizację 

przykładowej trajektorii ze zbioru o dużej gęstości punktów referencyjnych oraz 500 

kroków na wykonanie trajektorii ze zbioru o średniej gęstości punktów referencyjnych. 

Uzyskane rozwiązanie pozwoliło skrócić czas realizacji procesu obróbczego o ok. 10%. 

Tab. 9 Wyniki badań - mediana kroków czasowych [A-4] 

Steps Count 
Discount Factor 

0.99 0.999 
Ref. 

Points 
Density 

Network 
Arch. 

Number 

Learning Rate Learning Rate 

1e-3 1e-4 1e-5 1e-3 1e-4 1e-5 

High 

1 85 88 80 86 85 80 
2 83 83 81 83 82 82 
3 85 83 82 84 85 83 
4 82 82 80 84 80 82 
5 82 81 74 87 82 75 
6 83 84 69 82 84 72 
7 89 82 71 85 86 71 
8 82 83 80 81 88 81 
9 86 80 75 85 80 75 
10 83 81 80 83 83 82 
11 85 80 76 84 81 72 
12 84 80 1 83 80 1 

Medium 

1 471 469 476 179 71 101 
2 475 482 484 1 293 204 
3 478 482 446 73 1 101 
4 489 467 478 1 322 453 
5 482 465 431 1 1 101 
6 486 480 410 1 263 234 
7 487 482 406 87 1 101 
8 481 485 483 1 290 472 
9 488 486 367 159 82 109 
10 479 481 482 1 280 243 
11 476 471 487 68 1 258 
12 478 481 71 14 297 1 

Autorzy [A-4], tak jak w poprzednich pracach, porównali też dokładny przebieg 

procesów obróbczych, a przykład takiego porównania został przedstawiony na Rys. 24 

oraz Rys. 25. Analizując wykresy, można zauważyć, że ponownie proponowane 
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rozwiązanie stabilizuje proces obróbczy poprzez redukcję szarpnięć wywołanych 

naprzemiennym przyspieszaniem oraz spowalnianiem wrzeciona. Zauważyć należy 

również fakt, że dodatkowym pozytywnym aspektem proponowanych w pracach [A-6], 

[A-3] oraz [A-4] rozwiązań jest linearyzacja procesu generowania g-cod’u – podczas, 

gdy algorytm RPRO wielokrotnie cofa się do analizy poprzednich punktów 

referencyjnych, by wyznaczyć lepszy g-code, przedstawione rozwiązania generują jego 

kolejne kroki w sposób iteracyjny. Omówiona w tym rozdziale publikacja [A-4] realizuje 

Zadanie 3.c). 

 

Rys. 24 Porównanie działania algorytmów – głębokie uczenie się ze wzmocnieniem [A-4] 

 

Rys. 25 Porównanie działania algorytmów – algorytm RPRO [A-4] 
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3. Podsumowanie 

Niniejsza praca koncentruje się na wykorzystaniu metod sztucznej inteligencji, 

a w szczególności algorytmu uczenia się ze wzmocnieniem, do zadań przetwarzania 

obrazów oraz do zadań sterowania dynamiką ruchu wrzeciona maszyn CNC. Postawiona 

hipoteza mówiąca, że możliwa jest aplikacja różnych metod sztucznej inteligencji, 

a w szczególności algorytmu uczenia się ze wzmocnieniem, zarówno do zadań 

przetwarzania obrazu, jak i do zadań sterowania, celem uzyskania rezultatów 

nie gorszych niż przy pomocy innych metod znanych z literatury, została 

uprawdopodobniona przez realizację następujących zadań. 

Zadanie 1. Studia literaturowe dotyczące wykorzystania algorytmu uczenia się 

ze wzmocnieniem: 

a. do rozwiązywania zadań przetwarzania obrazów – Zadanie zostało 

zrealizowanie poprzez przygotowanie przeglądu literatury [A-1], 

który został zaprezentowany podczas konferencji krajowej 

oraz przedstawiony w formie publikacji. Zgromadzona wiedza stanowiła 

inspirację do dalszych prac. 

b. do rozwiązywania zadań sterowania – Zadanie zostało zrealizowanie 

poprzez przygotowanie przeglądu literatury [A-2], który został 

zaprezentowany podczas konferencji międzynarodowej oraz 

przedstawiony w formie publikacji. Zgromadzona wiedza stanowiła 

inspirację podczas dalszych prac. 

Pierwsze z opracowań wykonane w języku polskim miało na celu upowszechnienie 

wiedzy o tego rodzaju zastosowaniach algorytmu uczenia się ze wzmocnieniem oraz 

o istnieniu samego algorytmu. Drugie opracowanie wprowadzało systematykę 

opisywanego zagadnienia oraz obejmowało identyfikację potencjalnych punktów 

rozwoju dziedziny. 

Zadanie 2. Zebranie niezbędnych danych oraz utworzenie zbioru 

pozwalającego na trenowanie oraz weryfikowanie poprawności 

działania badanych metod: 

a. do zadania wykrywania gestów – Zadanie zostało wykonane poprzez 

utworzenie dedykowanej bazy danych wykorzystanej podczas badań nad 
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propozycją algorytmu, którego zadaniem było wykrywanie gestów 

w ciągłym strumieniu wideo poprzez jego czasową segmentację [A-5]. 

b. do zadania sterowania dynamiką ruchu wrzeciona maszyny CNC – 

Zadanie zostało wykonane poprzez utworzenie dedykowanej bazy danych 

wykorzystanej podczas badań nad propozycją algorytmu, którego 

zadaniem była optymalizacja pracy maszyny CNC poprzez odpowiednie 

sterowanie dynamiką ruchu wrzeciona [A-6] [A-3] [A-4]. 

Zadanie 3. Zaproponowanie autorskiej metody pozwalającej na: 

a. czasową segmentację ciągłego strumienia gestów – Zadanie zostało 

wykonane poprzez publikację artykułu [A-5] zawierającego opis 

proponowanej metody czasowej segmentacji strumienia gestów. W pracy 

zaproponowano również autorski sposób przetwarzania wstępnego klipów 

wideo w celu minimalizacji niekorzystnego wpływu szeregu czynników. 

W pracy wykorzystano zarówno głębokie sieci neuronowe jak również 

paradygmat uczenia się ze wzmocnieniem. 

b. optymalizację sterowania dynamiką ruchu wrzeciona maszyny CNC 

z wykorzystaniem logiki rozmytej – Zadanie zostało wykonane poprzez 

publikację dwóch artykułów naukowych [A-6] [A-3], w których 

prezentowane są proponowane rozwiązania oparte na systemach 

eksperckich logiki rozmytej. W trakcie badań do nauki zbioru reguł 

wykorzystano też algorytm optymalizacji rojem cząstek oraz algorytm 

genetyczny. Wyniki badań zostały przedstawione w ramach konferencji. 

c. optymalizację sterowania dynamiką ruchu wrzeciona maszyny CNC 

z wykorzystaniem paradygmatu uczenia się ze wzmocnieniem – 

Zadanie zostało wykonane poprzez publikację artykułu naukowego [A-4], 

w którym prezentowane jest proponowane rozwiązanie oparte na sieci 

neuronowej oraz na paradygmacie uczenia się ze wzmocnieniem. Wyniki 

badań zostały przedstawione w ramach konferencji. 

Główny wkład autora rozprawy w działalność naukową w dyscyplinie Informatyka 
Techniczna i Telekomunikacja obejmują: 

 przeprowadzenie przeglądu literatury w zakresie wykorzystania algorytmu 

uczenia się ze wzmocnieniem zarówno do zadań przetwarzania obrazu jak 

również do zadań sterowania przedstawiając aktualny stan wiedzy technicznej, 
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 identyfikację oraz sformułowanie potencjalnych punktów rozwoju opisywanych 

dziedzin, 

 identyfikację oraz sformułowanie problemów badawczych, które są ważne 

z punktu widzenia zarówno zadania wykrywania gestów na podstawie ciągłego 

strumienia wideo jak również zadania optymalizacji sterowania dynamiką ruchu 

wrzeciona maszyny CNC, 

 udział w opracowaniu dedykowanej bazy danych pozwalającej na trenowanie 

oraz weryfikację algorytmu czasowej segmentacji strumienia wideo 

uwzględniającej problem koartykulacji, 

 opracowanie autorskiej metody wstępnego przetwarzania strumienia wideo 

złożonej z szeregu operacji wykonywanych na każdej z klatek filmu, 

 opracowanie autorskiej metody pozwalającej na wykrywanie dynamicznych 

gestów polskiego języka migowego poprzez czasową segmentację strumienia 

wideo opartej o głęboką sieć splotową trenowaną algorytmem uczenia się ze 

wzmocnieniem, 

 opracowanie dedykowanej bazy danych pozwalającej na trenowanie oraz 

weryfikację algorytmów optymalizujących pracę maszyny CNC poprzez 

sterowanie dynamiką ruchu wrzeciona, 

 znaczny udział w opracowaniu autorskich metod optymalizujących pracę 

maszyny CNC poprzez sterowanie dynamiką ruchu wrzeciona, 

 sformułowanie wniosków wynikających z przeprowadzonych eksperymentów 

oraz identyfikację dalszych kierunków rozwoju, 

 znaczny udział w opracowaniu publikacji naukowych omawiających zagadnienia 

wymienione w niniejszej rozprawie. 

Autor niniejszej rozprawy doktorskiej kontynuuje oraz rozszerza omówione w jej 
treści badania w następujący sposób: 

 Optymalizacja pracy maszyn CNC – aktualnie finalizowane są prace badawcze 

mające na celu porównanie efektywności nauki reguł dla systemu Mamdaniego 

przy pomocy algorytmu genetycznego, a także efektywność pracy systemu po 
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konwersji na system Takani-Sugeno, co w zamierzeniu powinno znacząco 

zminimalizować czas potrzebny na wygenerowanie kodu sterującego. Dodatkowo 

w najbliższym czasie planowane jest zakończenie fazy konceptualizacji systemu 

opartego o algorytm uczenia się ze wzmocnieniem stosowany do sterowania 

wieloma osiami maszyny jednocześnie. Badania te będą również uwzględniały 

szeroko zakrojone porównanie dokładności oraz czasu obróbki półfabrykatu 

pomiędzy symulacją a rzeczywistym procesem. 

 Wykrywanie gestów – aktualnie trwa proces organizowania zasobów 

niezbędnych do rozwoju utworzonej bazy danych GEST oraz planowanie 

integracji utworzonego rozwiązania z propozycją narzędzia rozpoznającego 

wyizolowane gesty. Celem prac jest utworzenie stabilnego systemu tłumaczącego 

nagranie na chmurę słów reprezentujących znaki pokazywane w materiale wideo. 

Docelowo planuje się utworzenie aplikacji mobilnej pozwalającej zredukować 

poziom wykluczenia społecznego osób głuchych. Dodatkowo na podstawie 

zidentyfikowanych w trakcie badań potencjalnych punktów rozwoju odkryto 

potrzebę skonstruowania bazy danych o charakterze benchmarkowym 

pozwalającej na rzetelną analizę proponowanych w literaturze algorytmów. 

Aktualne prace skupiają się na zdobyciu zasobów niezbędnych do wykonania 

rzeczonej bazy danych. Kolejnym krokiem będzie implementacja minimum 35 

z istniejących metod i poddania ich głębokiej analizie. 

 Ocena jakości (zadania przetwarzania obrazów) – aktualnie autor niniejszej 

rozprawy doktorskiej wraz z mgr. inż. Igorem Stępniem zaproponował system, 

którego zadaniem jest ocena jakości przedstawionego nagrania wideo. Nauka oraz 

weryfikacja systemu zostały przeprowadzone z wykorzystaniem bazy danych 

LIVE-YT-Gaming [82] zawierającej nagrania streamów gier komputerowych. 

Algorytm znajduje potencjalne zastosowanie jako system wstępnej weryfikacji 

filmów dla platform streamingowych. Aktualnie praca opisująca badania została 

zgłoszona do recenzji. Dodatkowo w tym samym zespole został zaprojektowany 

algorytm oceny jakości zdjęć pochodzących z rezonansu magnetycznego 

[83][84]. Dotychczasowe badania wykazują współczynnik korelacji Pearson’a na 

poziomie niemal 0.97, co wskazuje na niezwykle wysoką zgodność z opiniami 

ekspertów. Aktualnie prowadzone są dalsze eksperymenty, a w niedługim czasie 

opracowana zostanie treść publikacji.  
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Streszczenie w języku polskim 

Niniejsza rozprawa doktorska stanowi monotematyczny cykl publikacji naukowych 

dotyczących aplikacji metod sztucznej inteligencji ze szczególnym uwzględnieniem 

algorytmu uczenia się ze wzmocnieniem. Praca ma charakter interdyscyplinarny 

i rozważa dwie główne gałęzie tematyczne: zadania przetwarzania obrazu oraz zadania 

sterowania. W pierwszej z nich poruszony został temat wykrywania gestów poprzez 

czasową segmentację strumienia wideo. W drugiej gałęzi skupiono się na sterowaniu 

dynamiką wrzeciona maszyny sterowanej numerycznie (ang. Computer Numeric 

Control – CNC). Duża część badań została zaprezentowana w trakcie międzynarodowych 

konferencji naukowych. Uwzględniając powyższe w pracy sformułowano następującą 

hipotezę badawczą. 

Możliwa jest aplikacja różnych metod sztucznej inteligencji, 

a w szczególności algorytmu uczenia się ze wzmocnieniem, zarówno do zadań 

przetwarzania obrazu jak i do zadań sterowania, celem uzyskania rezultatów 

nie gorszych niż przy pomocy innych metod znanych z literatury. 

Hipoteza została uprawdopodobniona poprzez realizację następujących zadań: 

1) Studia literaturowe dotyczące wykorzystania algorytmu uczenia się 

ze wzmocnieniem do: 

a. rozwiązywania zadań przetwarzania obrazów, 

b. rozwiązywania zadań sterowania. 

2) Zebranie niezbędnych danych oraz utworzenie zbioru pozwalającego 

na trenowanie oraz weryfikowanie poprawności działania badanych metod: 

a. do zadania wykrywania gestów, 

b. do zadania sterowania dynamiką ruchu wrzeciona maszyny CNC. 

3) Zaproponowanie metody pozwalającej na: 

a. czasową segmentację ciągłego strumienia gestów, 

b. optymalizację sterowania dynamiką ruchu wrzeciona maszyny CNC 

z wykorzystaniem logiki rozmytej, 

c. optymalizację sterowania dynamiką ruchu wrzeciona maszyny CNC 

z wykorzystaniem paradygmatu uczenia się ze wzmocnieniem 

 



- 162 - 

Zadanie 1. Studia literaturowe dotyczące wykorzystania algorytmu uczenia się 

ze wzmocnieniem 

a) Zadanie zostało zrealizowanie poprzez przygotowanie przeglądu 

literatury, który został zaprezentowany podczas konferencji krajowej oraz 

przedstawiony w formie publikacji. Zgromadzona wiedza stanowiła 

inspirację podczas dalszych prac. 

b) Zadanie zostało zrealizowanie poprzez przygotowanie przeglądu 

literatury, który został zaprezentowany podczas konferencji 

międzynarodowej oraz przedstawiony w formie publikacji. Zgromadzona 

wiedza stanowiła inspirację podczas dalszych prac. 

Zadanie 2. Zebranie niezbędnych danych oraz utworzenie zbioru pozwalającego 

na trenowanie oraz weryfikowanie poprawności działania badanych 

metod 

a) Zadanie zostało wykonane poprzez utworzenie dedykowanej bazy danych 

wykorzystanej podczas badań nad propozycją algorytmu, którego 

zadaniem było wykrywanie gestów w ciągłym strumieniu wideo poprzez 

jego czasową segmentację. 

b) Zadanie zostało wykonane poprzez utworzenie dedykowanej bazy danych 

wykorzystanej podczas badań nad propozycją algorytmu, którego 

zadaniem była optymalizacja pracy maszyny CNC poprzez odpowiednie 

sterowanie dynamiką ruchu wrzeciona. 

Zadanie 3. Zaproponowanie autorskiej metody 

a) Zadanie zostało wykonane poprzez publikację artykułu zawierającego 

opis proponowanej metody czasowej segmentacji strumienia gestów. W 

pracy zaproponowano również autorski sposób przetwarzania wstępnego 

klipów wideo w celu minimalizacji niekorzystnego wpływu szeregu 

czynników. W pracy wykorzystano zarówno głębokie sieci neuronowe jak 

również paradygmat uczenia się ze wzmocnieniem. 

b) Zadanie zostało wykonane poprzez publikację dwóch artykułów 

naukowych, w których prezentowane są proponowane rozwiązania oparte 

na systemach eksperckich logiki rozmytej. W trakcie badań do nauki 

zbioru reguł wykorzystano też algorytm optymalizacji rojem cząstek oraz 
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algorytm genetyczny. Wyniki badań zostały przedstawione w ramach 

konferencji. 

c) Zadanie zostało wykonane poprzez publikację artykułu naukowego, 

w którym prezentowane jest proponowane rozwiązanie oparte na sieci 

neuronowej oraz na paradygmacie uczenia się ze wzmocnieniem. Wyniki 

badań zostały przedstawione w ramach konferencji. 

 
Słowa kluczowe: sztuczna inteligencja, uczenie się ze wzmocnieniem, przetwarzanie 

obrazu, zadania sterowania, maszyny CNC, optymalizacja 
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Streszczenie w języku angielskim 

This dissertation is a monothematic series of scientific publications on the application of 

artificial intelligence methods with a particular focus on the reinforcement learning 

algorithm. The work is interdisciplinary in nature and considers two main main branches: 

image processing tasks and control tasks. In the first, the topic of gesture detection 

through temporal segmentation of the video stream is addressed. The second branch 

focuses on controlling the spindle dynamics of a Computer Numeric Control (CNC) 

machine. Much of the research has been presented at international scientific conferences. 

Taking the above into account, the paper formulates the following research hypothesis. 

It is possible to apply various artificial intelligence methods, especially the 
reinforcement learning algorithm, to both image processing and control 
tasks, with the goal of obtaining results no worse than with other methods 
known from the literature. 

The hypothesis was made probable by performing the following tasks: 

1) Literature studies on the use of the reinforcement learning algorithm to: 

a) solving image processing tasks, 

b) solving control tasks. 

2) Collecting the necessary data and creating a set that allows training and verifying 

the correctness of the tested methods: 

a) for the task of gesture detection, 

b) for the task of controlling the dynamics of movement of the CNC machine 

spindle. 

3) To propose a method that allows: 

a)  temporal segmentation of a continuous stream of gestures, 

b) optimization of the control of the dynamics of the CNC machine spindle 

movement based on fuzzy logic, 

c) optimize the control of the spindle motion dynamics of the CNC machine 

based on the reinforcement learning paradigm 

Task 1. Literature studies on the use of the reinforcement learning algorithm 

a) The task was accomplished by preparing a literature review, which was 

presented at a national conference and collected in the form 

of a publication. The accumulated knowledge provided inspiration during 

further work. 
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b) The task was accomplished by preparing a literature review, which was 

presented at an international conference and collected in the form 

of a publication. The accumulated knowledge provided inspiration during 

further work. 

Task 2. Collect the necessary data and create a collection that allows to train 

and verify the correctness of the methods studied 

a) The task was carried out by creating a specialized database used during 

the research on the proposal of an algorithm whose task was to detect 

gestures in a continuous video stream through its temporal segmentation. 

b) The task was performed by creating a specialized database used during the 

research on the proposal of an algorithm whose task was to optimize the 

operation of a CNC machine through appropriate control of the dynamics 

of spindle movement. 

Task 3. Propose the author's method 

a) The task was accomplished by publishing a paper describing a proposed 

method for temporal segmentation of a gesture stream. The paper also 

proposed an author's method of preprocessing video clips to minimize the 

adverse effects of a number of factors. The paper uses both deep neural 

networks and a reinforcement learning paradigm. 

b) The task was accomplished through the publication of two scientific 

articles that present proposed solutions based on fuzzy logic expert 

systems. In the course of the research, a particle swarm optimization 

algorithm and a genetic algorithm were also used to learn a set of rules. 

The results of the research were presented at the conference. 

c) The task was accomplished through the publication of a scientific article, 

in which the proposed solution based on neural network and reinforcement 

learning paradigm is presented. The results of the research were presented 

in the framework of the conference. 

Keywords: artificial intelligence, reinforcement learning, image processing, control 
tasks, CNC machines, optimization 
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